
Kapitola 21

Státnice I3: Metody strojového u£ení

21.1 Úvod

Formáln¥ se strojové u£ení de�nuje následovn¥: Po£íta£ se u£í °e²it úlohu t°ídy T se zku²eností E a úsp¥²ností m¥°enou
kritériem P , jestliºe se jeho úsp¥²nost se vzr·stající zku²eností zvy²uje.

P°.: T = parsing, E = treebank, P po£et správn¥ ur£ených hran.

Je t°eba ur£it druh znalostí, které se bude po£íta£ u£it, a jejich reprezentaci a navrhnout konkrétní algoritmus
u£ení. Typicky se jedná o aproximaci n¥jaké cílové funkce, která realizuje úkol, jenº chceme po£íta£ nau£it (reálná
funkce � regrese, diskrétní � klasi�kace).

Zku²enost m·ºe být p°ímá (zápis pravidel) a nep°ímá (�dobré� postupy na základ¥ trénovacích dat). U£ení m·ºe
být supervised (s u£itelem, kdy E = trénovací data), semi-supervised (systém generuje postupy a n¥co je známkuje)
nebo ne°ízené.

21.2 U£ení zaloºené na konceptu

U£ení se koncept· lze de�novat jako získání vymezení n¥jakého konceptu na základ¥ vzorku pozitivních a negativních
trénovacích p°íklad· (instancí) � trénovacích dat D = 〈xi, yi〉ni=1, kde X = x1, x2, . . . xn jsou atributy a y1 . . . yn ∈
Y = {0, 1} je klasi�kace instancí. Snaºíme se najít cílovou funkci c : X → Y, c(xi) = yi. Hledáme ji nad prostorem
hypotéz (modelem) H; tj. hledáme h ∈ H : h(xi) = c(xi) ∀i ∈ 1, . . . n.

U£ení se koncept· m·ºeme chápat jako vyhledávání. V mnoºin¥ hypotéz se nachází prostor moºností (version space)
� podmnoºina hypotéz konzistentních s trénovacími daty (mnoºina cílových funkcí, které klasi�kují trénovací data
správn¥) V SH,D a v této podmnoºin¥ se n¥kde nachází optimální hypotéza. Pomocí strojového u£ení se jí p°ibliºujeme,
od startovací hypotézy se postupn¥ dostaneme do n¥£eho, co je konzistentní s trénovacími daty, ale ne nutn¥ k optimu.

Hledáme takovou hypotézu, která by odpovídala cílové funkci na v²ech trénovacích p°íkladech: h ∈ H : ∀x ∈
X : h(x) = c(x). Hypotéza, která je �vhodn¥ dobrou� aproximací cílové funkce nad trénovacími daty, bude i �vhodn¥
dobrou� aproximací nad ostatními daty.

Uspo°ádání hypotéz

Zvolme si reprezentaci hypotéz jako n-tici �povolených� hodnot prom¥nných z trénovacích p°íklad·, p°i£emº pro
hypotézu m·ºe být hodnotou:

• Speci�cká hodnota dané prom¥nné (tj. povolená je jedna hodnota)

• �?� (tj. na hodnot¥ této prom¥nné nezáleºí, povolené je v²echno)

• �∅� (tj. nevyhovuje ºádná hodnota této prom¥nné)

Pokud instance x vyhovuje v²emi svými hodnotami prom¥nných povoleným hodnotám pro hypotézu h, potom
h(x) = 1, tj. hypotéza h klasi�kuje x jako pozitivní p°íklad.

Potom nejobecn¥j²í hypotéza je taková, která cokoliv klasi�kuje jako pozitivní p°ípad, tj. (?, ?, ?, . . . , ?) a nejspeci�£t¥j²í
hypotéza taková, která v²e klasi�kuje jako negativní, tj. (∅, ∅, . . . , ∅).

Pro prohledávání prostoru hypotéz máme vodítko: uspo°ádání podle speci�£nosti.

• Hypotéza h ∈ H je obecn¥j²í neº hypotéza j ∈ H (h ≥g j), práv¥ kdyº ∀x ∈ X : j(x) = 1⇒ h(x) = 1 (m·ºeme
°íct, ºe j je speci�£t¥j²í neº h). Relace ≥g je £áste£né uspo°ádání nad prostorem H.

• Hypotéza h ∈ H je striktn¥ obecn¥j²í neº j ∈ H (h >g j), pokud h je obecn¥j²í neº j, ale j není obecn¥j²í neº h.

Je²t¥ de�nujme hranici obecnosti (general boundary) G vzhledem k H a D jako mnoºinu nejobecn¥j²ích hypotéz
z H konzistentních s D. Proti tomu Hranice speci�£nosti (speci�c boundary) S vzhledem k H a D je mnoºina
nejspeci�£t¥j²ích hypotéz z H konzistentních s D.
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Algoritmus Find-S

Nalezne nejspeci�£t¥j²í hypotézu, která je²t¥ vyhovuje trénovacím dat·m.

1. Vezmi nejspeci�£t¥j²í hypotézu h ∈ H

2. ∀x pozitivní trénovací p°íklad a ∀ai atribut reprezentace h: pokud hodnota ai u x neodpovídá h, nahra¤ hodnotu
ai v h nejbliº²í obecnou hodnotou, která odpovídá x

3. Po projití v²ech pozitivních p°íklad· vra´ upravené h

Find-S vrátí nejspeci�£t¥j²í hypotézu konzistentní s pozitivními trénovacími p°íklady. Za p°edpoklad·, ºe prohledá-
vaný soubor hypotéz obsahuje cílovou funkci c a trénovací data neobsahují chyby, bude nalezená hypotéza konzistentní
i s negativními trénovacími p°íklady, tj. s celými trénovacími daty.

Je-li víc správných hypotéz, nalezneme takto jen jednu z nich, navíc neodhalíme nekonzistenci trénovacích dat.
Nemusí existovat ani jen jedna nejspeci�£t¥j²í hypotéza.

Problém nalezení v²ech konzistentních hypotéz °e²í algoritmus Candidate-Elimination.

Algoritmus Candidate-Elimination

Algoritmus pracuje s prostorem moºností, ur£eným hranicí obecnosti a hranicí speci�£nosti. To je moºné proto, ºe
platí následující v¥ta:

V¥ta o reprezentaci prostoru moºností: V SH,D = {h ∈ H : ∃s ∈ S, ∃g ∈ G : (g ≥g h ≥g s)}.
Postup algoritmu:

1. Do G,S p°i°a¤ mnoºinu nejobecn¥j²ích, resp. nejspeci�£t¥j²ích hypotéz z H

2. Postupuj p°es trénovací p°íklady d ∈ D:

3. Je-li p°íklad d ∈ D pozitivní:

(a) Odstra¬ z G hypotézy nekonzistentní s d.

(b) Kaºdou s d nekonzistentní hypotézu z S odstra¬ a p°idej do S její minimální zobecn¥ní konzistentní s d,
pro které existuje n¥jaká obecn¥j²í hypotéza v G. Odstra¬ pak z S hypotézy, které jsou obecn¥j²í neº jiné
hypotézy v S.

4. Je-li p°íklad d ∈ D negativní:

(a) Odstra¬ z S hypotézy nekonzistentní s d.

(b) Kaºdou s d nekonzistentní hypotézu z G odstra¬ a p°idej do G její minimální specializaci konzistentní s d,
pro kterou existuje n¥jaká speci�£t¥j²í hypotéza v S. Odstra¬ pak z G hypotézy, které jsou speci�£t¥j²í neº
jiné hypotézy v G.

5. Na konci vra´ G,S jako reprezentaci prostoru moºností.

Induktivní p°edpoklad

R·zné algoritmy r·zným zp·sobem zobec¬ují údaje získané z trénovacích dat, aby byly schopny klasi�kovat i d°íve
nevid¥né p°íklady. Pro zachycení této strategie de�nujme:

• Je-li algoritmus L natrénovaný na datech Dc schopný klasi�kovat instanci xi, je tato klasi�kace (ozn. L(xi, Dc))
induktivn¥ odvoditelná z oné instance a trénovacích dat. Pí²eme (Dc ∧ xi) . L(xi, Dc). To ale je²t¥ neznamená,
ºe je z instance a dat dokazatelná � algoritmus v sob¥ m·ºe obsahovat navíc induktivní p°edpoklad.

• Induktivní p°edpoklad (inductive bias) algoritmu L je minimální mnoºina tvrzení B taková, ºe pro libovolnou
cílovou funkci c de�novanou nad instancemi X a odp. trénovací data Dc platí: ∀xi ∈ X : (B∧Dc∧xi) ` L(xi, Dc),
tj. klasi�kace xi algoritmem L natrénovaným na Dc je dokazatelná z instance, trénovacích dat a induktivního
p°edpokladu.

Algoritmus Candidate-Elimination p°edpokládá, ºe cílovou funkci lze popsat pomocí na²í zvolené reprezentace, tj.
nachází se v na²em prostoru hypotéz: B = {c ∈ H}. Bude-li tento p°edpoklad spln¥n, pak najde optimální hypotézu. Je
jasné, ºe tento p°edpoklad spln¥n nebude, kdyº nap°. dv¥ konkrétní hodnoty n¥jakého atributu budou ur£ovat pozitivní
p°ípady a zbytek negativní. Find-S oproti Candidate-Elimination je²t¥ navíc p°edpokládá, ºe v²echny p°íklady jsou
negativní, pokud jejich prot¥j²ek nep°iná²í novou znalost.

Kdybychom zvolili reprezentaci hypotéz disjunkcemi v²ech moºných hodnot atribut·, tj. nechali induktivní p°edpo-
klad prázdný, Candidate-Elimination nebude schopný zobec¬ovat za hranici trénovacích p°íklad· (nalezená hypotéza
bude £ist¥ disjunkcí v²ech trénovacích p°íklad·).

Pro algoritmy u£ení je tedy t°eba uvaºovat, jak silné mají induk£ní p°edpoklady. Ty jsou n¥kdy velice striktní, jako
v p°ípad¥ Candidate-Elimination, n¥kdy znamenají jen preferenci ur£itého typu hypotéz (nap°. co nejkrat²ích, podle
kritéria Occamovy b°itvy).
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21.3 Rozhodovací stromy

Rozhodovací stromy jsou induktivní algoritmy, vytvo°ené ke klasi�kaci instancí, které popisují pomocí �disjunkce
konjunkcí�. M·ºeme je pouºít, kdyº instance jsou popsány atributy a hodnotami a cílová funkce je diskrétní. V
trénovacích datech m·ºou být i chyby nebo nevypln¥né atributy.

Cílová funkce je tu reprezentována práv¥ rozhodovacím stromem (sekvencí rozhodnutí if-then-else), klasi�kace
se provádí pr·chodem stromu od ko°ene k list·m, p°i£emº se v kaºdém uzlu testuje hodnota jednoho atributu instance
a na jejím základ¥ se ur£í dal²í sm¥r (zvolí se hrana). Kaºdý list ur£uje klasi�kaci instance.

ID3 algoritmus

ID3 je algoritmus, který vytvá°í rozhodovací stromy na základ¥ trénovacích dat. Postupuje top-down � konstruuje
strom od ko°ene. V kaºdém uzlu si klade otázku: Který atribut je nejlep²í pro tento uzel? a °e²í ji statistickým testem
na základ¥ maximální entropie. Po£et v¥tví vedoucích z uzlu je po£et moºných hodnot atributu, takºe ho známe hned
po vytvo°ení uzlu. Trénovací data jsou p°i vytvá°ení d¥lena podle atribut· v daném uzlu.

Pracuje rekurzivn¥:

1. Vy°e²í singulární p°ípady:

(a) V²echna trénovací data jsou pozitivní p°ípady / negativní p°ípady: vytvo°í jednouzlové stromy s (+) nebo
(-).

(b) Nemáme (uº) ºádné atributy: vytvo°í jednouzlový strom s (nej£ast¥j²í hodnota cíl. funkce v relevantní £ásti
trénovacích dat).

2. Vybere atribut A, který nejlépe klasi�kuje trénovací data a:

(a) Pro kaºdou jeho moºnou hodnotu ud¥lá poduzel, rozd¥lí trénovací data podle t¥chto hodnot.

(b) Máme-li pro danou hodnotu atributu trénovací data, volá se rekurzivn¥ (na danou £ást trénovacích dat a
atributy s vynechaným A).

(c) Pokud nejsou trénovací data, vloºí list s (nej£ast¥j²í hodnota cíl. funkce v celých trénovacích datech).

3. Vrátí výsledný (pod)strom.

Prochází se celý hypothesis space, ale hladovým zp·sobem bez backtrackingu. Výstupem je 1 rozhodovací strom,
tj. jedna hypotéza.

Výb¥r nejlep²ího atributu probíhá na základ¥ informa£ního zisku. Který atribut má nejvy²²í informa£ní zisk (míra
o£ekávaného sníºení entropie, vlastn¥ vzájemná informace cílové klasi�kace a atributu), ten je vybrán. Platí: G(D,A) =

H(D)−
∑

v∈values(A)(
|Dv|
|D| ·H(Dv)), kde:

• G(D,A) je informa£ní zisk pro data D a atribut A,

• H(D) je entropie dat D vzhledem k cílové funkci,

• Dv jsou data, která mají hodnotu atributu A rovnou v.

ID3 prochází úplný prostor hypotéz tím, ºe za£íná od nejjednodu²²í a postupn¥ ji zesloºi´uje, netestuje ale zda-
leka v²echny moºnosti. Na rozdíl od p°edchozích algoritm· v kaºdém kroku uvaºuje celá trénovací data. Induktivní
p°edpoklad ID3 je (p°ibliºn¥) preference krat²ích strom·.

Vylep²ení ID3 (zhruba odpovídá algoritmu C4.5)

Jedním z moºných problém· je over�tting, tj. p°íli²né p°izp·sobení se trénovacím dat·m. �ekneme, ºe hypotéza h ∈ H
over�tuje trénovací data, pokud existuje hypotéza h′ ∈ H taková, ºe h má men²í chybu neº h′ na trénovacích datech,
ale na celé distribuci instancí je to naopak.

Vyvarovat se over�ttingu lze pro°ezáváním (pruning) � nahrazením n¥kterých podstrom· listem s nej£ast¥j²í hod-
notou cílové funkce na trénovacích datech. Lze provád¥t bu¤ rovnou zastavením tvorby stromu d°ív, neº dosáhne
ideální klasi�kace trénovacích dat, nebo zp¥tn¥ strom zjednodu²it za pouºití heldout dat pro validaci p°i trénování
(reduced error pruning).

Sloºit¥j²í je strategie rule-post-pruning spo£ívá v následujícím postupu:

1. Vytvo°ení rozhodovacího stromu.

2. Jeho p°evedení na pravidla (po£et pravidel = po£et list·), kdy 1 pravidlo je 1 cesta od listu ke ko°eni.

3. Pro kaºdé pravidlo zahodit ty podmínky, jejichº vyhozením se p°esnost pravidla zlep²í.

4. Pravidla set°ídit podle p°esnosti na trénovacích datech, reálná data klasi�kovat pouºitím pravidel v tomto po°adí.
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Proti pro°ezávání nad stromem nemusíme vyhazovat jen z konce stromu, máme jemn¥j²í rozli²ení.
Je-li n¥který atribut A spojitý (ale cílové ohodnocení stále diskrétní), lze ho p°evést na diskrétní nalezením jednoho

p°ed¥lu, pro který dostaneme nejvy²²í informa£ní zisk.
Má-li atribut více hodnot (nap°. n¥jaké datum), informa£ní zisk ho bude preferovat, coº £asto vede k vytvo°ení

stromu hloubky 1, který funguje jen na trénovací data. Musíme pak zm¥nit test výb¥ru atribut·, místo zisku informace
pouºíváme nap°. ziskový pom¥r (gain ratio):

• Roz²t¥pení informace (split information): SI(D,A) = −
∑

v∈values(A)
|Dv|
|D| log2( |Dv|

|D| )

• Ziskový pom¥r: GR(D,A) = G(D,A)
SI(D,A) , kde G(D,A) je informa£ní zisk pro trénovací data D a atribut A

Jsou i jiné alternativní zp·soby výb¥ru nejlep²ího atributu, nap°. distance-based measure, kdy se vybírá atribut,
který d¥lí data co nejrovnom¥rn¥ji podle n¥jaké metriky (sm¥rodatná odchylka, Gini koe�cient).

Neznáme-li hodnotu n¥kterého z atribut·, m·ºeme mu p°i°adit nej£ast¥j²í hodnotu, nebo rozhodování rozd¥lit
podle v²ech moºných hodnot a na konci ud¥lat pr·m¥r výsledk· váºený podle jejich pravd¥podobnosti výskytu.

Pokud jsou n¥které atributy d·leºit¥j²í neº jiné, zavádí se cena atributu (cost of the attribute) a jiné kritérium
výb¥ru atributu.

21.4 Neuronové sít¥

Vznik neuronových sítí je motivován biologicky, funkcí mozku jako spojení mnoha neuron·. Um¥lé neuronové sít¥
ale jsou pon¥kud jednodu²²í � jedná se o propojenou mnoºinu jednotek (neuron·), z nichº kaºdá z n¥kolika reálných
hodnot na vstupu vydá jednu reálnou hodnotu na výsupu. �ivé neurony proti tomu vydávají mnohem sloºit¥j²í
elektrické signály.

Neuronová sí´ bývá typicky zapojená jako orientovaný acyklický graf, ale nemusí to být nutné. Tady se ale omezíme
jen na takové sít¥, protoºe na n¥ známe jednoduchý algoritmus trénování � backpropagation.

Neuronové sít¥ jsou vhodné pro sloºitá a potenciáln¥ za²um¥ná vstupní data, jako nap°. vstupy z kamer a mikrofon·
(rozpoznávání °e£i, rozpoznávání obli£ej· apod.). Jsou ale pouºitélná i pro data se symbolickou reprezentací, kde
dosahují výsledk· srovnatelných s rozhodovacími stromy. Cílová funkce m·ºe být reálná i diskrétní a m·ºe jít i o
vektor hodnot. Trénování zpravidla trvá dlouho, ale klasi�kace nových instancí je velmi rychlá. Natrénované hodnoty
se £asto nedají dob°e interpretovat, ale fungují.

Perceptron

Perceptron je vlastn¥ jeden druh neuronu £asto pouºívaného v neuronových sítích. Jde o jednotku, která ze vstupu
x1, . . . , xn spo£ítá hodnotu výstupu o(x1, . . . , xn). Podle druhu výpo£tu rozli²ujeme :

• Lineární perceptron, který po£ítá lineární kombinaci vstup· na základ¥ natrénovaných vah � w0+w1x1+. . . wnxn.
M·ºeme p°idat x0 = 1 a zapsat jeho výpo£et jako o(~x) = ~w · ~x.

• (Základní) prahový perceptron, který po£ítá funkci o(~x) = sgn(~w · ~x) a vrací diskrétní hodnoty −1, 1.

• Sigmoidovou jednotku, který pouºívá sigmoidovou (logistickou) funkci σ(y) = 1
1+e−y a po£ítá o(~x) = σ(~w · ~x). I

kdyº funguje na stejném principu jako dva p°edchozí a vlastn¥ dává podobné výsledky jako prahový perceptron
(její obor hodnot je interval [−1, 1]), podle jména se mezi perceptrony nepo£ítá.

Jak je vid¥t, prostor hypotéz perceptronu je mnoºina v²ech moºných reálných vah (H = {~w|~w ∈ Rn+1}).
Uvaºujme nyní prahový perceptron. Ten se vlastn¥ dá povaºovat za reprezentaci �rozhodující nadroviny� v n-

dimenzionálním prostoru instancí (to jsou vlastn¥ body v n-rozm¥rném prostoru). Vrací 1 pro body, které leºí na
jedné stran¥ nadroviny a −1 pro ty na druhé stran¥. To ale znamená, ºe správn¥ umí klasi�kovat jen problémy, kde
opravdu pozitivní a negativní p°íklady jdou odd¥lit nadrovinou. Takovým problém·m (a mnoºin¥ p°íklad·) se °íká
lineárn¥ separovatelné.

P°. Perceptron se umí nau£it booleovské funkce AND a OR, ale neumí XOR, protoºe není lineárn¥ separovatelná.

Následují dv¥ moºnosti, jak perceptron natrénovat. Dal²í alternativou by bylo i lineární programování, ale to
funguje jen v lineárn¥ separovatelném p°ípad¥ a navíc se nedá pouºít jako základ pro sloºit¥j²í sít¥.

Perceptron Training Rule

Nejjednodu²²ím zp·sobem, jak natrénovat váhy (prahového) perceptronu, je pouºít perceptron training rule � za£neme
s náhodnými vahami a iterativn¥ zkou²íme klasi�kovat trénovací p°íklady a jakmile dojde ke ²patné klasi�kaci, váhy
zm¥níme. Formáln¥ v kaºdém kroku provedeme:

wi := wi + ∆wi, kde ∆wi = η(t− o)xi

http://wiki.matfyz.cz.org/wiki/wen:Gini_coefficient
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Hodnota o je výstup perceptronu a t správná klasi�kace. Hodnot¥ η °íkáme learning rate � ur£uje, jak ost°e nové
p°íklady ovliv¬ují p·vodní hodnoty vah. V¥t²inou je nastavená na n¥jakou malou hodnotu, m·ºeme ji i sniºovat s
po£tem iterací.

V p°ípad¥, ºe trénovací p°íklady jsou lineárn¥ separovatelné, takovýto algoritmus po kone£ném po£tu iterací dojde
k vektoru vah, se kterým perceptron správn¥ klasi�kuje v²echny trénovací p°íklady.

Gradient Descent (Delta Rule)

Jiný zp·sob je gradient descent (klesání podle gradientu). Uvaºujme nyní lineární perceptron, abychom mohli snadno
derivovat. Stanovíme si funkci, která hodnotí trénovací chybu hypotézy (tj. vektoru vah) E(~w) a iterativn¥ budeme
hledat, kterým sm¥rem jde gradient a vydáme se p°esn¥ opa£ným (tj. proti sm¥ru nejv¥t²ího r·stu funkce). Tak
dojdeme pro �hezké funkce� do místa, kde je gradient nulový a tedy je tam (bohuºel jen lokální) minimum chybové
funkce. Pro lineárn¥ separovatelné trénovací instance bychom se m¥li dostat k nulové chyb¥, ale i pro neseparovatelné
dostaneme (snad) to nejlep²í, co m·ºeme. Velmi vhodnou funkcí trénovací chyby je:

E(~w) = 1
2

∑
d∈D(td − od)2, kde D jsou trénovací data a td, od skute£ná hodnota a výstup perceptronu jako v

p°edchozí sekci.

Potom metoda gradient descent postupuje stejn¥ iterativn¥ jako v p°edchozím p°ípad¥:

wi := wi + ∆wi, kde ∆wi = −η∇E(~w) (bereme záporný gradient, takºe jdeme opa£ným sm¥rem)

Pokud si upravovací pravidlo rozloºíme na jednotlivé sloºky, m·ºeme vypo£ítat:

∆wi = −η ∂E
∂wi

a ∂E
∂wi

= ∂
∂wi

1
2

∑
d∈D(td − od)2 = 1

2

∑
d∈D 2(td − od) ∂

∂wi
(td − ~w · ~xd) =

∑
d∈D(td − od)(−xid)

xid zna£í vstup xi v trénovacím p°íkladu D. Dosazení do p·vodní rovnice dává pravidlo:

∆wi = η
∑
d∈D

(td − od)xid

Pro zrychlení výpo£tu a sníºení rizika �zamrznutí� v lokálním minimu se pouºívá stochastická aproximace (inkrementální
nebo stochastický gradient descent), kdy váhy upravuji ne podle gradientu na celých trénovacích datech, ale jen s p°i-
hlédnutím k jednomu trénovacímu p°íkladu :

∆wi = η(t− o)xi
Protoºe prahový perceptron £ist¥ vrací znaménko výstupu lineárního perceptronu, je moºné perceptron natrénovat

touto metodou jako lineární a pak pouºít prahy (ale pozor, neminimalizujeme po£et ²patn¥ klasi�kovaných p°íklad·
prahového perceptronu, ale sumu chyby lineárního perceptronu, coº nemusí vést ke stejným výsledk·m).

Neuronová sí´

Perceptrony se dají spojovat do sítí a potom jsou schopny se nau£it i lineárn¥ neseparovatelné problémy (to ale
neplatí o lineárních perceptronech � lineární kombinace lineárních kombinací je po°ád lineární kombinace). Protoºe
sí´ovat lineární perceptrony tedy nemá smysl a prahové perceptrony pouºívají funkci, která se nedá dob°e derivovat,
pouºijeme sigmoidové jednotky. Derivace sigmoidové funkce je totiº σ′(y) = σ(y)(1−σ(y)). N¥kdy se pouºívá i varianta
sigmoidové funkce s e−k·y nebo funkce tanh.

Takovéto jednotky m·ºeme tedy zasadit do sít¥ ve tvaru acyklického grafu. Trénování vah ale pak bude sloºit¥j²í,
pouºívá se na to algoritmus backpropagation.

Algoritmus backpropagation

Máme-li pevn¥ dánu mnoºinu jednotek a jejich spojení, která má libovolný po£et vstup· a výstup·, m·ºeme natrénovat
váhy kaºdého vstupu pomocí algoritmu backpropagation. Pouºíváme p°itom stejných my²lenek jako u gradient descent,
kdyº se snaºíme minimalizovat chybovou funkci:

E(~w) = 1
2

∑
d∈D

∑
k∈Out(tkd − okd)2 � jde o stejnou funkci jako p°edtím, jen upravenou pro mnoºinu výstup· Out.

Stejn¥ jako p°edtím prohlédáváme prostor hypotéz de�novaný v²emi moºnými vektory vah a máme garantovanou
konvergenci k lokálnímu minimu chybové funkce. Algoritmus vypadá (ve stochastické aproximaci) následovn¥ (xji je
vstup z i-té jednotky do j-té a wji odpovídající váha):

1. Inicializuje v²echny váhy malými náhodnými £ísly

2. Dokud není spln¥na n¥jaká podmínka konvergence, opakuje (pro jednotlivé trénovací p°íklady 〈~x,~t〉, m·ºe je
procházet i víckrát):

(a) Propaguje vstup dop°edu sítí � vloºí ~x na vstup a spo£ítá výstup ou z kaºdé jednotky u v síti
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(b) Propaguje chyby a úpravy vektor· vah zpátky:

i. Pro kaºdou výstupní jednotku k spo£te chybu δk = ok(1− ok)(tk − ok)

ii. Pro kaºdou vnit°ní (skrytou) jednotku h spo£te chybu δh = oh(1− oh)
∑

j∈Downstream(h) wjhδj

iii. Upraví v²echny váhy v síti wji = wji + ∆wji, kde ∆wji = ηδjxji

Downstream(h) zna£í v²echny jednotky, jejichº vstupy jsou p°ímo napojené na výstup jednotky u. Pokud jednotky
nejsou spojené cyklicky, lze najít takové po°adí jednotek, ve kterém lze spo£ítat hodnotu δh pro v²echny.

Pro upravovací pravidla vycházíme z gradientové metody, která by pro sloºit¥j²í sí´ m¥la ve stochastické variant¥
být ∆wji = −η ∂Ed

∂wji
pro na²i chybovou funkci de�novanou výstupem pro instanci d.

• Protoºe wji ovliv¬uje zbytek sít¥ jen prost°ednictvím uzlu j, m·ºeme pouºít °etízkové pravidlo a ∂Ed

∂wji
=

∂Ed

∂In(j)
∂In(j)
∂wji

= ∂Ed

∂In(j)xji, kde In(j) =
∑

i∈Upstream(j) wjixji a Upstream(j) jsou v²echny jednotky, jejichº výstupy

jsou napojené na vstup j-té jednotky. De�nujeme δj = − ∂Ed

∂In(j) .

• Pro výstupní jednotky z podobné úvahy vyplyne, ºe ∂Ed

∂In(j) = ∂Ed

∂oj

∂oj
∂In(j) a z toho � z de�nice chybové funkce

(v²echny £ásti její sumy krom j-tého výstupu budou mít nulové derivace) a z de�nice sigmoidové funkce (oj =
σ(In(j))) � spo£teme δj = (tj − oj)oj(1− oj).

• Podobn¥ i pro skryté jednotky ∂Ed

∂In(j) =
∑

k∈Downstream(j)
∂Ed

∂In(k)
∂In(k)
∂oj

∂oj
∂In(j) , protoºe skrytá jednotka ovliv¬uje

chybu jen p°es své p°ímé výstupy; dostáváme rekurentní vzorec. Protoºe jediný vstup do k, který se m¥ní v
závislosti na j, je wkjxkj , ale vlastn¥ xkj = oj , je

∂In(k)
∂oj

= wkj . Poslední £len °etízku spo£teme stejn¥ jako pro
výstupní jednotky a z toho δj = oj(1− oj)

∑
k∈Downstream(j) δkwkj .

Vlastnosti neuronových sítí

Induktivní p°edpoklad algoritmu backpropagation se dá stanovit p°esn¥ jen t¥ºko, intuitivn¥ jde ale o cca lineární
interpolaci mezi trénovacími p°íklady jako body n-rozm¥rného prostoru.

Garance pouze lokálního minima v praxi aº tolik nevadí � díky tomu, ºe máme víc vah, je také mén¥ pravd¥podobné,
ºe bude lokální minimum ve v²ech rozm¥rech vektoru. Inicializujeme-li malými hodnotami vah, bude výstup díky
vlastnostem sigmoidové funkce p°ibliºn¥ lineární kombinace, aº se zvý²ením vah dostaneme výraznou nelinearitu.

Varianta algoritmu je²t¥ p°idává moment (α) a úprava vah £áste£n¥ závisí na p°edchozí iteraci, £ímº se snaºí
p°edejít zamrznutí v lokálním minimu (má pak ur£itou �setrva£nost�):

∆wji(n) = ηδjxji + α∆wji(n− 1)

M·ºeme zkusit také natrénovat více sítí s lehce odli²nými po£áte£ními vahami a vybrat si tu nejlep²í.
Neuronová sí´ rozd¥lená do vrstev, v rámci nichº nejsou spoje, je schopná:

• S dv¥ma vrstvami p°esn¥ simulovat libovolnou boolovskou funkci (aº na to, ºe po£et pot°ebných jednotek m·ºe
být aº exponenciální v po£tu vstup·)

• Spojité funkce lze aproximovat dv¥ma vrstvami do libovolné p°esnosti, kdyº první vrstva jsou sigmoidy a druhá
lineární perceptrony.

• Libovolná funkce je aproximovatelná t°ema vrstvami � dv¥ma sigmoidovými a jednou lineární.

Konvergence a over�tting

Neuronová sí´ má velkou volnost v nastavování vah, proto m·ºe aº p°íli² p°esn¥ aproximovat trénovací data, £ímº se
ztrácí pouºitelnost na data nová. Podmínku konvergence je t°eba volit �rozumn¥�:

• Samotné £ekání, aº zm¥ny vah budou dostate£n¥ malé, v¥t²inou nesta£í.

• Je vhodné nap°. penalizovat p°íli² velké váhy (po kaºdé iteraci je tro²ku sniºovat), £ímº podporujeme �lineárn¥j²í�
rozhodovací funkce.

• Velmi úsp¥²né je krom¥ trénování zárove¬ testovat sí´ na dal²í datové mnoºin¥ a pamatovat si váhy, které na ní
m¥ly nejmen²í chybu. Pokud se chyba na této mnoºin¥ výrazn¥ zvý²í oproti nejlep²í hodnot¥, trénování skon£í a
vezmeme váhy s nejmen²í chybou na ladící mnoºin¥.

• P°edchozí metodu lze provád¥t i k°íºovou validací (rozd¥lím trénovací data na k mnoºin a pouºiji v kaºdém
kroku k − 1 z nich na trénování a zbylou na testování)
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21.5 U£ení zaloºené na p°íkladech

Hlavní my²lenka u£ení zaloºeného na p°íkladech (instance-based learning) zní: který trénovací p°íklad je nejbliº²í
aktuální testovací instanci? V pam¥ti vºdy uchováváme v²echny trénovací p°íklady, kdykoliv lze p°idat dal²í a pro
kaºdý testovací p°íklad v nich hledám ty nejpodobn¥j²í. Proto je nutné zavést míru závislosti p°íklad·. Lze nap°.
pouºít euklidovskou míru d(x, y) =

√∑n
i=1(ai(x)− ai(y))2, ale není to nutné. Cílová funkce m·ºe být diskrétní (s def.

oborem V = {v1, . . . , vn}) nebo spojitá.

K-nearest neighbor

K-nearest neighbor nebo k-nn je algoritmus typu instance-based learning. Po£ítám s uloºenými trénovacími daty E v
pam¥ti. Postup pro n¥jakou testovací instanci xq:

• Je-li xq ∈ E, potom mám p°ímo hodnocení.

• Jinak najdu k nejbliº²ích x1, . . . , xk ∈ E a:

� Pro diskrétní cílovou funkci f̂(xq) = argmaxv∈V
∑k

i=1 δ(v, f(xi)), kde δ = 1 pro stejné hodnoty argument·,
a 0 pro r·zné (tj. p°i°adím xq takovou hodnotu, kterou má nejvíce z on¥ch k soused·).

� Pro spojitou cílovou funkci f̂(xq) =
∑k

i=1 f(xi)

k , tj. ud¥lám pr·m¥r hodnocení.

K-nn nikdy nepo£ítá explicitní obecnou hypotézu, pracuje jen v kontextu. Pro k = 1 de facto odpovídá Voronoi
diagramu. Vylep²ením m·ºe být váºení podle vzdáleností (distance-weighted k-nn), kde:

• V diskrétním p°ípad¥ f̂(xq) = argmaxv∈V
∑k

i=1 wi · δ(v, f(xi)), kde navíc wi = 1
d(xq,xi)2

.

• Ve spojitém p°ípad¥ f̂(xq) =
∑k

i=1 wif(xi)∑k
i=1 wi

.

Díky váºení m·ºeme takhle jít dokonce p°es celá trénovací data (globální (Shepardova) metoda).
Algoritmus je robustní vzhledem k ²umu v trénovacích datech. Problémem je pomalý výpo£et vzdáleností ke v²em

trénovacím dat·m, pro zrychlení se vytvá°í indexy, pomocí k-d strom·. Problém je taky, kdyº mám hodn¥ atribut· a
relevantních jen pár. Pak je metrika vzdáleností zavád¥jící � i kdyº se shodují d·leºité atributy, mohou být od sebe
instance v ostatních atributech �daleko�. �e²ením je váha atribut·.

Lokáln¥ váºená lineární regrese

Lokáln¥ váºená lineární regrese (locally weighted linear regression) je konstrukce lokální aproximace cílové funkce na
okolí kolem testovacího p°íkladu. Pouºívá se £asto ve statistice. Pouºívají se ale i jiné neº lineární funkce. De�nujeme:

• Regrese je aproximace reálné funkce.

• Reziduum je odchylka aproximace od reálné funkce, tj. f̂(x)− f(x).

• Jádro (kernel function) je funkce K vzdálenosti d za ú£elem získání váhy trénovacích p°íklad· wi = K(d(xi, xq)).
�asto je to gaussovská funkce se st°ední hodnotou µ a rozptylem σ2.

Aproximace hodnotící funkce se provádí ve tvaru: f̂(x) = w0 + w1a1(x) + · · · + wnan(x) (kde ai(x) je hodnota
i-tého atributu p°íkladu). Úkolem je pak najít taková wi, která minimalizují chybovou funkci. K tomu slouºí metoda
gradient descent. Chybová funkce se volí tak, aby byla jen lokální, máme tu t°i moºnosti (z nichº ta poslední je
nejvýhodn¥j²í). Nech´ NNk(xq) je mnoºina k nejbliº²ích soused· xq:

1. E1(xq) = 1
2

∑
x∈NNk(xq)(f̂(x)− f(x))2

2. E2(xq) = 1
2

∑
x∈D(f̂(x)−f(x))2 ·K(d(xq, x)) � nejp°esn¥j²í, ale výpo£etní sloºitost závisí na velikosti trénovacích

dat |D|.

3. E3(xq) = 1
2

∑
x∈NNk(xq)(f̂(x) − f(x))2 ·K(d(xq, x)) � toto je vhodná aproximace druhého p°ístupu, výpo£etní

sloºitost závisí jen na k.

21.6 Vyhodnocování hypotéz

Hypotéza, kterou nám vydá algoritmus u£ení, nemusí být vhodná. Je proto pot°eba um¥t hypotézy ov¥°ovat a p°ípadn¥
porovnávat � ostatn¥ i n¥které algoritmy u£ení (jako rule-post-pruning u rozhodovacích strom·) v sob¥ porovnávání
hypotéz p°ímo obsahují.

http://wiki.matfyz.cz.org/wiki/#Gradient_Descent_(Delta_Rule)
http://wiki.matfyz.cz.org/wiki/#Vylep�en�_ID3_(zhruba_odpov�d�_algoritmu_C4.5)
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Statistická formalizace pro diskrétní hypotézy

M¥jme mnoºinu v²ech moºných datových instancí X, kterou budeme povaºovat za náhodnou veli£inu s rozd¥lením D.
Nad instancemi X je de�novaná cílová funkce f , kterou aproximujeme hypotézami.

Pro hypotézu h de�nujme:

• Chybu na datech (sample error) errorS(h) jako £ást vzorku dat S, které h ohodnotí ²patn¥, tj. errorS(h) = r/n
pro r ²patn¥ ohodnocených instací z n celkem.

• Skute£nou chybu (true error) errorD(h) jako pravd¥podobnost p, ºe h ohodnotí ²patn¥ náhodn¥ vybranou instanci
z D.

Chceme znát skute£nou chybu, ale m·ºeme ji jen odhadnout za pomoci chyby na datech. Skute£ná chyba je
vlastn¥ náhodná veli£ina z alternativního rozd¥lení s parameterem p. Na základ¥ náhodného výb¥ru (nezávislých stejn¥
rozd¥lených náhodných veli£in) o velikosti n pak tento parametr odhadujeme. Ná² odhad, funkce náhodného výb¥ru,
je dal²í náhodná veli£ina. U takového odhadu je t°eba dbát na:

• Vychýlení (bias) � je t°eba, aby st°ední hodnota na²eho odhadu se rovnala st°ední hodnot¥ p·vodní náhodné
veli£iny (tj. abychom m¥li nulový bias).

• Rozptyl � £ím men²í rozptyl, tím lep²í odhad, protoºe tak dostáváme men²í o£ekávanou odchylku od skute£né
hodnoty parametru.

Podmínka nezávislosti je d·leºitá, jinak nelze provést nevychýlený odhad (tj. netestovat na trénovacích datech,
protoºe nejsou nezávislá!).

Vezmeme-li n nezávislých pokus·, které s pravd¥podobností p dopadnou ²patn¥, potom po£et r pokus·, které
selhaly, je binomicky rozd¥lená náhodná veli£ina. Odhad p jako r/n je nevychýlený, protoºe st°ední hodnota binomicky
rozd¥lené veli£iny je E(r) = np, tj. E(r/n) = p. Víme, ºe Var(r) = np(1− p). Rozptyl odhadu errorS(h) = r/n potom
je:

Var(errors(h)) =
Var(r)

n2
=
p(1− p)

n
≈ errorS(h)(1− errorS(h))

n
(Oboustranný) interval spolehlivosti (pro danou pravd¥podobnost) ur£uje interval, ve kterém se podle na²eho

odhadu bude s danou pravd¥podobností N nacházet skute£ná hodnota neznámého parametru � je to interval, ve
kterém se na ob¥ strany od na²eho odhadu nachází dané procento pravd¥podobnostní masy z rozd¥lení, které má
ná² odhad. Protoºe to je pro binomické rozd¥lení p°íli² namáhavé ur£it, pom·ºeme si za p°epokladu, ºe ná² vzorek je
dostate£n¥ velký (n > 30), podle Centrální limitní v¥ty aproximací normálním rozd¥lením a platí:

P (errorD(h) ∈
(

errorS(h)± zN
√

errorS(h)(1−errorS(h))
n

)
) = N , kde zN jsou kvantily normálního rozd¥lení.

Typicky se pouºívá N = 0.95. Je moºné pouºívat i jednostranné intervaly spolehlivosti, nap°. pro ov¥°ení, jaká je
pravd¥podobnost, ºe chyba bude v¥t²í neº ur£itá konstanta.

Rozdíl chyby dvou hypotéz

Pro porovnání dvou r·zných hypotéz (nap°. p°i pro°ezávání rozhodovacích strom·) se vlastn¥ odhaduje rozdíl jejich
chyb d ≡ errorD(h1) = errorD(h2). To m·ºeme provést pomocí dvou nezávislých náhodných výb¥r· S1, S2 a d̂ ≡
errorS1

(h1) = errorS2
(h2). d̂ je nevychýlený odhad d.

Pokud uvaºujeme dost velké náhodné výb¥ry S1, S2, m·ºeme povaºovat odhady errorS1
(h1) a errorS2

(h2) za p°i-
bliºn¥ normáln¥ rozd¥lené náhodné veli£iny. Jejich rozdíl pak bude taky normáln¥ rozd¥lený a roztpyl bude odpovídat
sou£tu rozptyl·, coº nám dává i intervaly spolehlivosti. V typickém p°ípad¥ S1 = S2 a pak rozptyl typicky bude men²í
neº tento odhad, ale po°ád je moºné s ním takto po£ítat.

M·ºeme takto i spo£ítat, jaká je pravd¥podobnost, ºe jedna z hypotéz dává v¥t²í chybu � je to P (d > 0) = P (d̂ <

E(d̂) + d̂), coº nám dává jednostranný interval a sta£í ur£it jeho masu pravd¥podobnosti.

Porovnávání algoritm·

Chceme-li porovnat nejen hypotézy, ale který ze dvou algoritm· u£ení LA, LB dosáhne v pr·m¥ru lep²í aproximace
n¥jaké cílové funkce f , musíme odhadnout pr·m¥rný rozdíl výkonu d p°es v²echny n-prvkové trénovací mnoºiny z
distribuce D. V praxi ale máme jen trénovací data S a testovací data T , takºe ná² odhad bude:

d̂ = errorT (LA(S))− errorT (LB(S))

Pro zlep²ení tohoto odhadu se £asto pouºívá k°íºová validace � rozd¥lení dat D do k disjunktivních mnoºin a
provedení k test·, kdy se pokaºdé pouºije jiná z mnoºin jako testovací data v²echny zbylé jako trénovací data. Odhad
chyby d̄ je pr·m¥r chyb d̂i p°es v²ech k mnoºin. Rozptyl tohoto odhadu se stanoví jako výb¥rový rozptyl:

s2
d̄ =

1

k(k − 1)

k∑
i=1

(d̂i − d̄)2

http://wiki.matfyz.cz.org/wiki/wen:Bernoulli_distribution
http://wiki.matfyz.cz.org/wiki/wen:Binomial_distribution
http://wiki.matfyz.cz.org/wiki/wen:Central_limit_theorem
http://wiki.matfyz.cz.org/wiki/wen:Gaussian_distribution
http://wiki.matfyz.cz.org/wiki/wen:Sample_variance
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Interval spolehlivosti tohoto odhadu se pak stanoví jako P (d ∈
(
d̄± tN,k−1sd̄

)
) = N , kde tN,k−1 jsou kvantily t-

rozd¥lení o k − 1 stupních volnosti.
Krom¥ k°íºové validace je také moºné vybírat testovací podmnoºinu z dat, která máme k dispozici, úpln¥ náhodn¥

a opakovat testy libovoln¥krát, ale testovací mnoºiny uº nebudou nezávislé, protoºe se d°ív nebo pozd¥ji stane, ºe
n¥které prvky vyberu víckrát.
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