
Kapitola 22

Státnice I3: Stochastické metody a jejich

aplikace v po£íta£ové lingvistice

22.1 Teorie informace

Pravd¥podobnost

Jev, pravd¥podobnost

Jev A je podmnoºina libovolných výstup· (nap°. n¥jakého experimentu) � sample space Ω. Prostor jev· 2Ω je mnoºina
v²ech moºných jev·.

Pravd¥podobnost je zobrazení p : 2Ω → [0, 1], pro kterou platí:

• p(Ω) = 1,

• pro Ai, i ∈ I takové, ºe Aij ∩Aik = ∅ platí p(∪Ai) =
∑
i p(Ai)

D·sledky � p(∅) = 0, p(Ā) = 1− p(A), A ⊆ B ⇒ p(A) ≤ p(B),
∑
a∈Ω p(a) = 1.

Spojená a podmín¥ná pravd¥podobnost

Spojená (joint) pravd¥podobnost dvou jev· A,B je p(A,B) = p(A ∩ B) . Podmín¥ná pravd¥podobnost (pravd¥po-
dobnost A, jestliºe B uº nastalo) je:

p(A|B) =
p(A,B)

p(B)

P°ímým d·sledkem je °et¥zové pravdilo: p(A1, A2, . . . , An) = p(A1|A2, . . . , An) · p(A2|A3, . . . , An) · · · · · p(An)

Bayesova v¥ta

Bayesova v¥ta vychází z toho, ºe p(A|B) · p(B) = p(B|A) · p(A) coº plyne z p(A,B) = p(B,A). Proto platí:

p(A|B) = p(B|A) · p(A)

p(B)

Pokud p(A|B) = p(B) jsou A a B nezávislé jevy.
Zlaté pravidlo statistického zpracování jazyka se hodí pro zji²t¥ní, který jev A je nejpravd¥podobn¥j²í za p°edpo-

kladu, ºe nastalo B a nelze dob°e odhadnout p(A|B). P°es v²echny jevy A:

arg max
A

p(A|B) = arg max
A

p(B|A) · p(A)

p(B)
= arg max

A
p(B|A)p(A)

Náhodné veli£iny, rozd¥lení

Náhodná veli£ina je funkce X : Ω→ Q (£asto Q ≡ R, nebo jde o spo£etnou mnoºinu pro diskrétní náhodné veli£iny).
St°ední (o£ekáváná) hodnota je pr·m¥r náhodné veli£iny � v diskrétním p°ípad¥ vychází E(X) =

∑
x∈X(Ω) x · pX(x).

Rozd¥lení (distribuce) pravd¥podobnosti potom je funkce pX(x) = p(X = x) def= p(AX), kde AX = {a ∈ Ω|X(a) =
x}.

Spojené rozd¥lení je pX,Y (x, y) a podmín¥né rozd¥lení je pX|Y (x|y). Bayesova v¥ta a °et¥zové pravidlo platí i pro
rozd¥lení.

�astá rozd¥lení pravd¥podobnosti:

• u diskrétních náhodných veli£in je nej£ast¥j²í binomické � p(r|n) =
(
n
r

)
/2n

• u spojitých veli£in normální (Gaussovo) � p(x|µ, σ) = (σ
√

2π)−1 · exp(− (x−µ)2

2σ2 ).
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Entropie

Entropie je míra nejistoty. Ozna£uje nejmen²í pr·m¥rný po£et bit· pot°ebný k zakódování �zprávy� � výstupu n¥jaké
náhodné veli£iny. M¥jme pX(x) distribuci náhodné veli£iny X, jejíº hodnoty jsou v mnoºin¥ Ω. Potom se entropie
spo£ítá následovn¥:

H(X) = −
∑
x∈Ω

p(x) log2 p(x)

Jednotky entropie jsou bity (pouºíváme-li dvojkový logaritmus). Alternativní notace: H(X) = Hp(X) = H(p) =
HX(p) = H(pX). Platí, ºe H(p) = 0 pokud známe výsledek p°edem, tj. ∃x ∈ Ω : p(x) = 1 ∧ ∀y ∈ Ω, y 6= x : p(y) = 0.
Horní hranice hodnot není, ale |Ω| = n : H(p) ≤ log2 n.

Alternativní de�nice: protoºe E(X) =
∑
x∈Ω pX(x) · x, platí pro náhodnou veli£inu X → Ω, ºe H(pX) =

−
∑
x∈Ω pX(x) log2 pX(x) =

∑
x∈Ω pX(x) log2( 1

pX(x) ) = E(log2( 1
pX(x) )).

Perplexity je jiné vyjád°ení míry nejistoty � G(p) = 2H(p).

Spojená a podmín¥ná entropie

Spojená entropie dvou náhodných veli£in X → Ω, Y → Ψ se po£ítá tak, ºe povaºujeme (X,Y ) za jeden jev. Potom
H(X,Y ) = −

∑
x∈Ω

∑
y∈Ψ p(x, y) log2 p(x, y).

Podmín¥ná entropie se de�nuje jako H(Y |X) def=
∑
x∈Ω p(x) ·H(Y |X = x). Protoºe p(x) · p(y|x) = p(x, y), dá se to

ekvivalentn¥ zapsat následujícím zp·sobem:

−
∑
x∈Ω

p(x)
∑
y∈Ψ

p(y|x) log2 p(y|x) = −
∑

x∈Ω,y∈Ψ

p(x, y) log2 p(y|x)

Vlastnosti entropie

• Je nezáporná (p(x) ≥ 0, log2 p(x) ≤ 0).

• �et¥zové pravidlo: H(X,Y ) = H(Y |X) +H(X) (z de�nice a vlastností logaritmu)

• Podmín¥ná entropie je men²í nebo rovna neº nepodmín¥ná. Z toho H(X,Y ) ≤ H(X) + H(Y ), rovnost pro
nezávislé jevy.

• H(p) je konkávní funkce (∀x, y ∈ (a, b),∀λ ∈ [0, 1] : f(λx+ (1− λ)y) ≥ λf(x) + (1− λ)f(y)).

Relativní entropie

Kullback-Leibler divergence (distance)/relativní entropie pro odhad pravd¥podobnostního rozd¥lení q a skute£né roz-
d¥lení p nad stejným sample space Ω je:

D(p||q) =
∑
x∈Ω

p(x) log2

(
p(x)

q(x)

)
= Ep log2

(
p(x)

q(x)

)

Tato funkce není symetrická a nespl¬uje trojúhelníkovou nerovnost, ale je dobré jí uvaºovat jako vzdálenost. Po£et
bit· pro zakódování dat z p, pouºíváme-li q, lze vyjád°it jako H(p) +D(p||q).

Vlastnosti relativní entropie

Informa£ní nerovnost:
D(p||q) ≥ 0

D·kaz plyne z Jensenovy nerovnosti � pro p(x), náhodnou veli£inuX on Ω a konvexní funkci f platí, ºe f
(∑

x∈Ω p(x) · x
)
≤∑

x∈Ω p(x)f(x). Jensenovu nerovnost lze ov¥°it indukcí nad |Ω| za pouºití de�nice konvexity funkce. Pak sta£í vzít
0 = − log 1 = − log

∑
x∈Ω q(x) = − log

∑
x∈Ω p(x) q(x)

p(x) a pouºít Jensenovu nerovnost.
Dále platí:

• Platí nerovnost sumy logaritm· pro ri, si ≥ 0:
∑n
i=1(ri log

(
ri
si

)
) ≤ (

∑n
i=1 ri) · log

(∑n
i=1 ri∑n
i=1 si

)
. Z toho D(p||q) je

konvexní v p, q.

• Pro rozd¥lení p a rovnom¥rné rozd¥lení u nad Ω platí: H(p) ≤ log2 |Ω|, H(X) = log2 |Ω| − D(p||u), H(p) je
konkávní.
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Vzájmená informace

Vzájemná informace dvou náhodných veli£in X,Y je:

I(X,Y ) = D(p(x, y)||p(x)p(y))

M¥°í, kolik v pr·m¥ru Y p°ispívá k zjednodu²ení predikce X (o kolik bit· se sníºí entropie), nebo o kolik se p(x, y)
odchyluje od p(x) · p(y). Alternativní zápis je:

I(X,Y ) =
∑
x∈Ω

∑
y∈Ψ

p(x, y) log2

(
p(x, y)

p(x) · p(y)

)

Platí:
I(X,Y ) = H(X)−H(X|Y ) = H(Y )−H(Y |X)

Protoºe p(x, y)/p(x) v p°edchozím vzorci se dá díky de�nici podmín¥né pravd¥podobnosti vy£lenit jako −H(Y |X),
zbývající 1/p(x) se dá p°epsat na rozdíl dvou logartim· a

∑
y∈Ψ p(x, y) = p(x) z n¥j dá H(X).

Dal²í vlastnosti:

• I(X,Y ) = H(X) +H(Y )−H(X,Y )

• I(X,X) = H(X) (protoºe H(X|X) = 0)

• I(X,Y ) = I(Y,X)

• I(X,Y ) ≥ 0 (z Informa£ní nerovnosti)

K°íºová entropie

Odhadujeme skute£né rozd¥lení pravd¥podobnosti r rozd¥lením p (na základ¥ vzorku pozorování T ) a pot°ebujeme
znát p°esnost aproximace. Nemáme skute£né p, takºe ho simulujeme dal²í mnoºinou vzork· T ′ (s rozd¥lením p′).
K°íºová entropie se pak vypo£ítá jako:

Hp′(p) = −
∑
x∈Ω

p′(x) log2 p(x)

V praxi se více pouºívá podmín¥ná k°íºová entropie. Testujeme rozd¥lení p(y|x) proti p′(x, y) (z nezávislých dat
T ′):

Hp′(p) = −
∑
y∈Ψ

x∈Ω

p′(x, y) log2 p(y|x) = − 1

|T ′|

|T ′|∑
i=1

log2 p(yi|xi)

K°íºová entropie Hp′(p) m·ºe být niº²í, vy²²í neº i rovna entropii odhadu rozd¥lení H(p). Pouºívá se k porovnávání
odhad· � lep²í odhad má niº²í k°íºovou entropii na testovacích datech.

22.2 Bayesovské u£ení

Bayesovské u£ení je jiný p°ístup k odhadování pravd¥podobnosti jev· neº na základ¥ frekvence výskytu: pouºíváme
navíc apriorní p°edpoklad (nap°. p°edpoklad známého rozd¥lení náhodné veli£iny apod.), který na základ¥ pozorova-
ných dat upravujeme. Hledaný jev (hypotéza) p°itom m·ºe být nap°. klasi�ka£ní funkce strojového u£ení nebo n¥jaký
neznámý parametr pravd¥podobnostního modelu. Úpln¥ p°esn¥ odpovídá Zlatému pravidlu NLP.

De�nujeme:

• p(h) � apriorní pravd¥podobnost jevu h. Toto je ná² apriorní p°edpoklad, nezávisí na datech.

• p(D) � pravd¥podobnost výskytu pozorovaných dat D bez znalosti pravd¥podobnosti jev· (na²testí díky Zla-
tému pravidlu není moc pot°eba ji znát).

• p(D|h) � podmín¥ná pravd¥podobnost výskytu dat D, nastal-li jev h.

• p(h|D) � aposteriorní pravd¥podobnost, pravd¥podobnost jevu h za p°edpokladu, ºe máme pozorovaná data D.

Zajímá nás práv¥ p(h|D) . Z Bayesovy v¥ty plyne, ºe p(h|D) = p(D|h)p(h)
p(D) .
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Hledáme-li jev s maximální aposteriorní pravd¥podobností (maximální aposteriorní hypotézu), pak m·ºeme podle
Zlatého pravidla pouºít vzorec:

hMAP = arg max
h∈H

p(D|h)p(h)

Pokud jsou apriorní pravd¥podobnosti v²ech jev· stejné (tj. apriorní p°edpoklad je rovnom¥rné rozd¥lení), pak
maximáln¥ vhodná hypotéza (maximum likelihood hypothesis) je:

hML = arg max
h∈H

p(D|h)

Bayesovské rozhodovací pravidlo (nebo optimální bayesovské rozhodnutí) velí vybrat práv¥ hMAP ze v²ech moº-
ných hypotéz.

P°íklad

M¥jme medicínský diagnostický test, který pro ur£ité onemocn¥ní vyjde pozitivn¥ (•) nebo negativn¥ (◦), a dva jevy
(hypotézy) � pacient bu¤ má (h+ ) nebo nemá (h− ) danou nemoc. Apriorní p°edpoklad je, ºe 0.8% populace má
tuto nemoc.

Testy mají omezenou spolehlivost:

platí h+ platí h−
pozitivní test (◦) 98% 3%
negativní test (•) 2% 97%

Potom u pacienta s pozitivním výsledkem testu (tj. pozorovaných dat D ) najdeme hMAP :

1. pravd¥podobnost, ºe tento pacient má danou nemoc je p(•|h+)p(h+) = 0.98 · 0.008 = 0.0078

2. pravd¥podobnost, ºe tento pacient nemá tuto nemoc je p(•|h−)p(h−) = 0.03 · 0.992 = 0.0298

A tedy hMAP = h− . I kdyº takto p°esný test vyjde pozitivní, je u málo £astého onemocn¥ní velká ²ance, ºe jde o
planý poplach. V praxi se proto testy opakují.

Vztah k u£ení zaloºenému na konceptech

M¥jme problém strojového u£ení, kdy hledané hypotézy h ∈ H p°edstavují funkce klasi�kující data D a my chceme
z nich vybrat tu nejlep²í. Pouºijme bayesovské u£ení tímto brutáln¥ neefektivním zp·sobem:

1. Spo£teme p(h|D) = p(D|h)p(h)
p(D) pro kaºdé h ∈ H .

2. Najdeme hMAP = arg maxh∈H p(h|D) .

P°edpokládejme, ºe ºádná z hypotéz není pravd¥podobn¥j²í neº jiná (coº typicky p°edpokládat musíme). Dále
uvaºujeme, ºe p(D|h) bude 1 , pokud klasi�kace hypotézou h souhlasí s ohodnocením dat a 0 jinak.

Odhady velikostí pravd¥podobností dojdeme k tomu, ºe jakákoliv hypotéza, která je konzistentní s trénovacími
daty (tj. tato funkce by trénovací data klasi�kovala správn¥), je hMAP . Tedy mnoho algoritm· strojového u£ení,
které takové hypotézy hledají, je efektivn¥j²í variantou bayesovského u£ení.

Souvislost s minimální délkou popisu

Bayesovské u£ení spl¬uje podmínku Occamovy b°itvy, neboli minimální délky popisu (minimum descripton length),
tedy nalezení co nejkrat²ího modelu hMDL pro danou situaci. Platí totiº:

hMAP = argmaxh∈Hp(D|h)p(h) = argmaxh∈H log2 p(D|h) + log2 p(h) =

hMAP = argminh∈H − log2 p(D|h)− log2 p(h)

A to se dá interpretovat jako preference nejkrat²í hypotézy s ohledem na speci�cký systém reprezentace hypotéz a dat.
Pokud ozna£íme LC(i) po£et bit· pot°ebných k zakódování zprávy i v kódování C , pak se dá vzorec p°epsat jako:

hMAP = argminhLCh
(h) + LCD|h(D|h)

Pouºijeme-li optimální kódování prostoru hypotéz i dat s ohledem na hypotézu h, pak hMAP = hMDL .

http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�#�vod_---_u�en�_zalo�en�_na_konceptu
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Optimální bayesovská klasi�kace

Ve strojovém u£ení £asto není t°eba vybrat nejlep²í hypotézu hMAP , ale postupn¥ po jednom klasi�kovat nové p°íklady
z dat. Máme-li moºné hodnoty yj ∈ Y , pak je bayesovská pravd¥podobnost t¥cthto hodnot dána vztahem:

p(yj |D,x) =
∑
hi∈H

p(yj |hi)p(hi|D,x)

Optimální bayesovská klasi�kace (optimální bayesovské u£ení) je to yj , pro kterou je p(yj |D,x) maximální, tedy
argmax .

Tato metoda maximalizuje pravd¥podobnost, ºe nová data budou klasi�kována správn¥, jsou-li dána trénovací
data, prostor hypotéz a apriorních pravd¥podobnosti.

Bayes·v optimální klasi�kátor poskytuje sice nejlep²í moºné výsledky z trénovacích dat, ale je výpo£etn¥ náro£ný.
To motivuje pouºití Gibbsova algoritmu:

1. Vybere se náhodn¥ h ∈ H, ale vzhledem k distribuci aposteriorních pravd¥podobností nad H.

2. h se pouºije k predikci klasi�kace nové instance.

Dá se dokázat, ºe klasi�ka£ní chyba Gibbsova algoritmu je men²í neº dvojnásobek chyby optimálního bayesovského
u£ení.

Naive Bayes Classi�er

Naivní bayesovský klasi�kátor je rychlá a relativn¥ úsp¥²ná metoda strojového u£ení. M¥jme data, jejichº instance lze
popsat n -ticí hodnot atribut· ai, . . . an a jejich klasi�kaci, jeº nabývá hodnot yi ∈ Y .

Naivní bayesovský klasi�kátor p°edpokládá nezávislost hodnot jednotlivých atribut·, tedy:

p(a1, . . . , an|y) =

n∏
i=1

p(ai|y)

Ve výsledku z b¥ºného bayesovského p°ístupu dostaneme:

yNBC = argmaxy∈Y p(y)
∏n
i=1 p(ai|y) (a p(y) odhadneme jako relativní frekvence na trénovacích datech)

Je-li spln¥n p°edpoklad o podmín¥né nezávislosti hodnot atribut·, je yNBC = yMAP . To sice v praxi spln¥no
nebývá, ale p°esto lze dosáhnout dobrých výsledk·.

22.3 Hidden Markov Models

Skrytý Markov·v model je uºite£ný prost°edek k predikci dat na základ¥ omezené historie p°edchozích výstup·. Dá
se aplikovat nap°. na jazykové modelování p°i statistickém p°ekladu nebo na morfologické zna£kování.

Markov·v proces

M¥jme posloupnost náhodných veli£in {Xi}Ti=0 (obecn¥ aº do ∞ ) a stavový prostor S = {s0, . . . , sN} . Potom
posloupnost {Xi} nazveme Markov·v °et¥zec (proces), pokud spl¬uje Markovovu vlastnost:

P (Xi+1 = sj |Xi = si, Xi−1 = si−1, . . . X0 = s0) = P (Xi+1 = sj |Xi = si) ∀i ∈ {0, . . . T}

P°itom musí pro kaºdé i ∈ {0, . . . T} platit P (Xi = si, Xi−1 = si−1, . . . , X0 = i0) > 0 . Mám tu tedy omezenou historii
a rozd¥lení pravd¥podobnosti p°echod· z jednotlivých stav· se s £asem nem¥ní.

Formáln¥, abychom mohli mít závislost na více p°edchozích stavech, m·ºeme si nade�novat nové stavy jako uspo-
°ádané n -tice stav· p·vodních (a nastavit pravd¥podobnosti u nenavazujících na 0 ). Takovému Markovovu procesu
se °íká Markov·v proces n -tého °ádu. Máme tu vlastn¥ aproximaci °et¥zového pravidla:

P (s1, . . . , sT ) =

T∏
i=1

p(si|s1, . . . , si−1) ≈
T∏
i=1

p(si|si−n+1, . . . , si−1)

Markov·v proces lze zapsat bu¤ p°echodovou maticí, kde na pozici i, j se nachází pravd¥podobnost p°echodu ze
stavu si do sj , nebo stavovým diagramem � grafem. Odpovídá to vlastn¥ nedeterministickému kone£nému automatu.

http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Strojov�_p�eklad#Statistick�_strojov�_p�eklad_---_phrase-based
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Automatick�_anal�za_jazyka#Morphology_&_Tagging
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Obrázek 22.1: Skrytý Markov·v model � nejsloºit¥j²í varianta

Skrytý Markov·v Model

Nyní uvaºujme sloºit¥j²í p°ípad, kdy jednotlivé stavy Markovova procesu generují pozorovatelný výstup (znaky n¥jaké
kone£né abecedy), ale stavy samy a pravd¥podobnosti p°echodu nám jsou neznámé. Takové modely nazveme skryté
Markovovy modely (HMM). Uvaºuje se n¥kolik (postupn¥ £ím dál tím sloºit¥j²ích) variant:

1. Kaºdý z výstupních symbol· je generován jen v jednom stavu

2. R·zné stavy m·ºou generovat shodné symboly

3. Generování symbol· se provádí ne ve stavech, ale p°i p°echodu (tj. závisí na dvojicích stav·)

4. P°i kaºdém p°echodu mohou být s r·znou pravd¥podobností vygenerovány r·zné symboly (tj. pro kaºdou dvojici
stav· mám rozd¥lení pravd¥podobnosti výstupních symbol·)

Formáln¥ se HMM de�nují jako p¥tice 〈S, s0, Y, PS , PY 〉 , kde:

• S = {s0, . . . , sN} je mnoºina stav·, s0 je po£áte£ní stav

• Y = {y0, . . . , yV } je abeceda výstupních symbol·

• PS(sj |si) je mnoºina pravd¥podobnostních rozd¥lení p°echod· mezi stavy

• PY (yk|si, sj) je mnoºina rozd¥lení pravd¥podobností výstupu jednotlivých symbol· abecedy pro kaºdý p°echod

HMM m·ºeme reprezentovat maticí p°echodu a mnoºinou |Y | matic, které pro kaºdý symbol udávají pravd¥po-
dobnost jeho vygenerování p°i v²ech stavových p°echodech.

Hlavní pouºití HMM je:

• Spo£tení pravd¥podobnosti dané posloupnosti vygenerovaných symbol·

• Spo£tení nejpravd¥podobn¥j²í sekvence stav·, která vygenerovala danou posloupnost symbol·

Trellis a forward/backward algoritmus

Uvaºujme nyní HMM, kde se výstupní symboly generují ve stavech a kaºdý stav generuje jeden symbol (ale více
stav· m·ºe generovat shodné symboly) . Pro spo£tení pravd¥podobnosti posloupnosti výstupních znak· Y, |Y | = k
vytvo°íme speciální graf � trellis, který modeluje chování p·vodního HMM.

Stavy trellisu odpovídají stav·m HMM v kaºdém kroku generování, tj. místo stav· s0, s1, . . . , sN máme stavy
s0,0, s1,0, . . . , sN,0, s0,1, . . . , sN,k−1. Pravd¥podobnosti p°echod· jsou vzaty z p·vodního HMM. Uvaºujeme ov²em jen
stavy, které mohly vygenerovat sekvenci Y , ostatní nejsou uºite£né.

Navíc si pro kaºdý nový stav stanovíme hodnotu α , která udává pravd¥podobnost, ºe se HMM v daný £as nacházel
v daném stavu, je-li dána posloupnost Y . Ta se spo£ítá následovn¥:

α(s•,t+1) =
∑
si⇒yi PS(s•|si)α(si,t) (pro n¥jaký stav s• ⇒ yi+1 a t ∈ {0, . . . k − 2} , symbol "⇒ "zde zna£í

"generuje")

Potom pravd¥podobnost posloupnosti Y je sou£et hodnot α ve stavech odpovídajících poslednímu kroku, které
mohly vygenerovat poslední symbol. P°i praktickém výpo£tu pravd¥podobnosti Y sta£í, abychom drºeli v pam¥ti dva
kroky výpo£tu, tj. maximáln¥ dvojnásobek stav·, neº m¥l p·vodní HMM. Máme tedy algoritmus s výpo£etní sloºitostí
|S|2|Y | a pam¥´ovou sloºitostí 2|S| , formáln¥ nazývaný forward algoritmus.
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Obrázek 22.2: HMM a jeho rozvití do trellisu. Stavy, které mohly vygenerovat výstupní sekvenci, jsou vyzna£eny
barevn¥ a opat°eny hodnotou α.

Pro variantu HMM, kde se výstupní symboly emitují p°i p°echodech, m·ºeme pracovat podobn¥, jen vzorec pro
α bude následující:

α(s•,t+1) =
∑

(si,s•)⇒yi

PS(s•|si)PY (yi|si, s•)α(si,t)

Je z°ejmé, ºe takhle lze postupovat ob¥ma sm¥ry (£ímº dostáváme backward algoritmus). P°i implementaci je t°eba
dát pozor na normalizaci, abychom nepo£ítali s p°íli² malými £ísly a nedo²lo k podte£ení. Výhodné je nap°. po£ítat
α v logaritmech.

Viterbi

Uvaºujme te¤ dal²í problém nad HMM. Pro danou posloupnost výstupních symbol· Y, |Y | = k chceme najít nej-
pravd¥podobn¥j²í sekvenci stav· Sbest , která ji vygenerovala. Platí:

Sbest = arg max
S

P (S|Y ) = arg max
S

P (S, Y )

Protoºe P (Y ) je dané a tedy �xované. Potom z Markovovy vlastnosti plyne:

Sbest = arg max
S

P (S, Y ) = arg max
S

P (s0, . . . , sk, y0, . . . , yk−1) = arg max
S

k−1∏
i=0

PS(si+1|si)PY (yi|si, si+1)

Uvaºujme op¥t trellis, kde místo hodnot α budeme po£ítat hodnoty v , udávající pravd¥podobnost nejpravd¥po-
dobn¥j²í sekvence stav·, která v zavedla HMM v daný £as do daného stavu, je-li dáno Y :

v(s•,t+1) = max
(si,s•)⇒yi

PS(s•|si)PY (yi|si, s•)v(si,t)

Viterbiho algoritmus na základ¥ této rekurentní rovnice postupn¥ po£ítá v (tedy jde o dynamické programování) a v
kaºdém stavu trellisu si pamatuje odkaz na nejpravd¥podobn¥j²ího p°edch·dce. Po projití celé posloupnosti výstupních
symbol· pak m·ºe zp¥tn¥ získat nejpravd¥podobn¥j²í posloupnost skrytých stav·. V tomto p°ípad¥ je uº nutné trellis
uchovávat v pam¥ti.

Existuje i varianta Viterbiho algoritmu, která hledá n nejpravd¥podobn¥j²ích posloupností skrytých stav·. Pro tu
je t°eba uchovávat v kaºdém stavu trellisu n nejpravd¥podobn¥j²ích p°edch·dc·. P°i pr·chodu zp¥t stále uchováváme
n nejlep²ích kandidát·.

Samoz°ejm¥ i tady je t°eba pamatovat na normalizace a je moºné pouºít pro°ezávání (s prahovou hodnotou bu¤
pro v , nebo pro pravd¥podobnost p°echodu, nebo uchovávat jen daný po£et stav·).

http://wiki.matfyz.cz.org/wiki/#Trellis_a_forward/backward_algoritmus
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Baum-Welch

Dal²ím problémem na HMM je odhadnutí neznámých pravd¥podobností PS a PY na základ¥ posloupnosti výstupních
symbol· Y , tj. spo£tení arg maxPS ,PY

P (Y |PS , PY ) . Globální maximum efektivn¥ nalézt neumíme, takºe se musíme
spokojit s lokálním.

K tomu se op¥t pouºije trellis a Baum-Welch·v algoritmus, speci�cký typ EM-algoritmu (expectation-maximization).
Ten postupuje následovn¥:

1. Inicializuje PS a PY na n¥jaké po£áte£ní hodnoty

2. Expectation (estimation) step: spo£ítá pravd¥podobnost dat na základ¥ p·vodních odhad· PS , PY

(a) Spo£ítá forward pravd¥podobnosti α (tj. aplikuje forward algoritmus, ale v pam¥ti drºí celý trellis)

(b) Spo£ítá (obdobn¥) backward pravd¥podobnosti β

3. Maximization step: spo£ítá nové odhady pravd¥podobností PS , PY :

(a) Pro v²echny dvojice stav· i generované symboly � c(s•, s◦, y) =
∑k−1
i=0,(s•,s◦)⇒y α(s•,i)PS(s◦|s•)PY (y|s•, s◦)β(s◦,i+1)

(b) Pro v²echny dvojice stav· � c(s•, s◦) =
∑
y∈Y c(s•, s◦, y)

(c) Pro v²echny stavy � c(s) =
∑
s′∈S c(s, s

′)

(d) Nové pravd¥podobnosti: P ′S(s′|s) = c(s,s′)
c(s) , P ′Y (y|s, s′) = c(s,s′,y)

c(s,s′)

4. Opakuje po£ítání odhad·, dokud neza£ne konvergovat.

I tady je t°eba normalizovat, navíc pokud máme n¥jaké aspo¬ hrubé odhady pravd¥podobností (hlavn¥ PY ),
výsledek bude mnohem lep²í.

22.4 Algoritmy u£ení a zpracování, aplikace v lingvistice

Sem z°ejm¥ pat°í n¥co z otázky o strojovém u£ení. P°idávám je²t¥ dv¥ v¥ci, které tam nejsou a v lingvistice se pouºívají.
Aplikace je moºné vid¥t t°eba v analýze jazyka.

EM-Algoritmus

EM (expectation-maximization) algoritmus je obecný postup iterativního odhadu neznámých parametr· n¥jakého
modelu, který se pouºívá nap°. v Baum-Welchov¥ algoritmu z p°edchozí sekce.

M¥jme pozorovaná dataX = {x1, . . . , xm}. Uvaºujme je²t¥ dal²í, nepozorovaná data Z = {z1, . . . , zm} nad stejnými
jevy, které popisuje X. Ta lze povaºovat za náhodnou veli£inu, potom celková data Y = X ∪ Z jsou také náhodná
veli£ina, jejíº rozd¥lení je ur£eno známými hodnotami X a rozd¥lením Z.

Cílem EM algoritmu je maximalizace pravd¥podobnosti výskytu trénovacích dat za daných parametr· E(lnP (Y |θ))
� tím nalezneme parametry, které odpovídají pozorovaným dat·m. Pouºíváme st°ední hodnotu, protoºe Y je náhodná
veli£ina. Musíme tedy spo£íst st°ední hodnotu p°es její rozd¥lení, které je ale ur£eno parametry θ, jeº neznáme. Proto
de�nujeme rekurentní funkci, která po£ítá pot°ebnou st°ední hodnotu, má-li dány n¥jaké �p°edb¥ºné� parametry θ:

Q(θ′|θ) = E(lnP (Y |θ′)|θ,X)

Celý algoritmus pak postupuje iterací následujících dvou krok·, za p°edpokladu, ºe nastavíme po£áte£ní θ0:

• Expectation/Estimation � spo£ítá se o£ekávaná hodnota Q(θn+1|θn) = E(lnP (Y |θn+1)|θn, X)

• Maximization � vybere se takové θn+1, které maximalizuje funkci Q(θn+1|θn): θn+1 = arg maxθn+1
Q(θn+1|θn)

Je-li funkce Q spojitá, je zaru£eno, ºe EM algoritmus v kaºdém kroku zvý²í její hodnotu a bude konvergovat ke
stacionárnímu bodu v¥rohodnostní funkce P (Y |θ) (tj. k lokálnímu maximu).

Maximum Entropy

Modely maximální entropie (maximum entropy, MaxEnt) jsou pro zpracování jazyka jedny z nejpouºívan¥j²ích. Jejich
základní ideou je najít podmín¥né rozd¥lení pravd¥podobnosti, které má, za daných podmínek, maximální entropii.
To odpovídá principu Occamovy b°itvy � najít co nejjednodu²²í popis na základ¥ toho, co známe. Takový popis se
co nejvíce blíºí rovnom¥rnému rozd¥lení a tedy má co nejvy²²í entropii. Základní forma takového modelu, snaºíme-li
se p°edpovídat n¥jaký jev y ∈ Y na základ¥ kontextu x ∈ X, jako nap°. morfologický tag n¥jakého slova na základ¥
vlastností okolního textu, vypadá následovn¥:

qθ(y|x) =
exp(θT f(x, y))∑

y′∈Y exp(θT f(x, y′))

http://wiki.matfyz.cz.org/wiki/#Trellis_a_forward/backward_algoritmus
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Automatick�_anal�za_jazyka
http://wiki.matfyz.cz.org/wiki/#Baum-Welch
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Funkce f p°edstavuje N -dimenzionální vektor rys· (jakýchkoli binárních klasi�kací okolního textu) a θ odpovídající
vektor vah. Jmenovatel tohoto zlomku, tj. suma p°es v²echna moºná ohodnocení, má v praxi pouze normaliza£ní funkci.

Váhy modelu se potom odhadují tak, aby splnily podmínku maximální entropie, coº je ekvivalentní minimali-
zaci relativní entropie na²eho modelu qθ vzhledem k empirickému rozd¥lení pravd¥podobnosti p pozorovanému na
trénovacích datech (o£ekávaná frekvence výskytu jednotlivých vlastností), nebo maximalizaci jeho aposteriorní prav-
d¥podobnosti (podmín¥né pravd¥podobnosti, jsou-li dána trénovací data), která se v¥t²inou popisuje pomocí logartimu
v¥rohodnostní funkce:

min
θ
D(p||qθ) = min

θ

∑
y,x

p(y, x) log
p(y|x)

qθ(y|x)
= max

θ
L(θ) = max

θ

∑
y,x

p(y, x) log qθ(y|x)

Hledání maxima logaritmické v¥rohodnostní funkce se v¥t²inou provádí gradientovou metodou.


