Kapitola 26

4

Statnice 13: Analyza a syntéza mluvené reci

26.1 Speech Recognition
e The task of transforming of acoustic signal into text.
e Based on statistical methods
e Constant increase of performance over last decade
e Parameters influencing the recognizers performance:

— size of the vocabulary
* yes/No recognition
* digit recognition — 10 words
x large vocabulary — 20,000 to 60,000 words

— fluency of speech

* isolated words recognition

* continuous speech recognition

— mnoise to signal ratio

e The following text will focus on Large-Vocabulary Continuous Speech Recognition (although the methods
are applicable universally), the methods shown are speaker independent (The system was not trained on the
person to be recognized)

Speech Recognition Architecture

e Noisy-channel paradigm

Acoustic input O = 01, 09, 03, ..., 04

— consist of individual “acoustic observations” o;

* 0; is represented as a feature vector

* usually one acoustic observation for each 10ms

e Sentence treated as a string of words W = w1, wa, ws, ..., wy,

Probability model:

POW)PW)

W= ey POVIO) = ey = po)

= arg max P(O|W)P(W)

e P(W) — the prior probability — computed by language model

P(O|W) — the observation likelihood — computed by acoustic model
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Figure 9.7 A composite word model for “six”, [s ih k s]. formed by concatenating four
phone models, each with three emitting states.

Obrazek 26.1: (Speech and Language Processing(draft) — Jurafsky, Martin)

The Hidden Markov Model Applied To Speech

Vezmeme Markoviv model, kde skryté stavy odpovidaji hlaskam (nebo jejich ¢astem) a emitované znaky odpovidaji
akustickému pozorovani podle akustického modelu. HMM pro analyzu fe¢i méa ale specidlni strukturu:

e Typical feature of ASR HMMs: left-to-right HMM structure

— HMM don’t allow transition from states to go to earlier states in the word
— states can transition to themselves or to successive states

* transitions from states to themselves are extremely important — durations of phones can vary signifi-
cantly (for example: duration of [aa] phone varies from 7 to 387 miliseconds — 1 to 40 frames)

HMM representation of phone

Figure 9.6 A standard 5-state HMM model for a phone, consisting of three emitting
states (corresponding to the transition-in. steady state, and transition-out regions of the
phone) and two non-emitting states.

Obrazek 26.2: (Speech and Language Processing(draft) — Jurafsky, Martin)

e Figure 9.6

— Phones are non-homogeneous over time

x Thus there are separate states modelling a beginning, middle, and end of each phone.

HMM representation of word

e pronounciation lexicon needed — tell us for each word what phones it consists of (sometimes multiple variants
of pronounciation)

— pronounciation lexicon of English: CMU dictionary (publicly available)

e Concatenation of HMM representations of phones

Speech recognition HMM
e Figure 9.22:
— Combination of word HMMs

— adde special state modelling silence

transition from end state to start state — sentence can be constructed out of arbitrary number of words

transitions from the start state are assigned unigram LM probabilities, higher n-grams also possible

e Figure 9.29:


http://wiki.matfyz.cz.org/wiki/#Feature_Extraction:_MFCC_Vectors
http://www.speech.cs.cmu.edu/cgi-bin/cmudict
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Lexicon
one wahn
two tuw
three  thriy
four faor
five faywv Phone HMM
six sihks

seven sehvaxn

sight eyt OO
o

oh ow

Figure 9.22  An HMM for the digit recognition task. A lexicon specifies the phone
sequence, and each phone HMM is composed of three subphones each with a Gaussian
emission likelihood model. Combining these and adding an optional silence at the end of
cach word, results in a single HMM for the whole task. Note the transition from the End
state to the Start state to allow digit sequences of arbitrary length.

Obrazek 26.3: (Speech and Language Processing(draft) — Jurafsky, Martin)

p(one | zero)

pizero | zero)
T T———

Figure 9.29 A bigram grammar network for the digit recognition task. The bigrams
give the probability of transitioning from the end of one word to the beginning of the next.

Obrazek 26.4: (Speech and Language Processing(draft) — Jurafsky, Martin)
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— start state, end state and silence states omitted here for a convinience reason

— Bigram language model used here — probabilities of transitions from the ends to the beginnings of the
words

Feature Extraction: MFCC Vectors

e MFCC — mel frequency cepstral coefficients — most common feature representation (— spectral features)

Analog-to-Digital Conversion
e sampling

— measuring of the the amplitude of the signal at a particular time
— sampling rate — number of samples per second

— maximum frequency that can be measured is half of the sampling rate
e quantization

— Represenation of real-valued numbers (amplitude measurements) as integer

* 8 bits => values from -128 to 127
% 16 bits —=> values from -32768 to 32767

Preemphasis
e boosting of amount of energy in the high frequencies

e improves phone detection accuracy — vys§i harmonické frekvence jsou pak znatelnéjsi

Windowing
e spectral features are to be extracted from a small segments of speech
— asumption that the signal is stationary on small segment
e (rougly) stationary segments of speech extracted by using a windowing technique
e windowing characterized by

— window’s width
— offset between succesiev windows

— shape of the window
e segments of speech extracted by windowing are called frames

— frame size — number of miliseconds in each frame

— frame shift — miliseconds between the left edges of successive windows

Discrete Fourier Transform (DFT)

e extracts spectral information for the windowed signal

e how much energy each frame contains at different frequency bands

Mel Filter Bank and Log
e human ears less sensitive to higher frequencies (above 1000Hz)
e human hearing is “logaritmic”

— (i.e. for human, distance between 440Hz and 880Hz equals the distance between 880Hz and 1760Hz — in
both examples, the distance is one musical octave)
e these feature of hearing are utilized in speech recognition

e DFT outputs are warped onto the mel scale mel(freq) = 11271n(1 + %%q)

— Frequency scale divided into bands (frekvenéni pasma)
* 10 bands linearly spaced below 1000Hz
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* remaining bans spread logarithmically above 1000Hz
— new mel-scaled vectors
x energy collected from each frequency band
* logarithms of energy values — the human response to signal level is logarithmic
The Cepstrum
briefly:
e inverse DFT of the MEL scaled signal

e result — (usually 12) cepstral coefficients for each frame

e motivation — these coeflicients are uncorelated, “they model the vocal tract better”

Deltas and Energy
e So far — 12 cepstral features
e 13th feature — Energy: obtained by suming squares of signal energy for all samples in the given frame
e For each feature:

— delta cepstral coefficient obtained as a derivation of feature values, computed as
_ ce(t+1)—c(t—1)
dt) = =5~

(for particular cepstral value c(t) at time t)
— double delta cepstral coefficient obtained as a derivation of delta cepstral feature values

MFCC Summary
e 39 MFCC features

12 cepstral coefficients

12 delta cepstral coefficients

12 double delta cepstral coefficients
1 energy coefficient

1 delta energy coefficient

1 double delta energy coefficient

Acoustic Likelihood Computation
e Last chapter — how to obtain feature vectors
e This chapter — how to compute likelihood of these feature vectors given an HMM state

— i.e. how to obtain the emission probabilities

B = bi(0;) = p(ot]q:)

Vector Quantization
e simple method, not used in state of the art systems
e idea: map feature vectors into a small number of classes
e codebook — list of possible classes
e prototype vector — feature vector representing the class
e codebook is created by clustering of all the feature vectors in the training set into the given number of classes
e prototype vector can be chosen as a central point of each cluster

e cach incoming feature vector is compared to all prototype vectors, the closest prototype vector is selected, and
the feature vector is replaced by the class label of the selected prototype vector.

e disadvantage of this method: loss of specific information about the given feature vector, significant impact on
performance

e advantage: emissions probabilities can be stored for each pair of HMM state and output symbol, Baum-Welch
training conceptually easier
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Gaussian Probability Density Functions

e more adequate method for modelling of emission probabilities
e used in state of the art systems

e for each HMM state, emission probability distribution over the space of possible feature vectors is expressed by
the Gausian Mixture Model (GMM) (tj. jde o sloZeni gaussovskych funkei, kazda odpovida skrytému stavu
a je charakterizovana stfedni hodnotou a rozptylem, ty se ziskivaji z korpusu):

M
1
bJ (Ot) = ijiexp[(Ot — [ljm)TZ»_l(Ot — ‘u]m)]
mz=1 27T|Ejm| Jm
tim - mean of the "m-th” Gaussian of the state j”
Yim
— covariance matrix of the m-th Gaussian of the state j

o Estimation of the GMM parameters (mean and covariance matrix) — Baum-Welch algorithm
Search and Decoding
e Bayes probability formula:
W* = argmaxwer, P(O|W)P(W)
e typically, more complex formula used:
W, = arg maxy e, P(O|W)P(W)LMSE yipN
— LMSF — language model scaling factor (kvili tomu, Ze jednotlivé framy v P(O|W) nejsou nezavislé, musime

provést vyvéazeni obou bayesovskych komponent)

— WIP word insertion penalty (vaZeni jazykového modelu mé vedlejsi efekt — snizuje penalizaci za pfilis mnoho
slov ve v&té, to je nutné kompenzovat)

— N — number of words in sentence

e decoding — Viterbi algorithm

— finds the most probably sequence of HMM states
— the output sentence can be easily constructed out of this sequence of HMM states
— beam search pruning

% at each trellis stage, compute the probability of best state/path D. prune away any state that is less
probable than D x O, where © is the beam width (value lower than 1)
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function VITERBI(observations of len T.state-graph of len N) veturns best-path

create a path probability matrix viterbi[N+2,T]
for each state s from 1 to N do :initialization step
viterbi[s.1]«—agps * bs(o1)
backpointer{s,1]— 0
for each time step 1 from 2 to Tdo :recursion step
for cach state s from 1 to N do

N . .
w’rerbi[s.r]‘—n]i’tx w’rerbi[sf.r—l * ag s * bs(of)
=1 :

N -
backpointer[s.t] «— argmax viterbi[s',t — 1] * ag s
=1

N N
viterbilgr. T] max viterbils, T| * as gz : termination step
N . L.
backpointer[qr . T]«— argmax viterbi[s,T| * asg, : termination step

return the backtrace 1);>arrh by following backpointers to states back in time from
backpointer|{qr,T|

Figure 9.26  Viterbi algorithm for finding optimal sequence of hidden states. Given
an observation sequence of words and an HMM (as defined by the 4 and B matrices),
the algorithm returns the state-path through the HMM which assigns maximum likelihood
to the observation sequence. afs’,s] is the transition probability from previous state s’ to
current state s, and b; (o) 1s the observation likelihood of s given o;. Note that states 0 and
F are non-emitting start and end states.

Obrazek 26.5: (Speech and Language Processing (draft) — Jurafsky & Martin)

Embedded Training

e Recall: A — HMM transition probabilities, B — emission probabilities (modeled by GMMs)
e Given: phoneset, pronunciation lexicon and the transcribed wavefiles:

— Build a whole sentence HMM for each training sentence (concatenation of HMM for distinct words)

— Initialize A probabilities to 0.5 (for loop-back or for the correct next subphone) or to zero (for all other
transitions)

— Initialize B probabilities by setting the mean and variance for each Gaussian to the global mean and variance
for the entire training set

— Run multiple iterations of the Baum-Welch algorithm
e This process will optimize the A and B probabilities

— i.e. for each HMM state corresponding to a distinct subphone (each phone modelled by 3 subphones), the
probability of loop-back transition and leaving transition is reestimated as well as the parameters of GMM
for the given state.

— phone is modelled by the same parameters independently from which word it occurs in (i.e. same HMM for
phone [a] in every word containing [a] phone) — ”(this is not written anywhere in Jurafsky & Martin, but
it seems to be intuitive and it’s hopefully true:) )

Evaluation: Word Error Rate

e word error rate: based on how much the word string returned by the recognizer differs from a reference
transcription

e based on minimum edit distance in words between the hypothesized and correct string (number of substi-
tutions, insertions and deletions”’ needed to map between these sentences)

Insertions 4+ Substitutions 4+ Deletions
Total Words in Correct Transcript

Word Error Rate = 100 x
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26.2 Speech Synthesis
Uvod

Zakladni schéma Text-To-Speech systému

— transkribovany . ,
fonet 1r.:k ¥ toxt modelovani synteza vaweform
prepis = | prozodie | — feci — *

text

normalizace

e Text je vétSinou néjaky spec. piipad, napf. e-maily atp., text i transkripce vétsinou v néjaké formé obsahuje
znalky pro suprasegmentéalni fonémy.

e Syntéza Feli je jen jedna z ¢asti TTS systému, to je nutné rozliSovat. Jde mozné o nejslozitéjsi a nejdilezitéjsi
soucést, ale jeji vstup neni text.

e Normalizace je nékdy nutéd provadét, nékdy ne. Obsahuje napt. vyhazeni hlavi¢ek z e-maila, p¥ip. p¥idani spec.
prozodie pro né atd. PouZiva se, aby stejny T'TS systém mohl byt pouZit k riznym vécem (pfedpfipraveni textu
podle jeho ocekavaného typu).

e Grafém, pismeno, letter je nejmensi jednotka psané podoby jazyka. S nékterymi jsou problémy, zda je povazovat
za jediny grafém (napf. pismena s diakritikou), ale ndm to vétSinou bude jedno.

e Hlaska, sound je nejmensi jednotka zvukové podoby jazyka.
e Foném je nejmensi strukturdlni jednotka zvukové podoby jazyka, kterad rozliuje vyznam.

e Foneticky piepis je piepis zvukové podoby textu, zaznamendavajici hlasky, pfip. suprasegmentalni jevy. Muze byt
postavena na pravidlech nebo na slovniku (ale vzdy se pouZivaji oba komponenty, jeden slouzi jako doplnék).
Nejvétsi problém déla prepis v jazycich, které napt. neznac¢i samohlasky.

Fonetika a fonologie

Potiebujeme jednak popis vyslovnosti, jednak popis akustiky (zvukovych vln, jimiz se jednotlivé hlasky projevuji).
MuZu mit i popis vniméni (percepce) hlasek, ale ten pro nase ucely neni nezbytny.

Hlavni rozdil mezi fonetikou a fonologii je ten, ze fonetice jde o viceméné fyzikalni akusticky popis vSech zvuki a
hlasek, kdezto fonologii zajima systém, struktura jazyka. Pro fonologicky vyzkum narozdil od fonetiky potfebujeme
alespon néjaké zakladni informace o daném jazyce.

Akustika

Jednotlivé hlasky jsou slozené zvuky (vlnéni vzduchu), obsahujici ténové (periodické) a umové (neperiodické) slozky.
Rozlisujeme je pravé podle slozeni jejich zvuku, napf. konsonanty maji vétsi podil Sumovych a vokaly ténovych slozek,
konsonanty se dale 1isi svou znélosti ¢i neznélosti jako pfitomnosti ténovych slozek.

Hlasové tustroji se da zjednoduSené predstavit jako zdroj zvuku (hlasivky) a rezonan¢ni prostor (nadhrtanové
dutiny). Hlasivky kmitaji na n&jaké zakladni frekvenci (Fp) a v nadhrtanovych dutinach se zesiluji nékteré harmonické
frekvence.

Zvuk muZzeme rozlozit na frekvenc¢ni spektrum a zkoumat silu zastoupeni jednotlivych frekvenci v ¢ase. Provadi se
to bézné na pocitaci pomoci Fourierovy analyzy, vysledkem je spektrogram.

Vyrazné zesilené frekvence Cislujeme Fi, Fo atd., a nazyvame formanty. Prvnich nékolik je zastoupenych v signélu
“Gmyslné”, vlivem vyslovnosti, pfili§ vysoké frekvence ale uz clovék neovlivni. Proto pii zdznamu zvuku snimame
jen tzké pasmo (napf. do 5 nebo 9 kHz). Frekvence, které jsou na spektru zvuku “amyslng” potlaceny, nazyvame
antiformanty.

U konsonantt (hlavné u neznélych) vétsinou nehleddme formanty, ale transienty — jde o “p¥echody” ve spektru, na
misté, kde zacinaji nebo konéi formanty okolnich samohlasek. Misto, kam transienty ukazuji (tedy hypoteticky bod na
spektru) pro danou souhlasku nazyvame locus. Bod locu je dulezity pro rozpoznéani neznélych hlasek, povazuje se za
centrum jejich Sumu.

Samohlasky maji nejvyraznéjsi formanty (Fy, Fs,...). Pokud neni u n&jaké hlasky pfitomna Fy (a tedy ani vyrazné
vyssi formanty), jedné se o neznélou hlasku. Podle sumu (nekoncentrovany signél po velké ¢asti spektra) se poznaji
frikativy (Sumové hlasky). Explozivy (zavérové hlasky) se poznaji okamZzikem ticha a naslednym Sumem exploze.
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Foneticka abeceda IPA

Abeceda IPA slouzi pro fonetickou transkripci, hlavné v jazykové nezéavislém prostiedi. Nékteré jazyky ji pouzivaji
i pro zapis své vyslovnosti, v ndkterych se pouZivaji jiné abecedy, protoze jsou pro né Sikovngjsi (nap¥. v CeSting).

Hlasky, kterym je pfifazena jedna znacka, se mohou napfic¢ jazyky li§it — jde jen o aproximaci. Pro odliSeni hlasek v
ramci jednoho jazyka ale vétSinou plné dostacuje.

Vokalicky systém

Extremalni vokaly jsou [i] (jazyk je nahofe vepfedu), [u] (nahofe vzadu), [a] (dole uprostied). Nekteré zvuky si v
raznych jazycich vice ¢ méné odpovidaji, nékteré jazyky rozlisuji vice vokali nez jiné. RozliSeni muze byt podle
nékolika raznych vlastnosti najednou (a nékteré jejich kombinace nemusi byt povolené).

F> i
(Hz) €

1

Iy (Hz)

Obrazek 26.6: Prvni dva formanty ¢eskych samohlasek. Vsimnéte si, Ze zrcadli misto jejich tvofeni.

Pro akusticky popis pouzivame tak kratké zvuky, Ze se nezméni pozice jazyka (“staticky zvuk”), ale uz se muzou
analyzovat frekvence, ze kterych se zvuk sklada. Zajimame se o lokalni maxima frekvenci. Tim nalezneme nejnizsi
lokalni maximum — zakladni frekvenci Fy — a nékteré jeji vyssi harmonické frekvence. Podle prvnich dvou formantu

Fy a F; 1ze samohlasky dobie odligit (viz obrazek).

Konsonanticky systém

Zakladni déleni konsonantii je na znélé, voiced a neznélé, voiceless. Ty se lisi pritomnosti zdkladniho hlasového ténu
(tj. kmitanim hlasivek pii jejich tvorbg).

Podle mista artikulace rozlisujeme mj. labidly (obouretné) hlasky [p, b, m], labiodentély (retozubné) [f, v], dentély
(zubné) [0, 0], prealveolarni [t, d, s, 2, ts, dz], postalveolary [3, Z], palatéaly (tvrdopatrové) [d, €, 1i], velary (mékkopatrové)
[k, g, ch], glotaly (hlasivkové) [h].

Podle zpisobu tvofeni rozlisujeme plozivy, zavérové [p, b, t, d, k, g, t, d], nasalni, nosové plozivy [n, m, y],
frikativy, Sumové [s, z, 8, Z, ch, f, v], afrikity, polozavérové [ts, t8, dz, dZ], vibranty, trills [r], bokové hlasky, lateraly [1],
aproximanty [j, w] (ty se vlastné fyzicky nelisi od samohlések, jde jen o popis).

Pro akusticky popis konsonantt jsou urcéujici transienty a bod locu. Locus se d& zhruba odhadnout podle mista
tvofeni — &m zadné&jsi hlaska (¢im bliz je misto tvofeni hlasivkam), tim vyssi je locus.

Pro nosovky je charakteristicky nasalni komponent na frekvenci cca 200-300 Hz (tedy pro vysoké hlasy nevyrazny)
a potlaceni formantu Fy (vznika antiformant).

Prozodie

Prozodie zahrnuje vSechny vlastnosti, které se projevuji nad hranicemi segmentii. Sestavé z:

e [{ zakladni ton hlasu, voice pitch

e Casovani, timing
e intenzity (neni totéz, co hlasitost — je méFitelna, hlasitost je dojem; pro TTS ale neni tak dilezita)

Vzdy tu pracujeme jen s relativnimi hodnotami a prominenci (zvyraznénim) v nékteré z nich.

Hlasky ve skutecnosti existuji az ve slabikich. Slabika je nejmensi ¢ast mluveného textu, kterd se da zopakovat
izolované — konsonant je vzdy zavisly na vokalu své slabiky a naopak. Vnimani slabik je jazykové zavislé: kdyz definuju
slabiku jako “peak in sonority”, bude slovo “lzu” sestavat ze 2 slabik.

Vyssi jednotka je prizvukovy takt, fonologické slovo, stress unit. To je skupina slabik, z nichz na jedné je piizvuk.
Pfizvuk zavisi na konkrétnim jazyku a jedna se o kombinaci timingu, intonace i intenzity (prominence v nékteré z
téchto hodnot).

Nad trovni slov rozlisujeme intonacni jednotky, intonation contours. Ty jsou relativné nezavislé, mezi nimi méa

¢lovék tendenci délat pauzu v feci. Jejich rozliSeni ale neni uplné piesné.
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Nejvyssi jednotkou je celé vyjadieni, utterance. Napf. v dialogu odpovida vété, ale mize byt i delsi. Finalni intonace
vyjadieni je terminélni.

Melodie ma v nékterych jazycich distinktivni funkci — stejné slabiky s jinou melodii maji jiny vyznam. Takové
jazyky se nazyvaji tonové. Vétna melodie ale mize mit zéroven jinou funkeci.

Mikroprozodie zahrnuje v8echno, co se dé&je v ramci jedné hlésky, ale je ovliviiovino okolim. Ma vliv na velkou
prozodii. Je podvédoma, zalezi i na konkrétnich hlaskach. Mikroprozodickym fenoménem je napi. délka hlasky (zalezi
ale na tom, jestli délka hlasky rozliuje vyznam). Dalsi je napf. zména ténu hlasu v ramci jedné hlasky. Bézny TTS
systém se mikroprozodii nezabyva, protoze ji ma nahranou ve svém korpusu segmentu; prozodii se ale zabyvat musi.

Stavba Text-To-Speech systému

Normalizace

Nékdy se dohromady s normalizaci textu déla chunking, tj. rozdéleni textu na dostate¢né malé kousky pro zpracovéni,
nékdy je jako samostatny krok. Data se musi rozdélit nékde, kde je to mozné (ne napi. uprostied véty).

Foneticky piepis

Jde o prepis letter-to-sound, tedy prepisujeme grafémy na hlasky. Odlisuji se dva piistupy:

e zaloZeny na pravidlech, rule-based

e zaloZzeny na slovniku, dictionary-based

V dnegnich systémech jsou v podstaté vzdy pfitomna i pravidla i slovnik, ale jedna metoda je vzdy primérni, druhé
dopliikové.

Pro pravidla se de facto daji pouzit regularni vyrazy, tj. pfepisy se zapojenim kontextu na obé strany. Vétsinou
neoperuji pfimo nad textem, ale nad néjakymi specialné vytvorenymi datovymi strukturami.

Neékterymi pravidly musi dojit k zjednozna¢néni (disambiguization) textu, nap¥. riznou interpunkei apod. je nutné
spravné interpretovat — tecka napf. miZze mit spoustu vyznami. Nékdy se vic hodi (jazykové zavisld) pravidla, nékdy
zas slovnik, napf. na interpretaci anglického ¢lenu “the” se hodi hlavné pravidla, ale bez slovniku to také nejde (srov.
“the oak” proti “the one”).

Pravidla muazu taky aplikovat bud jednim prichodem, nebo opakované. Typické druhy pravidel jsou nasledujici:

1. morfosyntaktickd pravidla — jedna se hlavné o urc¢ovani slovnich druhii apod. Pouziva se pfitom hlavné slovnik a
statistické ¢etnosti namérené v néjakém korpusu. Piikladem takovych pravidel muze byt i doplhovani samohlasek
v textech psanych souhldskovym pismem.

2. kontextova pravidla — Tato pravidla napt. rozvijeji zkratky, priblizuji text ¢tené podobé.

3. strukturalni pravidla — Vystup téchto pravidel se pouziva pro modelovani prozédie — jde napt. o identifikaci
druhii vét, coz umozni jejich spravnou intonaci.

4. pravidla fonetického pfepisu (letter-to-sound) — Tady se p¥imo pievadi pravopis na vyslovnost, mohou se pouZivat
ruzna pravidla pro vyjimky (napf. Cesky “diagram” zménim na “dyagram”, abych se vyhnul mékéeni).

Modelovani prozodie

Prozodie je vlastné ovliviiovand “syntaxi”’, ptipadné néjakymi emocemi, jednotlivostmi mluvéiho, ale ty se vystihnout
nedaji. Mélo by se dévat pozor i na mikroprozédii — tedy vystihnout prozodické fenomény, ale nenechat se zmaést
mikroprozodickymi.

Intonace b&hem Fe¢i odpovida zménam zékladni hlasové frekvence (Fp), na ostatnich prozodickych veli¢inach je
viceméné nezavisla. Pro modelovani intonace je nejznaméjsi Fudzisakiho model. Ten sestava z phrase commands a
accent commands. Prvni typ pravidel je “trvanlivéjsi”, pasobi v podstaté na celou vétu, vZdy od daného ¢asu a s danou
amplitudou (zvednutim nebo sniZzenim Fp) a postupné dozniva. Druhy typ mé krat$i trvani, mé definovany ¢as zacatku
i konce a zase amplitudu. Vysledna Fj v daném ¢asovém bodé se (v logaritmické podobé) da vyjadiit jako n&jaka
suma vSech commandi, které pusobi, plus zakladni frekvence.

Prozodické modely je ale nutné nejprve natrénovat. Potfebuji tedy prozodicky korpus, automatické nastroje na
zpracovani a prozodicky model. Postup vytvareni prozodického inventare vypada pak nasledovné:

korpus— detekee Fy — model —  trenovani / - pravidla (inventory)
rule extraction

Krok trénovéni, extrakce pravidel probihd bud automaticky za pomoci neuronové sité (trénovani), nebo rucné.
Vysledkem procesu by mél byt prosodic inventory, tedy sada pravidel, jak upravovat prozodicky signal ve vystupu
z TTS. Je to vétsinou mald mnozina né&jakych hodnot — t¥eba informaci o neuronové siti.




26.2. SPEECH SYNTHESIS 11

Syntéza feéi

Pro generovéni feci ze zapisu hlasek se pouziva néjaky zjednoduseny popis artikulace, podlozeny jistymi predpoklady,
tzv. fecovy model. Pro syntézu existuji dva hlavni druhy — bud copy synthesis, konkatena¢ni syntéza, tedy syntéza na
zékladé kopirovani a slepovani ¢asti fe¢ového inventaie, nebo rule-based synthesis, formant synthesis, syntéza zalozena
na vytvafeni slozeného zvuku za pomoci (frekven¢nich) pravidel.

Pravidlova syntéza se pouziva vétSinou jenom v akademickém prostiedi, az na pomicky pro hyperrychlé ¢teni
e-maili. Projev vétSinou neni pfili§ prirozeny. Pfedpokladame tu matematicky model zjednoduseného artikula¢niho
ustroji a pravidla, popisujici jeho zmeény. Ta pak zahrnuji formanty samohlasek, transienty konsonantt, pfitomnost
zékladniho tonu apod., vSechno je v pravidlech relativné piimocaie. Model se vytvaii ru¢né podle néjakého korpusu.

Kvalitu syntézy zaloZend na kopirovani urcuje hlavné kvalita nahravek v fe¢ovém korpusu a také jejich reprezen-
tativita. Korpus muzu ziskat dvéma zpusoby — bud nahravat televizni potady, nebo vybérem vét, které nékdo potom
do korpusu precte. Druhym zptisobem muzu 1épe pokryt inventaf cilového jazyka.

Chci mit vysledny korpus maly, aby ho mluvéi mohl pfe¢ist najednou a bez zmény podminek (napf¥. unavy hlasu).
Postup je potom nasledujici:

1. identifikace hladsek — Vyberu si, které hlasky potfebuji pro reprezentaci fe¢i v daném jazyce.

2. identifikace fonotaktiky — Zjistim, které kombinace vybranych hlasek se v jazyce viibec muZzou vyskytovat, tim
zmen§im pocet kombinaci.

3. kompozice korpusu — Ze vSech moznych kombinaci hlasek, nalezenych v pfedchozim kroku, slozim psanou verzi
korpusu.

4. nahravani korpusu — Mluvéi precte vSechny véty, vloZzené do korpusu. P¥itom by mél pouZivat monoténni prozodii.
Po nahravani se vzorky normalizuji na stejnou Fy.

5. vytvofeni fecového inventaife — Protoze pro kazdou kombinaci hlasek nepotiebuji vice verzi, srovnam vSechny
dostupné a napf. podle toho, jak moc se jejich Fy blizila priméru, si vyberu tu nejlepsi.

Pro vystup syntézy se nikdy nepouZzivaji samostatné hlasky, ale vzdy kombinace dvou, tii nebo vice hlasek, dvoj-
hlasky apod. Projevuje se tu totiz dulezitost koartikulace, navic konsonanty jen “parazituji’ na vokalech, samy stat
nemohou, tedy samotné je extrahovat ani nemiizu. Pro konkatenaci zvukii potiebuji hlasky “stabilni’, navic vzdy je
potieba néjaké vyhlazovani zvuku. Tradi¢né se v konkatenacni syntéze pouzivaji tzv. diphones, dvojzvuky — druha
polovina prvni, prvni polovina druhé hlasky, nékde i delsi tseky.

U slozitéjsich systému konkatenac¢ni syntézy nemam v fecovém inventaii pro kazdy diphone nebo triphone jen jednu
zvukovou podobu, ale vybiram si z nékolika moZznosti pomoci tzv. unit selection algorithm tu nejlepsi pro dané misto
v fe¢i. PFitom se zohlediuje prozodie, diskvalifikuji se chyby vyslovnosti apod., nékdy se tak mohou pouZit i ¢asti
slov uplné veelku (na zékladé vybéru). Pro vybér se pouZiva upraveny Viterbiho algoritmus (misto pravdépodobnosti
piechodu uvazuju néjaké badness zalozené na podobné Fy, chybach vyslovnosti, intenzité a prozédi apod.).

Druhy Text-To-Speech Systémii
Time-Domain Pitch-Synchronous Overlap Add (TD-PSOLA)

Tento systém je prikladem konkatenativni syntézy, jde vlastné o velmi jednoduchy p¥ipad (dnes uZ relativné zastraly,
pouzivany hlavné v 90. letech). Spociva v tom, Zze kazda hlaska (jednotka feéi) je rozdélena na framy, kratké zvukoveé
useky béhem kterych se neméni Fy. V kazdém framu lze pozorovat pitch-periody, tedy jednotlivé kmity hlasu. Ty
déavaji moznost, jak ménit Fyy bez ohledu na kvalitu zvuku.

Mohu totiz jednotlivé framy skladat pies sebe a natahovat, pokud je upravim pomoci tzv. windowing funkce (funkce,
ktera zesili jen jednu pitch-periodu a postupné signél zeslabuje v jejim okoli aZ do ticha). Po pouziti windowing funkce
na kazdou pitch-periodu pak vysledky miizu secist pfes sebe i s né€jakym posunutim. Tim dostanu signél, ktery mize
mit jinou Fp, ale jen neznatelné zménéné vyssi frekvence (napf. formanty). Nékdy pitch-periody nesedi tiplné pFesné,
ale diky windowing-funkci dojde k vyhlazeni. Vyhazovanim nebo duplikaci pitch-period mizu (do urc¢ité miry) zvuk
zrychlovat nebo zpomalovat.

Princip TD-PSOLA vypada sice jednodu8e, nutnou podminkou jeho pouziti je ale spolehlivy detektor hlasové
frekvence, jinak dochazi k chybé& faze, phase mismatch hlasu (pitch-periody se netrefi pfesné doprostied kmiti). Na
hranicich jednotlivych diphonti muze dojit i k chybé spektra, spectral mismatch. Mam-li totiz dvé poloviny stejné
samohlésky, které se trochu li§i pod vlivem okoli, nedaji se slepit uplné presvédcivé. Posledni chybou, ktera se muze
v TD-PSOLA objevit, je chyba vysky hlasu, pitch mismatch. K té dojde, pokud dva p¥iléhajici segmenty maji pfili§
odlisné Fpy (nesedi piesné na sebe).

Linear Prediction Coder (LPC) Speech Synthetizer

LPC syntéza vychazi z modelu artikula¢niho ustroji. Je to relativné stara technika, jeji vysledek ale nevypada piilis
presvédcivé. Implementace v hardwaru ale neni slozité, zvuk je srozumitelny i s minimalnim inventarem.


http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Stochastick�_metody_a_jejich_aplikace_v_po��ta�ov�_lingvistice#Viterbi
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Hlasové tstroji si totiz lze predstavit jako na jedné strané otevienou rezonacni trubici (tube), ve které je na uzaviené
strané& zdroj zvuku (buzzer), ktery vytvaii periodicky signal. KdyZ se neméni parametry tube ani buzzeru, pak vychyleni
vysledné zvukové viny v kazdém okamZiku (podle potieb vzorkovaci frekvence, kromé nékolika pocatecnich vzorku) se
dé predikovat z urcitého poc¢tu piedchozich vzorkua.

Pro syntézu tedy vezmu fecovy invental a kazdou potiebnou jednotku rozdélim na framy, tedy Gasové tseky, kde
jsou zmény artikulace minimalni. Pro kazdy frame potom odhadnu nékolik pocateénich (napf¥. 8) sampli, aby predikce
vychazela s co nejmensi chybou. Tyto pocatecni parametry se nazyvaji LPC coefficients. Odhad se typicky provadi
metodou nejmensich ¢tverci.

Modelovani pak provadim separatnim ovladédnim vlastnosti trubice i zdroje zvuku. Naméiené koeficienty nepouzi-
vam pro generovani zvuku pfimo, protoze mezi segmenty by vznikaly ostré piedély — zvuk se pfedem jesté vyhlazuje.

Problém je se simulaci nosovych hlasek, protoze na to aproximace artikula¢niho tstroji prostou trubici nefunguje.
Pokud bych chtél trubici po ¢asti délky rozdélit, budu mit problém s nalezenim pocatec¢nich LPC koeficienta.

Podobné technika (LPC komprese) se pouZiva i v mobilnich telefonech, protoze aproximace parametru je de facto
druh ztratové komprese.




