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Kapitola 1

Státnice - Informatika - I3: Matematická

lingvistika

Podle o�ciálních stránek MFF sestávají státnicové otázky pro obor Matematická lingvistika z následujících okruh·:

1.1 Okruhy povinné pro obory I2 a I3

1.2 Matematická lingvistika

Základy formálního popisu p°irozených jazyk·

• Závislostní syntax (formální de�nice a vlastnosti závislostních strom· � závislosti, koordinace, projektivita)

• Syntax bezprost°edních sloºek a frázové gramatiky (základní principy, vývoj Chomského ²koly)

• Základy obecné lingvistiky (zdroje a p°ínosy strukturní lingvistiky, typologie jazyk·, pojem funkce)

• Funk£ní generativní popis (základní charakteristika, struktura rovin, valen£ní teorie, zachycení významu, aktuální
£len¥ní)

• Formální sémantika

Jazykové korpusy, strojové u£ení a stochastické metody

• Jazykové korpusy a lingvistická anotace (zdroje dat, anotace, datové formáty, typologie korpus·, po£íta£ová
lexikogra�e, wordnety)

• Metody strojového u£ení (u£ení zaloºené na konceptu, rozhodovací stromy, neuronové sít¥, u£ení zaloºené na
p°íkladech, vyhodnocování hypotéz, výpo£etní aspekty strojového u£ení)

• Stochastické metody a jejich aplikace v po£íta£ové lingvistice (Teorie informace, Bayesovské u£ení, HMM, algo-
ritmy u£ení a zpracování, aplikace v lingvistice)

• Návrh a vyhodnocování lingvistických experiment· (p°íprava dat, standardní evalua£ní metriky, typy evaluace
podle úloh)

Automatické zpracování p°irozeného jazyka

• Automatická analýza jazyka (morfologie, syntax povrchová a hloubková, aplikace)

• Generování p°irozeného jazyka

• Analýza a syntéza mluvené °e£i (jazykové modely, kombinace model·)

• Vyhledávání a extrakce informací

• Strojový p°eklad (transfer, interlingua, metody p°ekladu, systémy pro £e²tinu, po£íta£em podporovaný p°eklad)

1.3 PDF verze

K dispozici je PDF verze, která ale nemusí být aktuální. Chcete-li vytvo°it PDF pro tisk aktuální verze státnicových
otázek, p°e£t¥te si návod.
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http://www.mff.cuni.cz/studium/bcmgr/ok/i3b53.htm
http://wiki.matfyz.cz.org/wiki/St�tnice
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Z�vislostn�_syntax
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Syntax_bezprost�edn�ch_slo�ek_a_fr�zov�_gramatiky
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http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Stochastick�_metody_a_jejich_aplikace_v_po��ta�ov�_lingvistice
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_N�vrh_a_vyhodnocov�n�_lingvistick�ch_experiment�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Automatick�_anal�za_jazyka
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Generov�n�_p�irozen�ho_jazyka
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Anal�za_a_synt�za_mluven�_�e�i
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Vyhled�v�n�_a_extrakce_informac�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Strojov�_p�eklad
http://forum.matfyz.info/download/file.php?id=607
http://wiki.matfyz.cz.org/wiki/Help:St�tnice#PDF_verze
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Kapitola 2

Státnice - Metody tvorby algoritm·

2.1 Popis sloºitosti algoritm·

De�nice (Velikost dat, krok algoritmu)

Velikost dat je obvykle po£et bit·, pot°ebných k jejich zapsání, nap°. data D jako pro £ísla a1, . . . , an je velikost dat
|D| =

∑n
i=1dlog aie.

Krok algoritmu je jedna operace daného abstraktního stroje (nap°. Turing·v stroj, stroj RAM), zjednodu²en¥ jde
o n¥jakou operaci, proveditelnou v konstantním £ase (nap°. aritmetické operace, porovnání hodnot, p°i°azení � pro
jednoduché £íselné typy).

De�nice (�asová sloºitost)

�asová sloºitost je funkce f : N → N taková, ºe f(|D|) udává po£et krok· daného algoritmu, pokud je spu²t¥n na
datech D.

De�nice (Asymptotická sloºitost)

�ekneme, ºe funkce f(n) je asymptoticky men²í nebo rovna neº g(n), zna£íme f(n) je O(g(n)), práv¥ tehdy, kdyº

∃c > 0∃n0∀n > n0 : 0 ≤ f(n) ≤ c · g(n)

Funkce f(n) je asymptoticky v¥t²í nebo rovna neº g(n), zna£íme f(n) je Ω(g(n)), práv¥ tehdy, kdyº

∃c > 0∃n0∀n > n0 : 0 ≤ c · g(n) ≤ f(n)

Funkce f(n) je asymptoticky stejná jako g(n), zna£íme f(n) je Θ(g(n)), práv¥ tehdy, kdyº

∃c1, c2 > 0∃n0∀n > n0 : 0 ≤ c1 · g(n) ≤ f(n) ≤ c2 · g(n)

Funkce f(n) je asymptoticky ost°e men²í neº g(n) (f(n) je o(g(n)), kdyº

∀c > 0∃n0∀n > n0 : 0 ≤ f(n) < c · g(n)

Funkce f(n) je asymptoticky ost°e v¥t²í neº g(n) (f(n) je w(g(n)), kdyº

∀c > 0∃n0∀n > n0 : 0 ≤ c · g(n) < f(n)

Poznámka

Asymptotická sloºitost zkoumá chování algoritm· na velkých datech, za°azuje je podle toho do kategorií. Zanedbává
multiplikativní a aditivní konstanty.

2.2 Rozd¥l a panuj

De�nice (Metoda rozd¥l a panuj)

Rozd¥l a panuj je metoda návrhu algoritm· (ne strukturované programování), která má 3 kroky:

1. rozd¥l � rozd¥lí úlohu na n¥kolik podúloh stejného typu, ale men²í velikosti

2. vy°e² � vy°e²í podúlohy a to bu¤ p°ímo pro dostate£n¥ malé, nebo rekurzivn¥ pro v¥t²í

3. sjedno´ � sjednotí °e²ení podúloh do °e²ení p·vodní úlohy

9
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Aplikace

• QUICKSORT

• Hledání mediánu

Analýza sloºitosti algoritm· rozd¥l a panuj

Poznámka (Vytvo°ení rekurentní rovnice)

Pro £asovou sloºitost algoritm· typu rozd¥l a panuj zpravidla dostávám n¥jakou rekurentní rovnici.

• T (n) budiº doba zpracování úlohy velikosti n, za p°edpokladu, ºe T (n) = Θ(1) pro n ≤ n0.

• D(n) budiº doba na rozd¥lení úlohy velikosti n na a podúloh stejné velikosti nc .

• S(n) budiº doba na sjednocení °e²ení podúloh velikosti nc na jednu úlohu velikosti n. Dostávám rovnici

T (n) =

{
D(n) + aT (nc ) + S(n) n > n0

Θ(1) n ≤ n0

Poznámka

P°i °e²ení rekurentních rovnic:

• Zanedbávám celo£íselnost (n2 místo dn2 e a b
n
2 c)

• Nehledím na konkrétní hodnoty aditivních a multiplikativních konstant, asymptotické notace pouºívám i v zadání
rekurentních rovnic, i v jejich °e²ení.

V¥ta (Substitu£ní metoda)

1. Uhodnu asymptoticky správné °e²ení

2. Indukcí ov¥°ím správnost (zvlá²t¥ horní a dolní odhad)

V¥ta (Metoda �kucha°ka� (Master Theorem))

Nech´ a ≥ 1, c > 1, d ≥ 0 ∈ R a nech´ T : N→ N je neklesající funkce taková, ºe ∀n tvaru ck platí

T (n) = aT (
n

c
) + Θ(nd)

Potom

1. Je-li logc a 6= d, pak T (n) je Θ(nmax{logc a,d})

2. Je-li logc a = d, pak T (n) je Θ(nd logc n)

V¥ta (Master Theorem, varianta 2)

Nech´ 0 < ai < 1, kde i ∈ {1, . . . , k} a d ≥ 0 jsou reálná £ísla a nech´ T : N→ N spl¬uje rekurenci

T (n) =

k∑
i=1

T (ai · n) + Θ(nd)

Nech´ je £íslo x °e²ením rovnice
∑k
i=1 a

x
i = 1. Potom

1. Je-li x 6= d (tedy
∑k
i=1 a

d
i 6= 1), pak T (n) je Θ(nmax{x,d})

2. Je-li x = d (tedy
∑k
i=1 a

d
i = 1), pak T (n) je Θ(nd log n)

2.3 Dynamické programování

Dynamické programování je metoda °e²ení problem·, které v sob¥ obsahují p°ekrývající se subproblémy.

http://wiki.matfyz.cz.org/wiki/St�tnice_---_T��d�n�#Quicksort
http://wiki.matfyz.cz.org/wiki/St�tnice_---_T��d�n�#Po�adov�_statistiky_(hled�n�_medi�nu)
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P°íklad

Typickým p°íkladem je výpo£et �bonaciho £ísla. Fib. posloupnost je de�nována jako:

f(0) = 1, f(1) = 1

f(n+ 2) = f(n+ 1) + f(n)

Výpo£et t°eba 4. £ísla by pak byl f(4) = f(3)+f(2) = f(2)+f(1)+f(1)+f(0) = f(1)+f(0)+f(1)+f(1)+f(0) = 5.
Vidíme, ºe jsme f(2) po£ítali dvakrát, f(1) t°ikrát a f(0) dvakrát. Ve v¥t²ím m¥°ítku toto zbyte£n¥ po£ítání vede k
exponenciální sloºitosti algoritmu. Lep²í cestou je po£ítat �od spodu�, kdy pomoci f(0) a f(1) spo£teme f(2), pak s
jeho pomoci f(3) nakonec f(4) s lineární sloºitosti.

V dynamickém programování se nap°íklad vytvo°í mapa Fibonacciho £ísel a jejich hodnot. P°ed tím, neº za£nu
po£ítat hodnotu n¥jakého Fibonacciho £ísla, se podívám do mapy.

Nutné podmínky

V dynamickém programování vyuºíváme:

1. P°ekrývání podproblému � problém lze rozd¥lit na podproblémy, jejichº °e²ení se vyuºívá opakovan¥.

2. Optimální podstruktury � optimální °e²ení lze zkonstruovat z optimálních °e²ení podproblém·.

Postupy

Obvykle se pouºívá jeden ze dvou p°ístup· k dynamickému programování:

• Top-down � problém se rekurzivn¥ d¥lí na podproblémy a po jejich vy°e²ení se zapamatují výsledky, které se
pouºijí p°i p°ípadném op¥tovném °e²ení daného podproblému.

• Bottom-up � nejd°íve se spo£ítají v²echny moºné podproblémy (viz p°íklad s Fibonacciho posloupnosti), které
se potom skládají do °e²ení v¥t²ích problém·. Tento p°ístup je výhodn¥j²í z hlediska po£tu volání funkci a místa
na zásobník·, ale ne vºdy musí být z°ejm¥, které v²echny subproblémy je t°eba p°edem spo£ítat.

Pouºití

Problém batohu � máme v¥ci r·zné váhy a batoh ur£ité nosnosti. Které v¥ci máme dát do batohu, abychom jej co
nejlépe zaplnili (jednorozm¥rná varianta problému batohu)? Speciální p°ípad je sou£et podmnoºiny (SP). Algoritmus
je popsán v sekci o NP-úplnosti.

Uzávorkování sou£inu matic tak, aby po£et skalárních sou£in· byl co nejmen²í. D¥lá se pomocí 2 £tvercových
matic (M a K) °ádu rovného po£tu násobených matic, kde pracujeme jen nad diagonálou. Hodnota na Mij udává
minimální po£et skalárních sou£in· p°i nejlep²ím uzávorkování matic i aº j, hodnota Kij ur£uje matici, která rozd¥luje
závorkování na dv¥ podmnoºiny matic. Hodnotu Mij lze zkonstruovat ze v²ech Mik a Mkj pro i < k < j.

2.4 Hladové algoritmy

Motivace

Problém 1

Dán souvislý neorientovaný graf G = (V,E) a funkce d : E → R+, udávající délky hran. Najd¥te minimální kostru
grafu G, tj. kostru G′ = (V,E′) tak, ºe

∑
e∈E′ d(e) je minimální.

Problém 2

Je dána mnoºina S = {1, . . . , n} úkol· jednotkové délky. Ke kaºdému úkolu je dána lh·ta dokon£ení di ∈ N a pokud
wi ∈ N, kterou je úkol i penalizován, není-li hotov do své lh·ty. Najd¥te rozvrh (permutaci úkol· od £asu 0 do £asu
n), který minimalizuje celkovou pokutu.

Problém 3

Je dána mnoºina S = {1, . . . , n} úkol·. Ke kaºdému úkolu je dán £as jeho zahájení si ukon£ení fi, si ≤ fi. Úkoly
i a j jsou kompatibilní, pokud se intervaly [si, fi) a [sj , fj) nep°ekrývají. Najd¥te co nejv¥t²í mnoºinu (po dvou)
kompatibilních úkol·.

http://wiki.matfyz.cz.org/wiki/St�tnice_-_NP-�plnost#P.C5.99.C3.ADklad
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Matroid

De�nice (Matroid)

Matroid je uspo°ádaná dvojice M = (S, I), spl¬ující:

• S je kone£ná neprázdná mnoºina (prvky matroidu M)

• I je neprázdná mnoºina podmnoºin S (nezávislé podmnoºiny), která má

1. d¥di£nou vlastnost: B ∈ I ∧A ⊆ B ⇒ A ∈ I,

2. vým¥nnou vlastnost: A,B ∈ I ∧ |A| < |B| ⇒ ∃x ∈ B\A : A ∪ {x} ∈ I.

V¥ta (O velikosti maximálních nezávislých podmnoºin)

V²echny maximální (maximální vzhledem k inkluzi) nezávislé podmnoºiny v matroidu mají stejnou velikost.

D·kaz

Z vým¥nné vlastnosti, nech´ A,B ∈ I maximální, |A| < |B|, pak A ∪ {x} ∈ I, x /∈ A, coº je spor.

De�nice (Váºený matroid)

Matroid M = (S, I) je váºený, pokud je dána funkce w : S → R+ a její roz²í°ení na podmnoºiny mnoºiny S je
de�nováno p°edpisem:

A ∈ S ⇒ w(A) =
∑
x∈A

w(x)

Problém 1 a 2 � zobecn¥ný

Pro daný váºený matroid nalezn¥te nezávislou podmnoºinu s co nejv¥t²í vahou (optimální mnoºinu). Protoºe váhy
jsou kladné, vºdy se bude jednat o maximální nez. mnoºinu.

Problém 1 je spec. p°ípad tohoto, protoºe m·ºeme uvaºovat grafový matroid (nad hranami) � MG = (S, I), kde
S = E a pro A ⊆ E platí A ∈ I, pokud hrany z A netvo°í cyklus (tj. indukovaný podgraf tvo°í les).

D¥di£ná vlastnost této struktury je z°ejmá, vým¥nnost se dá dokázat následovn¥: m¥jme A,B ⊆ E, |A| < |B|. Pak
lesy z A,B mají n − a > n − b strom· (v£. izolovaných vrchol·). V B musí být strom, který se dotýká ≥ 2 r·zných
strom· z A. Ten obsahuje hranu, která není v ºádném strom¥ A a netvo°í cyklus a tak ji m·ºu k A p°idat.

Váhovou funkci p°evedu na hledání maxim: w(e) = c− d(e), kde c je dost velká konstanta, aby v²echny váhy byly
kladné. Algoritmus pak najde max. mnoºinu, kde hrany netvo°í cyklus. Implicitn¥ bude mít n − 1 hran, takºe p·jde
o kostru a její w bude maximální, tedy p·vodní váha minimální.

Pro problém 2 zavedeme pojem kanonického rozvrhu � takového rozvrhu, kde jsou v²echny v£asné úkoly rozvrºeny
p°ed v²emi zpoºd¥nými a uspo°ádány podle neklesající lh·ty dokon£ení (tohle na celkové pokut¥ nic nezm¥ní a máme
bijekci mezi mnoºinou v£asných úkol· a kanonickými rozvrhy).

Optimální mnoºinu pak lze hledat jen nad kanonickými rozvrhy � nezávislou mnoºinou úkol· nazvu takovou,
pro kterou existuje kanonický rozvrh tak, ºe ºádný úkol v ní obsaºený není zpoºd¥ný. Potom hledání max. nezávislé
mnoºiny p°i ohodnocení pokutami je hledání nejmen²í pokuty (odeberu co nejvíc z moºné celkové pokuty).

Pak zbývá dokázat, ºe takto vytvo°ená struktura je matroid. D¥di£ná vlastnost je triviální � vyhodím-li n¥co z
nezávislé mnoºiny, nechám v rozvrhu mezery a bude platit stále. Pro vým¥nnou vlastnost zavedu pomocnou funkci
Nt(C) = |{i ∈ C|di ≤ t}|, udávající po£et úkol· z mnoºiny C se lh·tou do £asu t. Pak mnoºina C je nezávislá, práv¥
kdyº ∀t ∈ {1, . . . , n} : Nt(C) ≤ t.

Pak máme-li 2 nezávislé A, B, |B| > |A|, ozna£íme k nejv¥t²í okamºik takový, ºe Nk(B) ≤ Nk(A), tj. od k+ 1 dál
platí Nt(A) < Nt(B). To skute£n¥ nastane, protoºe |B| = Nn(B) > Nn(A) = |A|. Pak ur£it¥ v B je ost°e víc úkol·
s di = k + 1 neº v A, tj. ∃x ∈ B\A se lh·tou k + 1. A ∪ {x} je nezávislá, protoºe Nt(A ∪ {x}) = Nt(A) pro t ≤ k a
Nt(A ∪ {x}) ≤ Nt(B) pro t ≥ k + 1.

Hladový algoritmus na váºeném matroidu

Algoritmus (Greedy)

Mám zadaný matroid M = (S, I), kde S = {x1, . . . , xn} a w : S → R+. Potom

1. A := ∅, set°i¤ a p°ezna£ S sestupn¥ podle vah

2. pro kaºdé xi zkou²ej: je-li A ∪ {xi} ∈ I, tak A := A ∪ {xi}

3. vra´ A jako maximální nezávislou mnoºinu
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Pokud p°idám n¥jaké xi, nikdy nezru²ím nezávislost mnoºiny; s uº p°idanými prvky se nic nestane. �asová sloºitost
je Θ(n log n) na set°íd¥ní podle vah, testování nezávislosti mnoºiny závisí na typu matriodu (f(n)), takºe celkem n¥co
jako Θ(n log n+ n · f(n)).

D·kaz

• Vyhození prvk·, které samy o sob¥ nejsou nezávislé mnoºiny, nic nezkazí (z d¥di£né vlastnosti).

• První vybrané xi je �legální� (nezablokuje mi cestu), protoºe mezi max. nez. mnoºinami ur£it¥ existuje taková,
která jím mohla vzniknout (z vým¥nné vlastnosti � vezmeme první prvek, který je sám o sob¥ nez. mn. a s
pomocí n¥jaké max. nez. mnoºiny B ho doplníme, vzniklé {xi} ∪ (B\{xj}) musí být také maximální).

• Nalezení optimální mnoºiny obsahující pevné (první vybrané) xi v M = (S, I) je ekvivalentní nalezení optimální
mnoºiny v M ′ = (S′, I ′), kde S′ = {y ∈ S|{xi, y} ∈ I} a I ′ = {B ⊂ S\{xi}|B ∪ {xi} ∈ I} (je-li S′ neprázdná, je
to matroid, vlastnosti se p°enesou z p·vodního; pokud je S′ prázdná, tak algoritmus kon£í) a tedy kdyº vyberu
xi, nezatarasím si cestu k optimu � sta£í ukázat, ºe A ∪ {x} je optimální v M práv¥ kdyº A je optimální v M ′.

• Takºe kdyº budu vybírat (indukcí opakovan¥) xi podle váhy, dojdu k optimální mnoºin¥.

Algoritmus (Hladový algoritmus na problém 3)

Máme S = {1, . . . , n} mnoºinu úkol· s £asy start· si a konc· fi. Provedeme:

1. A := ∅, f0 := 0, j := 0

2. set°i¤ úkoly podle fi vzestupn¥ a p°ezna£

3. pro kaºdé i zkou²ej: je-li si ≥ fj , pak A := A ∪ {i} a j := i

4. vra´ A jako max. mnoºinu nekryjících se úkol·

Sloºitost je n log n na set°íd¥ní, zbytek uº lineární. Sice to funguje, ale tahle struktura NENÍ matroid � nespl¬uje
vým¥nnou vlastnost. Algoritmus má ale stejný d·kaz jako p°edchozí na matroidech (legálnost hladového výb¥ru �
existuje max. mnoºina obsahující prvek 1 � a existenci optimální mnoºiny � p°evod na �men²í� zadání).
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Kapitola 3

Státnice - Odhady sloºitosti

3.1 Dolní odhady sloºitosti problém·

De�nice (Sloºitost problému)

Sloºitost problému je sloºitost asymptoticky nejlep²ího moºného algoritmu, který °e²í daný problém (ne nejlep²ího
známého).

Kaºdý konkrétní algoritmus dává horní odhad sloºitosti. Dolní odhady (aº na triviální � velikost vstupu, výstupu)
jsou sloºit¥j²í.

V¥ta (Dolní odhad sloºitosti mediánu)

Pro výb¥r k-tého z n prvk· je t°eba alespo¬ n− 1 porovnání, tj. problém je Ω(n).

D·kaz

Intuitivn¥ pot°ebuju medián, i kdyby mi spadnul z nebe, porovnat se v²emi ostatními prvky, abych v·bec zjistil, jestli
to je medián ...

V¥ta (Dolní odhad sloºitosti t°íd¥ní)

Pro kaºdý t°ídící algoritmus, zaloºený na porovnávání prvk·, existuje vstupní posloupnost, pro kterou provede Ω(n log n)
porovnání.

D·kaz

Nakreslím si rozhodovací strom jako model algoritmu � v²echny vnit°ní uzly odpovídají n¥jakému porovnání, které
algoritmus provedl, jejich synové jsou operace, které nasledovaly po r·zných výsledcích toho porovnání (BÚNO jsou-li
prvky r·zné, bude strom binární). Listy odpovídají set°íd¥ným posloupnostem. Aby byl algoritmus korektní, musí mít
strom listy se v²emi n! moºnými po°adími prvk·.

Pro plýtvající algoritmus mohou existovat listy, neodpovídající ºádné permutaci, tj. porovnává stejnou dvojici
prvk· dvakrát (a jedna z moºností uº nem·ºe nastat). Pro rovnom¥rné rozd¥lení je o£ekávaný £as pr·m¥rná délka
cesty od ko°ene k list·m, nejhor²í £as je vý²ka stromu.

Ozna£ím vý²ku jako h, pak po£et list· je ≤ 2h a tedy n! ≤ 2h, tj. h ≥ log n!, pro dolní odhad Ω(n log n) sta£í
odhad faktoriálu n! < n

n
2 , p°ípadn¥ m·ºu pouºít Stirling·v vzorec n! ≈

√
2πn(ne )n a dostávám Θ(n log n).

3.2 Amortizovaná sloºitost

De�nice (Amortizovaná sloºitost)

Typicky se pouºívá pro po£ítání £asové sloºitosti operací nad datovými strukturami, po£ítá pr·m¥rný £as na 1 operaci
p°i provedení posloupnosti operací. Dává realisti£t¥j²í odhad sloºitosti posloupnosti v²ech operací, neº m¥°ení v²ech
nejhor²ím p°ípadem.

Známe 3 metody amortizované analýzy:

• agrega£ní

• ú£etní

• potenciálová

15

http://wiki.matfyz.cz.org/wiki/#Algoritmus_(Agrega�n�_metoda)
http://wiki.matfyz.cz.org/wiki/#Algoritmus_(ڣetn�_metoda)
http://wiki.matfyz.cz.org/wiki/#Algoritmus_(Potenci�lov�_metoda)


16 KAPITOLA 3. ODHADY SLO�ITOSTI

Problémy:

• Inkrementace binárního £íta£e � do binárního £íta£e délky k postupn¥ p°i£teme n-krát jedni£ku. Po£et bitových
operací na 1 p°i£tení je v nejhor²ím p°ípad¥ O(log n), ale amortizovan¥ dojdeme k O(1).

• Vkládání do dynamického pole � za£nu s prázdným polem délky 1 a postupn¥ vkládám n prvk·. Pokud je
stávající pole plné, alokujeme dvojnásobné a kopírujeme prvky. Po£et kopírování prvk· na jedno vloºení je aº
O(n), ale amortizovan¥ op¥t O(1).

Algoritmus (Agrega£ní metoda)

Spo£ítáme nejhor²í £as pro celou posloupnost n operací � T (n), amortizovaný £as na 1 operaci je pak T (n)
n .

• Binární s£ítání: v pr·b¥hu n p°i£tení se i-tý bit p°eklopí b n2i c-krát, takºe celková cena p°eklopení je ≤ n ·∑∞
i=0

1
2i = 2n, tj. amortizovan¥ na jedno p°i£tení 2n

n = Θ(1)

• Vkládání: cena i-tého vloºení do pole je ci =

{
i pokud ∃k : i− 1 = 2k

1 jinak
. Celkem dostávám T (n) =

∑n
i=1 ci =

n+
∑blognc
j=0 2j ≤ n+ 2n = 3n, takºe na jedno vloºení vyjde 3n

n = Θ(1).

Algoritmus (Ú£etní metoda)

Od kaºdé operace vyberu ur£. pevný �obnos�, kterým onu operaci �zaplatím�. Pokud n¥co zbyde, dám to na ú£et, pokud
bude oprace naopak draº²í neº onen obnos, z ú£tu vybírám. Z·statek na ú£tu musí být stále nezáporný � pokud usp¥ji,
obnos je amortizovaná cena 1 operace.

• Binární s£ítání: P°i kaºdém p°i£tení je práv¥ jeden bit p°eklopen z 0 na 1. Proto kaºdému bitu zavedeme ú£et
a za p°i£tení budeme vybírat 2 jednotky. Jedna je pouºita na p°eklopení daného bitu z 0 na 1 a druhá uloºena
na práv¥ jeho ú£et; p°ekláp¥ní z 1 na 0 jsou hrazeny z ú£t· (protoºe kaºdý bit, který má nastavenu 1 má na ú£tu
práv¥ 1 jednotku, projde to). Amortizovaná cena tedy vyjde 2 = Θ(1).

• Vkládání: Od kaºdého vloºení vyberu 3 jednotky � na vlastní vloºení, na p°ekopírování práv¥ vloºeného prvku
p°i p°í²tím vloºení a na p°í²tí p°ekopírování odpovídajícího prvku v levé polovin¥ pole (na pozici n − s

2 ), který
obnos ze svého vloºení vy£erpal. Po expanzi je celkem na v²ech ú£tech 0, jindy víc, tj. amortizovaná cena operace
je 3 = Θ(1).

Algoritmus (Potenciálová metoda)

Je to podobné bankovní, roli ú£tu hraje n¥jaká funkce w, která popisuje vhodnost jednotlivých kon�gurací D0, D1, . . ..
Pot°ebuji potom, aby w(Di) ≥ 0 ∀i. Amortizovaná sloºitost i -té operace o je potom:

am(oi) = T (oi) + w(Di+1)− w(Di)

Sloºitost nejhor²ího p°ípadu celé posloupnosti operací m·ºe být mnohem �rychlej²í� neº posloupnost nejhor²ích
p°ípad· jednotlivých operací:

n∑
i=1

T (oi) ≤
n∑
i=1

am(oi) + w(D0)



Kapitola 4

Státnice - NP-úplnost

4.1 T°ídy P a NP, polynomiální p°evody, NP-úplnost

De�nice (Úloha)

• Úloha je situace, kdy pro daný vstup (instanci úlohy) chceme získat výstup se zadanými vlastnostmi.

• Optimaliza£ní úloha je úloha, kde cílem je získat optimální (zpravidla nejv¥t²í nebo nejmen²í) výstup s danými
vlastnostmi.

• Rozhodovací problém je úloha, jejímº výstupem je ANO/NE.

De�nice (Kódování vstup·)

Kaºdá instance problému Q je kódována jako posloupnost 0 a 1, tj. instance je slovo v abeced¥ {0, 1}∗. Kódy v²ech
instancí problému Q tvo°í jazyk L(Q) nad abecedou {0, 1}∗, který se d¥lí na

• L(Q)Y � kódy instancí s odpov¥dí ANO (jazyk kladných instancí)

• L(Q)N � kódy instancí s odpov¥dí NE (jazyk záporných instancí)

Rozhodovací problém pak je rozhodnutí, zda x ∈ L(Q)Y nebo x ∈ L(Q)N (kde x je kód n¥jaké instance Q), kdyº
p°edpokládáme, ºe rozhodnutí x ∈ L(Q) lze ud¥lat v polynomiálním £ase vzhledem k |x|.

De�nice (Deterministický Turing·v stroj)

DTS obsahuje °ídící jednotku, £tecí a zápisovou hlavu a (nekone£nou) pásku. Program sestává z:

1. Kone£né mnoºiny Γ páskových symbol·, Σ ⊂ Γ vstupních symbol· a ∗ ∈ Γ prázdného symbolu

2. Kone£né mnoºiny Q stav· °ídící jednotky, která obsahuje startovní stav q0 a 2 terminální stavy qY , qN

3. P°echodové funkce δ : (Q\{qY , qN})× Γ→ Q× Γ× {←, •,→}

DTS s programem M p°ijímá x ∈ Σ∗, práv¥ kdyº pro vstup x se M zastaví ve stavu qY . Jazyk rozpoznávaný
programem M je L(M) = {x ∈ Σ∗|M prijima x}.

DTS s programemM °e²í problém Q, práv¥ kdyº výpo£etM skon£í pro kaºdý vstup x ∈ Σ∗ a platí L(M) = L(Q)Y .
Nech´ M je program pro DTS, který skon£í pro ∀x ∈ Σ∗. �asová sloºitost programu M je dána funkcí TM (n) =

max{m|∃x ∈ Σ∗, |x| = n, výpo£et na DTS s programem M a vstupem x skon£í po m krocích stroje}. Pokud existuje
polynom p tak, ºe TM (n) ≤ p(n)∀n, pak M je polynomiální DTS program.

De�nice (T°ída P)

Problém Q je ve t°íd¥ P, práv¥ kdyº existuje polynomiální DTS program M , který °e²í Q.

De�nice (Nedeterministický Turing·v stroj)

Stejný jako DTS, ale místo p°echodové funkce δ je zde zobrazení δ, které kaºdé dvojici z Q × Γ p°i°azuje mnoºinu
moºných pokra£ování výpo£tu, tj. trojic z Q× Γ× {←, •,→}.

NTS s programem M p°ijímá x ∈ Σ∗, práv¥ kdyº existuje p°ijímající výpo£et programu M (tj. b¥h M , kdy na
vstupu je x a kon£í se ve stavu qY ). Jazyk rozpoznávaný programem M je L(M) = {x ∈ Σ∗|M prijima x}.

�as, ve kterém M p°ijímá x ∈ Σ∗ de�nujeme jako po£et krok· nejkrat²ího p°ijímajícího výpo£tu nad daty x.
�asová sloºitost programu je dána funkcí:

17
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TM (n) =

{
1 neexistuje x delky n, ktere je prijimano
max{m|∃x ∈ Σ∗, |x| = n,M prijima x v case m}

Pokud existuje polynom p takový, ºe TM (n) ≤ p(n), pak M je polynomiální NTS program.

De�nice (T°ída NP)

Problém Q je ve t°íd¥ NP, práv¥ kdyº existuje polynomiální NTS program M , který °e²í Q. Na rozdíl od determinis-
tického p°ípadu netrváme na tom, ºe výpo£et musí skon£it i pro nep°ijímané instance.

Poznámka (Jiný model NTS)

P°idáme dal²í pásku (orákulum) a stroj pracuje ve 2 fázích:

1. Nedeterministicky hádá � zapí²e problém do orákula.

2. Deterministicky ov¥°uje obsah orákula � práce DTS na p·vodním vstupu plus obsahu orákula.

Je to ekvivalentní s p·vodním � omezíme-li po£et moºných p°echod· NTS na 2 (tím ho jen zpomalíme) a zapisujeme-
li do orákula v¥tve pokra£ování výpo£tu (pak sta£í na jednu jeden bit), p°evedeme ve²kerý nedeterminismus £ist¥ na
napln¥ní orákula.

De�nice (T°ída co-NP)

Problém Q je ve t°íd¥ co-NP, práv¥ kdyº existuje polynomiální NTS programM takový, ºe L(M) = L(Q)N . O pom¥ru
mnoºin co-NP a NP nevíme nic, jen to, ºe podmnoºinou jejich pr·niku je P.

P°evody a NP-úplnost

De�nice (Polynomiáln¥ vy£íslitelná funkce)

Funkce f : {0, 1}∗ → {0, 1}∗ je polynomiáln¥ vy£íslitelná, práv¥ kdyº existuje polynom p a algoritmus A takový, ºe
pro kaºdý vstup x ∈ {0, 1}∗ dává výstup f(x) v £ase nejvý²e p(|x|).

De�nice (Polynomiální p°evoditelnost)

Jazyk L1 je polynomiáln¥ p°evoditelný na jazyk L2 (pí²eme L1 ∝ L2), práv¥ kdyº existuje polynomiáln¥ vy£íslitelná
funkce f taková, ºe

∀x ∈ {0, 1}∗ : x ∈ L1 ≡ f(x) ∈ L2

De�nice (NP-t¥ºký, NP-úplný problém)

• Problém Q je NP-t¥ºký, práv¥ kdyº ∀Q′ ∈ NP : L(Q′)Y ∝ L(Q)Y .

• Problém Q je NP-úplný, práv¥ kdyº je Q NP-t¥ºký a Q ∈ NP.

Je-li n¥jaký NP-t¥ºký problém p°evoditelný na jiný, pak ten musí být také NP-t¥ºký.

4.2 P°íklady NP-úplných problém· a p°evody mezi nimi

Cook-Levinova v¥ta

Existuje NP-úplný problém.

D·kaz pro KACHL

Máme mnoºinu barev B, £tvercová sí´ S s obvodem obarveným barvami z B a mnoºinu K typ· kachlík·, kde je kaºdý
typ de�nován svou horní, dolní, levou a pravou barvou.

Lze sí´ S vykachlíkovat pomocí kachlík· z mnoºiny K (stejný typ lze pouºít libovoln¥krát, kachlíky ale nelze otá£et)
tak, aby:

• barvy kachlík· p°ilehlé k obvodu sít¥ souhlasily s barvami p°edepsanými tomto na obvodu sít¥ a

• kaºdá dvojice barev na dotyku dvou kachlík· byla rovn¥º shodná?
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NP-úplné problémy

Splnitelnost (SAT)

CNF (booleovská formule v konjunktivní normální form¥, tj. konjunkce disjunkcí) F na n prom¥nných. Existuje
pravdivostní ohodnocení prom¥nných, které spl¬uje formuli F?

D·kaz transformací KACHL ∝ SAT: pomocí prom¥nných xijk, kde xijk = 1, pokud na pozici [i, j] se nachází
kachlík typu k. Jednotlivé klauzule se vytvo°í tak, aby zaru£ovaly, ºe na kaºdé pozici je práv¥ jeden kachlík, ºe kachlíky
navazují horizontáln¥, vertikáln¥ i na kraje st¥ny.

3-SAT

Kubická CNF (vºdy jen 3 prom¥nné v jedné disjunkci) F na n Booleovských prom¥nných. Existuje pravdivostní
ohodnocení prom¥nných, které spl¬uje formuli F?

Transformace SAT ∝ 3-SAT: sta£í kaºdou klauzuli (disjunkci) rozloºit s pomocí nových volných prom¥nných na
n¥kolik kubických klauzulí: (ai,1 ∨ ai,2 ∨ ai,3 ∨ · · · ∨ ai,ki) odpovídá (ai,1 ∨ ai,2 ∨ yi,1)∧ (¬yi,1 ∨ ai,3 ∨ yi,2)∧ (¬yi,2 . . . )∧
· · · ∧ (¬yi,ki−3 ∨ ai,ki−1 ∨ ai,ki)

3-COLOR

T°íobarvení grafu: M¥jme neorientovaný graf G = (V,E). Lze obarvit vrcholy ve V t°emi barvami tak, aby ºádná
hrana v E nem¥la na obou koncích vrcholy stejné barvy?

Obrázek 4.1: Transformace 3-SAT ∝ 3-COLOR

Transformace 3-SAT ∝ 3-COLOR: Vytvo°ím pro v²echny prom¥nné a jejich negace vrcholy grafu a spojím
se t°emi body (z nichº kaºdý musí být jinak barevný podle obrázku), aby prom¥nné musely mít barvu T nebo F.
Prom¥nné a negace jsou taky spojené, aby bylo jednozna£n¥ dána hodnota kaºdé z nich. Pro kaºdou klauzuli 3-SAT
p°idám grafík podle obrázku (napojím na prom¥nné, které p°edstavují literály klauzule a na druhé stran¥ na barvu
F), aby prom¥nné v n¥m ne²ly obarvit FFF.

KLIKA

M¥jme neorientovaný graf G = (V,E) a p°irozené £íslo k. Existuje V ′ ⊆ V , |V ′| = k, indukující úplný podgraf grafu
G?

Transformace SAT ∝ KLIKA � pro kaºdý literál vytvo°ím bod grafu, spojím v²echny body odpovídající literál·m
r·zných klauzulí, pokud se nejedná o komplementární prom¥nné, tj. mezi xi a ¬xi nevede hrana.

Nezávislá Mnoºina (NM)

M¥jme neorientovaný graf G = (V,E) a p°irozené £íslo q. Existuje V ′ ⊆ V , |V ′| = q, taková, ºe uvnit° V ′ nejsou ºádné
hrany?

Transformace KLIKA ∝ NM: sta£í prohodit hrany a ne-hrany.

Vrcholové pokrytí (VP)

Máme neorientovaný graf G = (V,E) a p°irozené £íslo r. Existuje V ′ ⊆ V , |V ′| = r taková, ºe kaºdá hrana má ve V ′

alespo¬ jeden vrchol?
Transformace NM ∝ VP: NM je dopln¥k VP (vedou-li hrany do VP, uº nem·ºou vést mezi ostatními vrcholy).
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Obrázek 4.2: Transformace VP ∝ HK

Hamiltonovská Kruºnice (HK)

Máme neorientovaný graf G = (V,E). Obsahuje G hamiltonovskou kruºnici, tj. jednoduchou kruºnici, která prochází
kaºdým vrcholem práv¥ jednou?

Transformace VP ∝ HK: Na |V | pomyslných linkách naskládám pro kaºdou hranu p·vodního grafu dvanáctici
vrchol· spojených podle obrázku (widget). Krajní body v²ech linek spojím s vrcholy odpovídající p·vodnímu VP
v1, . . . , vr. Protoºe widgety lze projít jen £áste£n¥ (2x po linkách) nebo úpln¥ (jednou v²echny), bude HK vést £ás-
te£ným pr·chodem p°es widgety, pokud oba vrcholy p°íslu²né jejich hran¥ p·vodního grafu pat°í do VP a úplným
jinak.

Obchodní cestující (TSP)

Máme úplný neorientovaný graf G = (V,E), váhy w : E → Z+
0 a £íslo k ∈ Z+. Existuje v G hamiltonovská kruºnice

s celkovou váhou nejvý²e k? N¥kdy se po£ítá nad neúplným grafem a poºaduje se hamiltonovský sled, tj. je moºné
opakovat vrcholy; to se ale na tuto de�nici snadno p°evede.

Transformace HK ∝ TSP: sta£í nastavit váhy tak, ºe w(e) = 1, pokud e byla v p·vodním grafu a w(e) = 2 jinak.
Je-li cht¥ná váha rovna po£tu hran p·vodního grafu, °e²ení dává HK v n¥m.

Sou£et podmnoºiny (SP)

Jsou daná £ísla a1, . . . , an, b ∈ Z+. Existuje mnoºina index· S ⊆ {1, . . . , n} taková, ºe
∑
i∈S ai = b?

Transformace VP ∝ SP: vyrobím inciden£ní matici grafu (°ádky odp. vrchol·m, sloupce hranám), kde budou
jedni£ky na místech, kde daná hrana vede z daného vrcholu. P°idám k ní matici, jejíº °ádky i sloupce odpovídají
hranám a jedni£ky jsou pouze na diagonále (tj. kaºdá hrana má jedni£ku ve �svém� °ádku a sloupci). �Nalevo� od
inciden£ní matice p°idám sloupec plný jedni£ek. �ádky matice interpretuju jako £ísla ve £ty°kové soustav¥ (v kaºdém
sloupci jsou t°i jedni£ky, proto nedojde nikdy k p°esunu °ád·) a hledám sou£et podmnoºiny jako £íslo, které má na
za£átku velikost VP (se£te se ze sloupce jedni£ek) a následují samé dvojky (pro kaºdou hranu).

4.3 Silná NP-úplnost, pseudopolynomiální algoritmy

P°íklad

SP není exponenciální, ale polynomiální v po£tu a velikosti £ísel. Algoritmus (dynamické programování):
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1. Nech´ a1 ≤ a2 ≤ · · · ≤ an a A je bitové pole délky b (kde 1 na pozici i bude indikovat moºnost vytvo°ení
podmnoºiny se sou£tem i).

2. V²echny prvky pole A nastav na 0.

3. Pro i od 1 do n opakuj (hl. cyklus):

(a) A[ai] := 1

(b) Pro j od ai−1 do b zkou²ej: kdyº A[j] = 1 a j + ai ≤ b, nastav A[j + ai] := 1

4. Je-li A[b] = 1, podmnoºina se sou£tem rovným b existuje.

Po i-tém pr·chodu hlavním cyklem obsahuje A jedni£ky práv¥ u v²ech sou£t· neprázdných podmnoºin {a1, . . . , ai}.
D·kaz � indukcí. Celk. sloºitost je O(n · b), coº je exponenciální vzhledem k binárn¥ kódovanému vstupu, ale polyno-
miální, máme-li na vstupu £ísla konstantní délky.

De�nice (Pseudopolynomiální algoritmus)

Nech´ je dán rozhodovací problém Π a jeho instance I. Pak de�nujeme:

• kód(I) � délka zápisu (po£et bit·) instance I v binárním kódování (£i jiném na n¥j polynomiáln¥ p°evoditelném)

• max(I) � velikost nejv¥t²ího £ísla, vyskytujícího se v I (NE délka jeho binárního zápisu!)

Algoritmus se nazývá pseudopolynomiální, pokud je jeho £asová sloºitost omezena polynomem v prom¥nných
kód(I) a max(I). Kaºdý polynomiální algoritmus je tím pádem pseudopolynomiální.

Poznámka (O £íselných problémech)

Pokud pro n¥jaký problém Π platí, ºe ∀I : max(I) ≤ p(kód(I)) pro n¥jaký polynom p, pak v²echny pseudopolynomiální
algoritmy, °e²ící tento problém, jsou zárove¬ polynomiální.

V²echny problémy, kde tato rovnice neplatí(tj. neexistuje p, ºe by platila), nazýváme £íselné problémy.

V¥ta (O pseudopolynomialit¥ a NP)

Nech´ Π je NP-úplný problém a není £íselný. Pak pokud P6=NP, nem·ºe být Π °e²en pseudopolynomiálním algoritmem.

Poznámka

Ani ne kaºdý £íselný problém je °e²itelný pseudopolynomiálním algoritmem.

V¥ta (O pseudopolynomialit¥ a podproblémech)

Nech´ Π je rozhodovací problém a p polynom. Potom Πp ozna£me mnoºinu instancí (podproblém) problému Π, pro
které platímax(I) ≤ p(kód(I)). Potom máme-li pseudopolynomiální algoritmus A, který °e²í problém Π, ur£it¥ existuje
polynomiální algoritmus, °e²ící Πp. Toto platí pro libovolné p.

D·kaz

Algoritmus A′, °e²ící Πp v polynomiálním £ase, otestuje x na p°ítomnost v Πp (spo£ítá kód(x) a max(x)) a pokud
x ∈ Πp, chová se stejn¥ jako A, takºe b¥ºí v £ase q(kód(x),max(x)) ≤ q(kód(x), p(kód(x))) = q′(kód(x)).

De�nice (Siln¥ NP-úplný problém)

Rozhodovací problém Π je siln¥ NP-úplný, pokud Π ∈NP a existuje polynom p takový, ºe podproblém Πp je NP-úplný.

V¥ta (O silné NP-úplnosti)

Nech´ problém Π je siln¥ NP-úplný. Potom, pokud P6=NP, neexistuje pseudopolynomiální algoritmus, který by °e²il
Π.

D·kaz

Plyne z p°edchozí v¥ty.
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P°íklady

TSP je siln¥ NP-úplný. Je to £íselný problém, protoºe váhy hran nejsou omezené. Kdyº váhy na hranách omezím,
dostanu NP-úplný podproblém (jde na n¥j p°evést HK).

3-ROZD�LENÍ je siln¥ NP-úplné. Problém: máme a1, . . . a3m, b ∈ N takové, ºe ∀j : 1
4b ≤ aj ≤ 1

2b a navíc∑3m
j=1 aj = mb. Existuje S1, . . . Sm disjunktní rozd¥lení mnoºiny {1, . . . , 3m} takové, ºe ∀i :

∑
j∈Si aj = b?

D·kaz se provádí p°evodem z 3DM (t°ídimenzionální párování na tripartitních grafech), v²echna £ísla konstruovaná
pro p°evod jsou polynomiáln¥ velká vzhledem ke |G| (v p°evodu V P ∝ SP byla exponenciáln¥ velká).



Kapitola 5

Státnice - Aproxima£ní algoritmy a

schémata

5.1 Aproxima£ní algoritmy

De�nice (Aproxima£ní algoritmus)

Aproxima£ní algoritmus b¥ºí v polynomiálním £ase a vrací °e²ení �blízká� optimu. Je nutné mít n¥jakou míru kvality
°e²ení. Ozna£me:

• C∗ hodnotu optimálního °e²ení

• C hodnotu nalezenou aproxima£ním algoritmem

A p°edpokládejme nezáporné hodnoty °e²ení.

De�nice (Pom¥rová chyba)

�ekneme, ºe algoritmus °e²í problém s pom¥rovou chybou ρ(n), pokud pro kaºdé zadání velikosti n platí:

max{C
∗

C
,
C

C∗
} ≤ ρ(n)

De�nice (Relativní chyba)

�ekneme, ºe algoritmus °e²í problém s relativní chybou ε(n), pokud pro kaºdé zadání velikosti n platí:

|C − C∗|
C∗

≤ ε(n)

Poznámka (O p°evodu chyb)

Z jedné chyby se dá vyjád°it druhá:

• V p°ípad¥ maximaliza£ní úlohy: ε(n) = C−C∗
C∗ = C

C∗ − 1 = ρ(n)− 1

• V p°ípad¥ minimaliza£ní úlohy: ε(n) = C∗−C
C∗ = 1− 1

ρ(n)

P°íklad (Aproxima£ní algoritmy pro vrcholové pokrytí)

• �Brát vrcholy od nejvy²²ího stupn¥, dokud nemám celé pokrytí� nemá konstantní relativní chybu � ex. protip°í-
klad, kdy ρ(k) ≤ a · ln k

• �Vzít libovolnou hranu, dát do pokrytí její dva konce, odstranit její incidentní hrany a projít tak celé E� má
relativní chybu 2 � ºádné 2 hrany nemají spole£ný vrchol, tj. mám pokrytí o velikosti 2×|mn. disj. hran|. Kaºdé
vrcholové pokrytí je ale ≥ |mn. disj. hran|.
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P°íklad (Aproxima£ní algoritmy pro TSP)

Omezení na trojúhelníkovou nerovnost � po°ád je NP (p°evod HK→TSP zachovával trojúhelníkovou nerovnost).
Algoritmus:

1. Najdi minimální kostru T

2. Zvol lib. vrchol a pomocí DFS nad T v PRE-ORDERu o£ísluj vrcholy.

3. Cesta (s opakováním) po kost°e T p°es v²echny vrcholy := X. Pak w(X) = 2w(T ) (kaºdou hranou kostry jdu
tam a zp¥t).

4. Výslednou HK H vyrobím zkrácením cesty (vypou²t¥ním jiº nav²tívených vrchol·), z trojúhelníkové nerovnosti
w(H) ≤ w(X). Celkem tedy dává w(H) ≤ w(X) ≤ 2w(H∗), protoºe w(T ) ≤ w(H∗) (H∗ je kostra, bez jedné
hrany).

Bez omezení � pro ºádné konstantní ρ neexistuje polynomiální algoritmus, °e²ící obecný TSP s pom¥rovou chybou ρ.

Mohu totiº mít HK v grafu G = (V,E), pak zadání TSP zkonstruovat jako K|V |(V, V ×V ), kde w(e) =

{
1 e ∈ E
|V |ρ e /∈ E

.

Pak by aproxima£ní algoritmus s chybou ρ musel ur£it¥ vºdy vrátit p°esné °e²ení, takºe by musel být NP-t¥ºký.

5.2 Aproxima£ní schémata

De�nice (Aproxima£ní schéma)

Aproxima£ní schéma pro optimaliza£ní úlohu je aproxima£ní algoritmus, který má jako vstup instanci dané úlohy a
£íslo ε > 0, a který pro libovolné ε pracuje jako aproxima£ní algoritmus s relativní chybou ε. Doba b¥hu m·ºe být
exponenciální jak vzhledem k n � velikosti vstupní instance, tak vzhledem k 1

ε .

De�nice (Polynomiální aproxima£ní schéma)

Polynomiální aproxima£ní schéma je takové aproxima£ní schéma, které pro kaºdé pevné ε > 0 b¥ºí v polynomiálním
£ase vzhledem k n (ale stále m·ºe být exponenciální vzhledem k 1

ε .

De�nice (Úpln¥ polynomiální aproxima£ní schéma)

Úpln¥ polynomiální aproxima£ní schéma je polynomiální aprox. schéma, b¥ºící také v polynomiálním £ase vzhledem
k 1
ε (tj. algoritmus s konstantn¥-krát men²í relativní chybou b¥ºí v konstantn¥-krát del²ím £ase).

Úplná polynomiálna aproxima£ná schéma pre problém batohu

Zadanie pre �dvojrozmernú variantu� problému batohu je n hmotností predmetov w1, w2, . . . wn, obmedzenie W na
celkovú hmotnos´ a hodnoty predmetov v1, v2, . . . , vn. Úlohou je nájs´ takú mnoºinu S ⊂ {1, 2, . . . , n}, aby

∑
i∈S wi ≤

W a
∑
i∈S vi bolo £o najvä£²ie.

Nech V = max{v1, v2, . . . , vn}. Zade�nujme si W (i, v) ako najmen²ia hmotnos´ takej podmnoºiny predmetov
{w1, . . . wi}, ktorých celková hodnota je práve v. Potom:

W (i, v) =


0 v = 0

∞ i = 0, v > 0

W (i− 1, v) vi > v

min{W (i− 1, v), wi +W (i− 1, v − vi)} inak

V tre´om prípade nepridáme vec i, lebo by sme prekro£ili cenu v (spome¬me si na de�níciu W (i, v)), v ²tvrtom ju
pridáme ak nám nepokazí hmotnos´.

Pomocou tohto môºeme napísa´ algoritmus vyuºívajúci dynamické programovanie a ako výsledok vrátime max{v|W (n, v) ≤
W}. Tento algoritmus bude ma´ zloºitos´ n2V , £o je iba pseudopolynomiálny algoritmus. Ten v²ak môºeme upravi´.

Upravme si zadanie tak, ºe hodnoty v²etkých predmetov oreºeme o najniº²ie bity. Ak chceme relatívnu chybu ε > 0,
tak oreºeme b = dlog εVn e bitov (nahradíme ich nulami) (pre£o práve to©ko bude vysvetlené niº²ie). Tým sme získali
novú in²tanciu problému batohu, kde hmotnosti a limit sú rovnaké, ale pre kaºdé i je hodnota predmetu v′i = 2bb vj

2b
c.

Ná² algoritmus bude potrebova´ £as O(n
2V
2b

) (pretoºe ignorujeme nulové bity na konci kaºdej hodnoty predmetu).
Rie²enie S′, ktoré dostaneme bude moºno rôzne od optima S pôvodnej úlohy, ale bude plati´:∑

i∈S
vi ≥

∑
i∈S′

vi ≥
∑
i∈S′

v′i ≥
∑
i∈S

v′i ≥
∑
i∈S

(vi − 2b) ≥
∑
i∈S

vi − n2b



5.2. APROXIMA�NÍ SCHÉMATA 25

Prvá nerovnos´ platí, lebo S je optimum v pôvodnej úlohe, druhá lebo v′i ≤ vi, tretia lebo S′ je optimum novej
úlohy, ²tvrtá lebo v′i ≥ vi − 2b a posledná lebo |S| ≤ n. Na²e rie²enie je teda najviac n2b pod optimom. Dolný odhad
optima je V (predpokladáme, ºe kaºdý predmet sa samotný vmestí do batoha, iná£ môºeme príli² ´aºké predmety
vyhodi´ ako preprocessing). Relatívna chyba je teda approx−opt

opt ≤ approx−opt
V ≤ n2b

V = ε

Takºe pre zadané ε oreºeme b = dlog εVn e bitov a dostaneme algoritmus, ktorého relatívna chyba je ε a jeho £asová
zloºitos´ je O(n

2V
2b

) = O(n
3

ε ), £o je polynomiálne aj v n aj v 1
ε , preto je to úplná polynomiálna aproxima£ná schéma.
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Kapitola 6

Státnice - Algoritmicky vy£íslitelné funkce

6.1 �áste£n¥ rekurzivní funkce

K. Gödel v 30. letech vynalezl primitivní rekurzivní funkce, pozd¥ji spole£n¥ s dal²ími £áste£n¥ rekurzivní funkce. Jde
o funkcionální p°ístup k algoritm·m. Lze se na n¥ dívat i jako na logiku 1. °ádu: základní funkce jsou axiomy, máme
operátory � odvozovací pravidla � a z toho vyrábíme formule � rekurzivní funkce.

De�nice (Podmín¥ná rovnost, konvergence, divergence)

• ' zna£í �podmín¥nou rovnost�, tj. v p°ípad¥, ºe alespo¬ jedna strana má smysl, tak má smysl i druhá a rovnají
se.

• P1(D)↓ zna£í, ºe predikát je de�nován, tj �konverguje� (ob£as se zna£í ! místo ↓)

• P1(D)↑ zna£í, ºe predikát není de�nován, tj. �diverguje�

Zna£ky konvergence, divergence i podmín¥né rovnosti se vztahují jak na predikáty, tak na funkce.

De�nice (Základní funkce)

• o(x) ' 0 ∀x ∈ N (�nula�)

• s(x) ' x+ 1 ∀x ∈ N (�následník�)

• Ijn(x1, . . . , xn) ' xj 1 ≤ j ≤ n (�projekce�, vybrání jedne ze sloºek)

De�nice (Základní operátory)

• Rn (n ≥ 1) � primitivní rekurze
Funkcím f (n−1 prom¥nných) a g (n+1 prom¥nných) p°i°adí Rn(f, g) = h, kde h(0, x2, . . . , xn) ' f(x2, . . . , xn)
a h(y + 1, x2, . . . , xn) ' g(y, h(y, x2, . . . , xn), x2, . . . , xn) (analogické k for-cyklu).

• Smn � substituce
Funkci f (m prom¥nných) a m funkcím gi (v²echny n prom¥nných) p°i°adí funkci h (n prom¥nných) p°edpisem
h = Smn (f, g1, . . . , gm) ≡ h(x1, . . . , xn) ' f(g1(x1, . . . , xn), . . . , gm(x1, . . . , xn)) (analogické k podprogramu).

• Mn � minimalizace
Funkci f (n+ 1 prom¥nných) p°i°adí h (n prom¥nných) tak, ºe

h(x1, . . . , xn)↓ ∧h(x1, . . . , xn) ' y ≡ f(x1, . . . , xn, y)↓,' 0 ∧ f(x1, . . . , xn, j)↓, 6' 0 ∀j < y

(analogické k while-cyklu).

Dal²í zna£ení:

• µyP (x, y) je funkce prom¥nné x, která vrátí nejmen²í y takové, aby platil predikát P (x, y). Lze jí sestrojit pomocí
operátoru minimalizace.

De�nice (T°ída primitivn¥ a £áste£n¥ rekurzivních funkcí)

• T°ída primitivn¥ rekurzivních funkcí je nejmen²í t°ída funkcí f : Nk → N, která obsahuje základní funkce a je
uzav°ená na Rn a Smn .

• T°ída £áste£n¥ rekurzivních funkcí je nejmen²í t°ída, která obsahuje zákl. funkce a je uzav°ená na Rn, Smn a Mn.
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Poznámka (Vlastnosti zákl. funkcí a operátor·)

• V²echny zákl. funkce jsou v²ude de�nované (�totální�) a efektivn¥ vy£íslitelné.

• V²echny zákl. operátory zachovávají efektivní vy£íslitelnost.

• Rn, Smn zachovávají totálnost.

• PRF jsou efektivn¥ vy£íslitelné a totální.

De�nice (Odvození funkce)

Odvození funkce je kone£ná posloupnost funkcí, z nichº kaºdá je bu¤ funkce základní, nebo vzniká z uº odvozených
funkcí pomocí n¥jakého operátoru. Ke kaºdé funkci si pamatujeme, jak vznikla (toto v praxi hraje roli programu).

De�nice (Obecn¥ rekurzivní funkce)

Funkce je obecn¥ rekurzivní (ORF), jestliºe je �RF a totální.

Operace s PRF, predikáty

Poznámka (N¥které PRF)

Pomocí PRF lze popsat nap°.:

• sou£et

• sou£in

• mocninu, faktoriál

• operaci x−̇y, kde x−̇y = x− y pro x ≥ y, jinak 0

• operátory sg a sg (testy na nenulovost, resp. nulovost argumentu)

• minimum, maximum, absolutní hodnotu rozdílu

De�nice (Charakteristická funkce)

M¥jme predikát P (libovolné tvrzení) o n prom¥nných. Potom cP je jeho charakteristická funkce, kdyº je to v²ude
de�novaná funkce daná následovn¥:

cP (x1, . . . , xn) '

{
1 pokud P (x1, . . . , xn)

0 jinak

�áste£ná charakteristická funkce pro n¥jaký predikát P o n prom¥nných je funkce f o n prom¥nných taková, ºe
f(x1, . . . , xn) ↓⇔ P (x1, . . . , xn) a f(x1, . . . , xn) ↓⇒ f(x1, . . . , xn) = 1.

De�nice (PR, OR, RS Predikáty)

�ekneme, ºe predikát je primitivn¥ (obecn¥) rekurzivní, jestliºe jeho charakteristická funkce je primitivn¥ (obecn¥)
rekurzivní. Predikát je rekurzivn¥ spo£etný, jestliºe jeho £áste£ná charakteristická funkce je £áste£n¥ rekurzivní.

S funkcemi a predikáty se operuje docela ned·sledn¥, dají se v podstat¥ ztotoºnit.

Poznámka (Jiná moºnost nahlíºení)

�RF odpovídají funkcionální logice 1. °ádu:

• termy £íselné: 0, x, x+ 1, . . .

• termy funk£ní: o, I1
1 , s, R2(I1

1 , S
1
3(s, I2

3 )), . . .

• pravidlo aplikace: Ap(f, x) = · · · = f(x) (kde �. . .� je proces vyhodnocení termu, potenciáln¥ nekone£ný, dává z
funkce £íselný term)

• pravidlo zobecn¥ní: λxy(x+ y) dává z £íselného termu x+ y funkci
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Poznámka (Operace zachovávající PR)

PR jsou:

• Roz²í°ení po£tu prom¥nných, konstantní funkce

• Permutace a ztotoºn¥ní prom¥nných

• Kódování Nk do N � iterace Cantorova diagonálního kódování dvojic (〈x, y〉2 = (x+y)(x+y+1)
2 + x)

• Opa£ná operace � dekódování

• Funkce p(i) � i-té prvo£íslo

• Predikát rovnosti a <, >

• Logické spojky ∨,∧,¬, omezené kvanti�kátory (kvanti�kace spo£etn¥ mnoha prvk·)

• Gödelovo prvo£íselné kódování: slovo ai0 . . . aik do p(0)i0 · · · · · p(k)ik

Ackermannova funkce

De�nice (Ackermannova funkce)

Ackermannova funkce je funkce de�novaná jako:

A(0, x) =


1 x = 0

2 x = 1

x+ 2 x > 1

A(y, 0) = 1

A(y + 1, x+ 1) = A(y,A(y + 1, x))

De�nice (Strukturální sloºitost)

De�nujeme strukturální sloºitost � hloubku rekurze (intuitivn¥: po£et vno°ených for-cykl· � syntakticky, ne výpo£tem)
jako 0 pro základní funkce a

h(Rn(P,Q)) = max(h(P ), h(Q) + 1), h(Smn (P,Q0, . . . , Qk)) = max(h(P ), h(Q0), . . . , h(Qk))

Pak Ri je t°ída PRF, které lze získat pomocí PR-term· hloubky ≤ i a PRF samo je ∪∞i=1Ri

V¥ta (O Ackermannov¥ funkci)

Ackermannova funkce není PRF, ale je ORF.

D·kaz

• Ur£it¥ je ORF � d·kaz se provádí trans�nitní indukcí typu ω2; pro výpo£et kaºdé hodnoty pot°ebuji jen kone£n¥
mnoho p°edchozích hodnot � sta£í mi µz, kde z je nejmen²í kus N2, který sta£í k výpo£tu A(y, x) (dá práci
dokázat, ºe je kone£ný, pot°eba ordinál·, lexikogra�ckého uspo°ádání).

• A roste rychleji neº kaºdá PRF: ∀ϕ PRF (jedné prom¥nné) ∃x0 : ∀x ≥ x0 : ϕ(x) < A(x, x).

• Uvaºujme A(y, x) jako matici funkcí fy(x). Potom ur£it¥ fi ∈ Ri\Ri−1 a fy(x) je (aº na kone£n¥ mnoho x)
rostoucí. Navíc pro libovolnou ϕ ∈ Ri existuje x0 takové, ºe ∀x ≥ x0 : ϕ(x) < fi+1(x), tedy fi+1 majorizuje
v²echny funkce z Ri

• Nech´ pro spor má A(x, x) hloubku i. Potom A(x, x) = ϕ(x) < fi+1(x) pro n¥jaké pevné i. Potom ale A(x, x) <
fi+1(x) < fx(x) = A(x, x), tj. pro x > i+ 1 máme spor.

V¥ta (O vztahu PRF, ORF a �RF)

Platí PRF⊂ ORF ⊂ �RF a inkluze jsou ostré.

D·kaz

Pro ORF⊂ �RF mám funkci g(x, y) ' y + 1 a h(x) ' µy(g(x, y) ' 0), ta není nikde de�novaná. Pro PRF⊂ ORF
mám Ackermannovu funkci.
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6.2 Univerzální funkce

De�nice (Univerzální funkce)

M¥jme T � spo£etnou mnoºinu �RF jedné prom¥nné. Potom U(i, x) je univerzální funkce t°ídy T , jestliºe:

• ∀ p°irozené i : λxU(i, x) ∈ T

• ∀ϕ ∈ T : ∃i0 : ϕ = λxU(i0, x)

A U tedy indexuje v²echny funkce t°ídy T . Podobn¥ se de�nují i univerzální funkce pro �RF více prom¥nných.
Platí, ºe {λxU(i, x)}y≥0 je posloupnost v²ech funkcí z T , takºe U ur£uje numeraci prvk· T

V¥ta (O univerzální funkci PRF)

Existuje ORF, která je univerzální pro t°ídu PRF (jedné prom¥nné). Taková funkce pak nem·ºe být PRF.

D·kaz

• Se°adím v²echny PR-termy (PR-programy) do posloupnosti (máme 3 axiomy a 3 odvozovací pravidla, se°azení
je moºné).

• Potom U(x, y) := hx(y), kde hx vy£ísluje x-tý program.

• Sporem nech´ U(x, y) je PRF. Pak i U(x, x) je PRF, 1−̇U(x, x) je PRF, z toho 1−̇U(x, x) = U(x0, x). Dosadím
x = x0 a mám spor, nebo´ ob¥ strany jsou de�novány (toto je p°íklad pouºití Cantorovy diagonální metody).

De�nice (Turingovsky vy£íslitelná funkce)

Vezmeme Turingovy stroje s vn¥j²í abecedou, jejíº prvním znakem je � |�. �ísla 0, 1, . . . zapisujme na pásku jako
|, ||, |||, . . ., n-tice odd¥lujme znakem λ. Potom:

• �ekneme, ºe stroj M je n-aritmetický, pokud pro kaºdou n-tici p°ir. £ísel x1, . . . , xn reprezentovanou po£áte£ní
kon�gurací S platí: je-li M pouºitelný k S (zastaví-li se výpo£et nad ní) a je-li výsledná kon�gurace T , pak v T
je na pásce n¥jaké jedno p°irozené £íslo a hlava stroje M stojí nad jeho posledním znakem |.

• Stroj je dále n-aritmetický typu 0/1, pokud má abecedu {|, λ} a jediný koncový stav.

• �ekneme, ºe M vy£ísluje funkci f o n prom¥nných, pokud M je n-aritmetický a pro kaºdou n-tici p°ir. £ísel
x1, . . . , xn v po£. kon�guraci S platí: M je pouºitelný, práv¥ kdyº je f pro x1, . . . , xn de�novaná a je-li f
de�novaná, pak ve výsledné kon�guraci T je na pásce stroje £íslo f(x1, . . . , xn) a hlava stojí nad jeho posledním
znakem.

• �ekneme, ºe funkce je turingovsky vy£íslitelná, pokud existuje n¥jaký n-aritmetický TS (typu 0/1), který ji
vy£ísluje.

V¥ta (O ekvivalenci TS a �RF)

Funkce n prom¥nných je £áste£n¥ rekurzivní, práv¥ kdyº existuje n-aritmetický Turing·v stroj typu 0/1, který ji
vy£ísluje.

D·kaz

�⇐�: Kaºdá �RF je T-vy£íslitelná.
D·kaz indukcí podle sloºitosti funkce � pro základní funkce to jist¥ platí, Rn,Mn, S

m
n toto zachovávají (Smn znamená

pouºití více pásek, vy£íslení a sloºení, Rn znamená vy£íslení f a y-krát �oto£ení� g, Mn je vy£íslování f na vstupu a
zv¥t²ujícím se po£ítadle cykl·, dokud nedostanu 0 � pak vrátím hodnotu po£ítadla).

�⇒�: Pro kaºdý TS M existuje �RF, která dává stejný výsledek
Je nutné zavést kódy kon�gurací; TS navíc nemají ºádné podt°ídy, tedy nelze postupovat induktivn¥. Platí:

• stepM (X) � jeden krok stroje je PR záleºitost (pracuje se nad kon�guracemi TS UqsV , z obou stran obalenými
spec. znakem h, pak slovo není nekone£né a lok. zm¥na se dá spo£ítat). Existuje ur£it¥ PR funkce, která popisuje
lokální zm¥nu (jde vlastn¥ o rozhodovací strom, který se staví pomocí Rn).

• compM (X, i) � výsledek stroje po i krocích práce je stále PR (for-cyklus � Rn)

• µi(compM (X, i) obsahuje q0) � q0 je koncový stav (pracuj, dokud neskon£í² � while)

• Potom výsledná �RF g je dána jako g(kód(S)) ' result(µi(compM (X, i) obsahuje q0)), kde result je jednoduchá
funkce smazání okraj· atp. BÚNO je takový stroj úplný a q0 jeho jediný koncový stav. Operátor minimalizace
se vyskytuje jen jednou, proto je vhodné ho vysunout co nejvíce �ven� v uzávorkování.
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Pak také platí, ºe mám-li n¥jakou £áste£nou funkci (tj. nemusí být totální), která je turingovsky vy£íslitelná, pak
je �R.

Kleenova v¥ta

V¥ta (Kleenova o normální form¥)

Pro kaºdé k ≥ 1 existují

• �RF Ψk k + 1 prom¥nných

• PRP Tk k + 2 prom¥nných (Kleene·v predikát)

• PRF U jedné prom¥nné

• PRF sk k + 1 prom¥nných

takové, ºe:

1. Ψk je univerzální funkcí pro t°ídu v²ech �RF k prom¥nných. Ψk(e, x1, . . . , xk) vy£ísluje e-tou �RF k prom¥nných.
Navíc z odvození �RF lze efektivn¥ získat e a naopak z e lze efektivn¥ získat odvození p°íslu²né �RF.

2. Ψk(e, x1, . . . , xk) ' U(µyTk(e, x1, . . . , xk, y)), kde Tk odpovídá výpo£tu Turingova stroje, y = 〈y0, y1〉, y0 je doba
výpo£tu, y1 výsledek a U vyd¥lí z 〈y0, y1〉 druhou sloºku.

3. sk je prostá funkce rostoucí ve v²ech prom¥nných, o které platí (tato £ást V¥ty o normální form¥ se nazývá S-m-n
v¥ta):
Ψm+n(e, z1, . . . , zm, x1, . . . , xn) ' Ψn(sm(e, z1, . . . , zm), x1, . . . , xn)
Tm+n(e, ~z, ~x) ≡ Tn(sm(e, ~z), ~x)

4. Tk(e, x1, . . . , xk, y) ∧ Tk(e, x1, . . . , xk, z)⇒ y = z

Díky tomu lze �RF efektivn¥ o£íslovat. ϕe(x1, . . . , xk) pak zna£í e-tou funkci k prom¥nných. Indexu e se °íká
Gödelovo £íslo funkce.

D·kaz

• Oklikou p°es Univerzální Turing·v stroj: ke kaºdé �RF máme TS a jeho kód e. Vezmeme si proto UTS, který s
kódy umí po£ítat, a hledáme jeho �RF.

• Páska univerzálního stroje vypadá v obecném p°ípad¥ následovn¥:

Y blok1 Y blok2 ∆ blok3 ×O1 ×O2 . . . Y

První blok je aktuální kon�gurace, druhý £íslo stavu a t°etí aktuální polí£ko, zbytek je program. �ísla kódujeme
unárn¥ (x jako x+ 1 £ar).

• Základní idea � bez prom¥nných x1, . . . xk páska UTS vypadá takto: Y M Y blok2 ∆ blok3 ×O1×O2 . . . Y (M
je kód programu).

• Konstrukce Ψm(e, x1, . . . , xm):

� Zkontrolujeme, zda e po rozkódování obsahuje n¥jaký kód programu M .

� Jestliºe ne, je výsledkem nulová funkce (syntax error).

� Jestliºe ano, nejlev¥j²í výskyt M nahradíme || . . . |λ|| . . . |λ . . . λ|| . . . |M (kódování vstupních dat x1, . . . , xn;
substituce) a spustíme program e na UTS, podle toho získáme výsledek � Ψk

• sk(e, y1, . . . , yk) odpovídá: £ekej na x1, . . . , xj , p°idej k nim y1, . . . , yk a spus´ program e.

V¥ta (Vlastnosti predikátu Ψk)

1. Predikát Ψk(e, x1, . . . , xk)↓ je rekurzivn¥ spo£etný, není rekurzivní.

2. jeho negace Ψk(e, x1, . . . , xk)↑ není rekurzivn¥ spo£etná.

3. Dále Ψk nelze roz²í°it do ORF. Dokonce pokud α je �RF, která je roz²í°ením Ψk, potom lze efektivn¥ nalézt
vstup ~z takový, ºe α(~z)↑.

Univerzální funkce pro danou t°ídu funkcí tedy bu¤ nem·ºe pat°it do této t°ídy, nebo nem·ºe být totální.
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D·kaz

• Z de�nice je z°ejmé, ºe Ψk(. . .)↓ je rekurzivn¥ spo£etný predikát. Sta£í ukázat, ºe Ψk(. . .)↑ není rekurzivn¥
spo£etný. Z toho p°ímo plyne, ºe Ψk(. . .)↓ není rekurzivní.

• Bez újmy na obecnosti uvaºujme k=1. Pouºijeme Cantorovu diagonální metodu.

• Kdyby Ψ1(. . .)↓ byl rekurzivní, potom by Ψ1(x, x)↑ byl také rekurzivní, tím spí²e rekurzivn¥ spo£etný. Tedy
pro n¥jakou �RF ϕ by platilo Ψ1(x, x) ↑⇔ ϕ(x) ↓. Vezmeme-li index funkce ϕ (ozna£me jej x0), dostáváme
Ψ1(x, x)↑⇔ Ψ1(x0, x)↓, po dosazení x = x0 dostáváme Ψ1(x0, x0)↑⇔ Ψ1(x0, x0)↓, coº je spor.

• Pro d·kaz zbytku tvrzení p°edpokládejme, ºe h(e, x) je ORF roz²í°ením Ψ1(e, x). Potom 1−̇h(x, x) je ORF g.
Nech´ g má index x0, tj. g(x) ' Ψ1(x0, x). Protoºe g je ORF, pro v²echna x platí Ψ1(x0, x)↓, tedy Ψ1(x0, x0)↓.
Dostáváme h(x0, x0) = Ψ1(x0, x0), coº ov²em vede ke sporu: 1−̇Ψ1(x0, x0) ' h(x0, x0) ' Ψ1(x0, x0).

• Pokud n¥jaká �RF β je roz²í°ením Ψ1, umím pro β (podle p°edch. d·kazu) najít e takové, ºe β(e, e)↑.

• My²lenka obsaºená v p°edchozím d·kazu je zaloºená na Cantorov¥ diagonální metod¥. Spor na diagonále si
vynutí divergenci, nebo´ rovnost funkcí je jenom podmín¥ná, tedy v p°ípad¥ divergence je v²e v po°ádku.



Kapitola 7

Státnice - Rekurzivní a rekurzivn¥ spo£etné

mnoºiny

7.1 Rekurzivn¥ spo£etné mnoºiny

De�nice (Rekurzivní a rekurzivn¥ spo£etná mnoºina)

Charakteristická funkce mnoºinyM ozna£uje charakteristickou funkci predikátu náleºení do mnoºiny, tj. funkci cM (x),
kde cM (x) =↓ 1 pro x ∈M a cM (x) ↓= 0 pro x /∈M .

Analogicky se de�nuje £áste£ná charakteristická funkce mnoºiny � cM (x) =↓ 1 pro x ∈M a cM (x) ↑ pro x /∈M .
Mnoºina M je rekurzivní, je-li její charakteristická funkce obecn¥ rekurzivní (kaºdá char. fce je totální, takºe �RF

by bylo totéº). Mnoºina M je rekurzivn¥ spo£etná, jestliºe je de�ni£ním oborem n¥jaké �RF (neboli jestliºe je její
£áste£ná char. funkce £áste£n¥ rekurzivní).

Mnoºina je rekurzivní, jestliºe existuje program, který se na libovolném vstupu zastaví a rozhodne, zda do ní vstup
pat°í. Mnoºina je rekurzivn¥ spo£etná, jestliºe existuje program, který se zastaví práv¥ na jejích prvcích. Je-li mnoºina
rekurzivní, je i rekurzivn¥ spo£etná, opa£n¥ to neplatí.

De�nice (dom, rng)

V následujícím dom zna£í de�ni£ní obor, rng obor hodnot.

De�nice (x-tá rekurzivn¥ spo£etná mnoºina)

Wx (x-tá rekurzivn¥ spo£etná mnoºina) = dom(ϕx) = {y : ϕx(y)↓}

De�nice (K)

K = {x : x ∈Wx} = {x : ϕx(x)↓} = {x : Ψ1(x, x)↓}

Mnoºina K vlastn¥ odpovídá halting problému. Platí o ní následující tvrzení.

V¥ta (Rekurzivní spo£etnost K)

Mnoºina K je rekurzivn¥ spo£etná, není rekurzivní, K není rekurzivn¥ spo£etná.

D·kaz

K není rekurzivní, nebo´ K není rekurzivn¥ spo£etná. K není rekurzivn¥ spo£etná, nebo´ kdyby byla, m¥la by index
x0. Jednoduchou diagonalizací dostáváme x0 ∈ K ⇔ x0 ∈Wx0

⇔ x0 ∈ K. Spor.

7.2 1-p°eveditelnost, m-p°eveditelnost

De�nice (1-p°eveditelnost, m-p°eveditelnost, 1-úplnost, m-úplnost)

• Mnoºina A je 1-p°evedilná na B (zna£íme A ≤1 B), jestliºe existuje prostá ORF f taková, ºe x ∈ A⇔ f(x) ∈ B.

• Mnoºina A je m-p°evedilná na B (zna£íme A ≤m B), jestliºe existuje ORF f (ne nutn¥ prostá) taková, ºe
x ∈ A⇔ f(x) ∈ B.

• Mnoºina M je 1-úplná, jestliºe M je rekurzivn¥ spo£etná a kaºdá rekurzivn¥ spo£etná mnoºina je na ni 1-
p°evedilná.
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• Mnoºina M je m-úplná, jestliºe M je rekurzivn¥ spo£etná a kaºdá rekurzivn¥ spo£etná mnoºina je na ni m-
p°evedilná.

V¥ta (1-úplnost K)

K je 1-úplná. Tedy halting problem je vzhledem k 1 am-p°evoditelnosti nejt¥º²í mezi rekurzivn¥ spo£etnými problémy.

D·kaz

M¥jme libovolnou rekurzivn¥ spo£etnou mnoºinu Wx.
M¥jme �RF α(y, x, w), popisující x-tou rekurzivn¥ spo£etnou mnoºinu. Tedy α(y, x, w)↓⇔ y ∈Wx ⇔ Ψ1(x, y)↓⇔

ϕx(y) ↓ . w je tady �ktivní prom¥nná, funkce α na její hodnot¥ nezáleºí. Z s-m-n v¥ty dostáváme: α(y, x, w) '
Ψ3(a, y, x, w) ' Ψ1(s2(a, y, x), w) ' ϕs2(a,y,x)(w). Ozna£me h(y, x) = s2(a, y, x) (s2 je PRF, tím spí²e ORF). y ∈
Wx ⇔ α(y, x, w)↓⇔ ϕh(y,x)(w)↓⇔ ϕh(y,x)(h(y, x))↓⇔ h(y, x) ∈ K Zde jsme mohli za w dosadit h(y, x), nebo´ hodnota
α na w nezáleºí! Tedy Wx ≤1K pomocí funkce λy : h(y, x).

Lemma (K0 je 1-úplná)

K0 = {〈y, x〉 : y ∈Wx} je 1-úplná.

D·kaz

Z°ejmé. K ≤1 K0 a K je 1-úplná.

Lemma (Poznámky k 1-p°eveditelnosti)

1. Relace ≤1 a ≤m jsou tranzitivní, re�exivní.

2. A ≤1 B ⇒ A ≤m B

3. B rekurzivní, A ≤m B ⇒ A rekurzivní.

4. B rekurzivn¥ spo£etná, A ≤m B ⇒ A rekurzivn¥ spo£etná.

D·kaz

1. Z°ejmé.

2. Z°ejmé.

3. Sloºením funkce dokazující ≤m s procedurou, která rozhoduje o x ∈ B, dostaneme proceduru rozhodující o
x ∈ A. Dostáváme cA(x) = cB(f(x)).

4. Stejn¥.

D·sledek

K a K jsou m-nesrovnatelné.

D·kaz

Plyne z faktu, ºe K je rekurzivn¥ spo£etná, K není, a z bodu 4 p°edchozího lemma.

De�nice (Rekurzivní permutace)

Permutace na N, která je ORF, se nazývá rekurzivní permutace.

De�nice (Rekurzivní isomor�smus)

Mnoºiny A a B jsou rekurzivn¥ isomorfní, jestliºe existuje rekurzivní permutace p taková, ºe p(A) = B. Zna£íme
A ≡ B.

De�nice (1-ekvivalence a m-ekvivalence)

• A ≡1 B, jestliºe A ≤1 B ∧B ≤1 A.

• A ≡m B, jestliºe A ≤m B ∧B ≤m A.
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V¥ta (Myhillova)

A ≡ B ⇔ A ≡1 B

D·kaz

Jedná se o vlastn¥ o obdobu Cantor-Bernsteinovy v¥ty.
⇒ Triviální.
⇐ Z p°edpoklad· máme dv¥ prosté ORF f, g p°evád¥jící vzájemn¥ A na B a opa£n¥. Chceme sestrojit rekurzivní

permutaci h takovou, ºe h(A) = B.
Plán: v krocích budeme generovat graf h tak, ºe v kroku n bude platit {0, . . . , n} ⊆ dom(h), {0, . . . , n} ⊆ rng(h).

Z toho plyne, ºe h bude de�novaná na celém N a bude na. Sou£asn¥ zajistíme, ºe h bude prostá.
Navíc budeme chtít, aby platilo y ∈ A⇔ h(y) ∈ B, tedy aby h p°evád¥la A na B.
Za£neme v bod¥ 0 a poloºíme h(0) = f(0). Rozli²íme následující p°ípady:

1. f(0) = 0: v²e je v po°ádku, h(0) = f(0) = 0 a 0 ∈ A⇔ 0 ∈ B, pokra£ujeme dal²ím prvkem.

2. f(0) 6= 0: rozli²íme dva podp°ípady

(a) g(0) 6= 0: de�nujeme h(g(0)) = 0.
Tedy 0 ∈ dom(h) ∩ rng(h).

(b) g(0) = 0: nem·ºeme pouºít h(g(0)) = 0, protoºe v bod¥ 0 je jiº h de�nována. Najdeme tedy volný bod:
de�nujme h(g(f(0))) = 0. Ur£it¥ g(f(0)) 6= 0, protoºe g je prostá a f(0) 6= 0. Tímto jsme op¥t dostali bod
0 do de�ni£ního oboru h i oboru hodnot. Zárove¬ funkci h de�nujeme podle f a g, tedy p°evádí vzájemn¥
A na B.

Induk£ní krok: nech´ v kroku k je z první volný prvek. V²echna £ísla men²í neº z máme v dom(h) ∩ rng(h).
Podíváme se, zda je f(z) volný. Jestliºe ano, poloºíme h(z) = f(z). Jestliºe f(z) není volný, hledám �cik-cak� dal²í
volný (podobn¥ jako pro 0, maximáln¥ z prvk· je blokovaných, tj. maximáln¥ po z iteracích tohoto postupu dojdu k
volnému prvku).

D·sledek

K ≡ K0.

D·kaz

Z°ejmé, nebo´ K ≡1 K0 (ob¥ mnoºiny jsou 1-úplné).

7.3 Rekurzivn¥ spo£etné predikáty

Lemma (ORF → RSP)

Je-li Q obecn¥ rekurzivní predikát, potom ∃y : Q je rekurzivn¥ spo£etný predikát.

D·kaz

µyQ je �RF, její de�ni£ní obor je {∃y : Q}.

V¥ta (Univerzální RSP)

Predikát ∃yTk(e, x1, . . . , xk, y) je univerzálním RSP pro t°ídu RSP k prom¥nných, tj. lze de�novat index (Gödelovo
£íslo) rekurzivn¥ spo£etného predikátu.

D·kaz

Z v¥ty o normální form¥ � numerace �RF nám dává numeraci predikát·.

V¥ta (Log. spojky a rek. spo£etnost)

Konjukce a disjunkce zachovávají rekurzivní spo£etnost. Tedy pr·nik a sjednocení rekurzivn¥ spo£etných mnoºin je
rekurzivn¥ spo£etná mnoºina. Stejn¥ pro predikáty.
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D·kaz

Pro pr·nik spustíme oba programy sou£asn¥ a £ekáme, aº se oba zastaví. Pro sjednocení £ekáme, aº se zastaví alespo¬
jeden.

Formáln¥ pro pr·nik ((w)2,1 znamená to, ºe w kóduje usp. dvojici a vybíráme z ní první prvek; to je PRF):
∃s1Tk(a, ~x,w1) ∧ ∃s2Tk(b, ~x, w2) ⇔ ∃w(Tk(a, ~x, (w)2,1) ∧ Tk(b, ~x, (w)2,2)). Uvedený predikát je rekurzivn¥ spo£etný,
tedy má n¥jaký index, tj. ekvivalence pokra£uje: ∃wTk+2(e, a, b, ~x, w)⇔ ∃wTk(s2(e, a, b), ~x, w)

Poznámka

Konjunkce a disjunkce tedy rek. spo£etnost zachovávají, o negaci (tj. dopl¬ku) to ale uº samoz°ejm¥ neplatí.

V¥ta (Kvanti�kace a rek. spo£etnost)

Omezená kvanti�kace (∀y)y≤t a existen£ní kvanti�kace (pro k ≥ 2) zachovávají rekurzivní spo£etnost.

D·kaz

Neformáln¥: omezený kvanti�kátor lze zkontrolovat for cyklem.
Formáln¥: (∀y)y≤t ∃s : Tk(e, x1, . . . , xk−1, y, s)⇔ ∃ kód (t+1)-tice w : (∀y)y≤t Tk(e, x1, . . . , xk−1, y, (w)t+1,y).

y m·ºeme zkou²et primitivní rekurzí, w minimalizací, dostáváme tedy rekurzivn¥ spo£etný predikát, který má n¥jaký
index b, dále m·ºeme pouºít S-m-n v¥tu. ∃s : Tk+1(b, e, x1, . . . , xk−1, t, s)⇔ ∃s : Tk(s1(b, e), x1, . . . , xk−1, t, s).

Pro existen£ní kvanti�kátor je situace je²t¥ jednodu²²í. Kvanti�kaci p°es dv¥ prom¥nné p°evedeme na kvanti�kaci
p°es jednu, kterou budeme povaºovat za kód dvojice a v predikátu potom vyd¥líme jednotlivé sloºky (a pouºijeme
op¥t S-m-n v¥tu). Dostáváme predikát k−1 prom¥nných, proto je ve v¥t¥ poºadavek na minimální velikost k ≥ 2.

∃y : ∃s : Tk(e, x1, . . . , xk−1, y, s)⇔ ∃w : Tk(e, x1, . . . , xk−1, (w)2,1, (w)2,2)

⇔ ∃s : Tk(b, e, x1, . . . , xk−1, s)⇔ ∃s : Tk−1(s1(b, e), x1, . . . , xk−1, s)

Poznámka

Neomezená obecná kvanti�kace (∀) rekurzivní spo£etnost nezachovává.

V¥ta (O selektoru)

Nech´ Q je RSP k + 1 prom¥nných. Potom existuje �RF ϕ k prom¥nných taková, ºe:

ϕ(x1, . . . , xk)↓⇔ ∃y : Q(x1, . . . , xk, y)

ϕ(x1, . . . , xk)↓⇒ Q(x1, . . . , xk, ϕ(x1, . . . , xk))

V¥ta °íká, ºe pro kaºdý rekurzivn¥ spo£etný predikát existuje �RF taková, ºe konverguje, práv¥ kdyº existuje y
spl¬ující predikát. Tato funkce navíc p°ímo vrací jedno takové y, pro které predikát platí. Tato ϕ je selektor na grafu
Q.

D·kaz

Dáno ~x, hledáme nejmen²í dvojici (y, s) takovou, ºe za s krok· ov¥°íme, ºe Q(~x, y) (tj. program pro Q konverguje za
s krok·). Pak vydáme y.

Obecn¥: univerzální vyjád°ení RSP ∃s : Tk+1(e, ~x, y, s), hledáme nejmen²í w (kód dvojice) takové, ºe ϕ(~x) '
(µwTk+1(e, ~x, (w)2,1, (w)2,2))2,1. Funkce ϕ vrací první sloºku z první dvojice, kterou najde (v uspo°ádání daném na²ím
kódováním dvojic).

V¥ta (Vztah �RF a RS graf·)

Funkce je �RF ⇔ má rekurzivn¥ spo£etný graf.

D·kaz

Je-li ϕ �RF, je její graf rekurzivn¥ spo£etný: 〈x1, . . . , xk, y〉 ∈ Graf⇔ ∃s : za s krok· program konverguje.
Opa£n¥, je-li graf funkce ϕ rekurzivn¥ spo£etný, je selektor na n¥m �RF, ale selektor na grafu funkce je p°ímo ona

funkce.
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V¥ta (Postova)

Mnoºina M je rekurzivní, práv¥ kdyº M i M jsou rekurzivn¥ spo£etné.
Predikát Q je ORP, práv¥ kdyº Q i ¬Q jsou RSP.

D·kaz

�⇒�: Triviální.
�⇐�: Intuitivn¥:M = dom(P1),M = dom(P2). Pustíme oba programy sou£asn¥ a £ekáme, který se zastaví. Zastaví

se práv¥ jeden.
Formáln¥: (x ∈ M ∧ y = 1) ∨ (x ∈ M ∧ y = 0) je rekurzivn¥ spo£etný predikát, selektor na n¥m je ORF, která je

charakteristickou funkcí pro M .

7.4 Generování rekurzivn¥ spo£etných mnoºin

Lemma (Rek. spo£etná mnoºina je obor hodnot �RF)

Kaºdá rekurzivn¥ spo£etná mnoºina je oborem hodnot n¥jaké �RF.

D·kaz

Pro kaºdou mnoºinu Wx vytvo°íme mnoºinu dvojic R = {〈y, y〉 : y ∈ Wx}. Mnoºina R je rekurzivn¥ spo£etná, tedy
má �RF selektor ϕ, platí dom(ϕ) = rng(ϕ) = Wx.

My²lenka toho d·kazu je, ºe body, kde ϕx konverguje, vyneseme na diagonálu a vytvo°íme selektor. Jeho de�ni£ní
obor bude zárov¥¬ jeho oborem hodnot.

V¥ta (�RF odpovídá Rek. spo£etným mnoºinám)

Kaºdý obor hodnot �RF je rekurzivn¥ spo£etná mnoºina.

D·kaz

Máme �RF g a její obor hodnot. Zkonstruujeme pseudoinverzní funkci h k �RF g, tj. funkci takovou, ºe dom(h) =
rng(g) a to tak, ºe vyrobíme RS predikát Q(x, y)⇔ g(x) ' y a to má �RF selektor, který hledáme � h.

De�nice (Úseková funkce)

Funkce f je úseková, jestliºe jejím de�ni£ním oborem je po£áte£ní úsek N (nebo celé N).

V¥ta (Rek. mnoºiny a úsekové �RF)

Rekurzivní mnoºiny jsou práv¥ obory hodnot rostoucích úsekových �RF.

D·kaz

⇒: De�nujeme �RF f , která bude rostoucí a úseková.

• Za£neme f(0) ' µx(x ∈M).

• Dále f(n+ 1) ' µy(y > f(n) ∧ y ∈M)

⇐: Máme f rostoucí úsekovou �RF.

1. V p°ípad¥, ºe je f má kone£né dom (tohle ale nejsme schopni efektivn¥ rozpoznat!), víme jak, známe D = dom(f)
a tedy rng(f) je rekurzivní.

2. V p°ípad¥, ºe je f je v²ude de�novaná (totální): y ∈ M = rng(f) ⇔ ∃x : (f(x) = y)) ⇔ ∃x≤ y : (f(x) = y)
Poslední ekvivalence platí, protoºe f je rostoucí a úseková. Tedy y ∈M ⇔ y ∈ {f(0), . . . , f(y)}.

V¥ta (O generování)

M¥jme nekone£nou mnoºinu M . Potom:

• Mnoºina M je rekurzivní, práv¥ kdyº M lze generovat rostoucí ORF.

• Mnoºina M je rekurzivn¥ spo£etná, práv¥ kdyº M lze generovat prostou ORF.
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D·kaz

D·sledek p°edchozí, resp. následující v¥ty.

V¥ta (Rek. spo£etné mnoºiny a prosté úsekové �RF)

Rekurzivn¥ spo£etné mnoºiny jsou práv¥ obory hodnot prostých úsekových �RF.

D·kaz

�⇐�: Víme, obor hodnot �RF je rekurzivn¥ spo£etná mnoºina (z v¥ty o tom, ºe �RF odpovídají RSM).
�⇒�: M¥jme �RF ϕ (M = rng(ϕ) pro n¥jaké ϕ, z lemmatu o tom, ºe RSM je obor hodnot �RF).
D·kaz provedeme pomocí rekurzivní mnoºiny B = {〈x, s〉 : ϕ(x)↓ p°esn¥ za s krok· } . Je vid¥t, ºe kaºdé x bude

pouze v jednom z pár· 〈x, s〉.
Mnoºinu B lze, protoºe je rekurzivní, generovat pomocí rostoucí úsekové �RF h. Funkce h generuje dvojice,

de�nujeme tedy g(x) ' (h(x))2,1. Z°ejm¥ g je prostá, úseková a �RF (a generuje rng(ϕ)).

D·sledek

Kaºdá nekone£ná rekurzivn¥ spo£etná mnoºina obsahuje nekone£nou rekurzivní podmnoºinu.

D·kaz

M¥jme f , která prost¥ generuje M . Vyber rostoucí podposloupnost. Ta je rekurzivní.

g(0) = f(0)

g(n+ 1) = f(µj(f(j) > g(n)))

Obor hodnot g je nekone£ná rekurzivní mnoºina a je podmnoºinou M .

http://wiki.matfyz.cz.org/wiki/#�RF_odpov�d�_Rek._spo�etn�m_mno�in�m
http://wiki.matfyz.cz.org/wiki/#Lemma_(Rek._spo�etn�_mno�ina_je_obor_hodnot_�RF)


Kapitola 8

Státnice - Algoritmicky nerozhodnutelné

problémy

8.1 Turingovy stroje

De�nice (Turing·v stroj)

Deterministický Turing·v stroj (DTS) M s k-páskami, kde k je konstanta, je p¥tice

M = (Q,Σ, δ, q0, F )

• Q = kone£ná mnoºina stav· °ídící jednotky

• Σ = kone£ná pásková abeceda

• δ : (Q\F )× Σk 7→ Q× Σk × {L,N,R}k je p°echodová funkce (£áste£ná)

• q0 ∈ Q = po£áte£ní stav

• F ⊆ Q = mnoºina p°ijímajících stav·

De�nice (Kon�gurace TS/Postovo slovo)

Kon�gurace (jednopáskového) TS, neboli Postovo slovo, je obsah nejmen²í souvislé £ásti pásky, která obsahuje v²echna
neprázdná a £tené polí£ko; poloha hlavy a stav. Zapisujeme:

UqsV

kde U, V jsou £ásti pásky nalevo a napravo od hlavy, q je stav a s £tené polí£ko.

Poznámka (Kombinování TS)

• Spojení dvou TS: nap°ed po£ítá M1, na výsledek pustím M2, tj. M1 ∧M2

• V¥tvení (if-then-else): ve stroji M1 ze stavu q0 p°echod do (po£. stavu) M2, z q1 do M3

• While-cyklus: sloºené spojení a v¥tvení

Nutná opatrnost � stejná vn¥j²í abeceda, disjunktní vnit°ní stavy atd.

Poznámka (Modi�kace a omezení (stru£n¥))

• Omezení pohybu na jeden sm¥r � síla stroje klesne na úrove¬ kone£ných automat·

• Omezení na povinný pohyb (L/P) � OK

• Jen jedna £innost v taktu (bu¤ zápis, nebo posuv) � OK

• Jednostrann¥ omezená páska, více pásek, více hlav � stále stejná síla

• Okraje pásky z obou stran � páska není nekone£ná, mám jen kon�guraci stroje � m·ºu mít pot°ebu pásku
zv¥t²ovat a zmen²ovat (je moºné)

• Omezení na 2 aktivní stavy � OK (jeden ale nesta£í)
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• Omezení na 2 symboly abecedy � OK (z toho jedno je �blank�)

• K simulaci TS sta£í 2 zásobníkové automaty � z jednoho zásobníku ud¥láme obsah pásky nalevo, z druhého
napravo (v£. £teného znaku) a p°ehazujeme znaky.

8.2 Univerzální Turing·v stroj

V¥ta (Univ. Turing·v stroj)

Máme dánu abecedu A. Existuje univerzální TS U nad A, který pro kaºdý TS nad A simuluje výpo£et.

U(kód(T ) + kód(S)) ' T (S)

D·kaz

• Vezmeme A = {λ, |}, coº sta£í. BÚNO má kaºdý TS jediný koncový stav qf , po£áte£ní stav bu¤ qs. Po£et stav·
� m � m·ºe být velký. Kód stavu qi budiº blok znak· délky m+ 2 (| + i-krát | + m− i-krát λ + λ).

• Pro i ≥ 1 máme vºdy dv¥ instrukce (jedna pro λ, druhá pro |). Ty se dají zakódovat do bloku ×O1 × O2 ×
O3 · · · × Om×, kde × je pomocný symbol (v abeced¥ U být m·ºe) a Oi jsou kódy obou instrukcí pro stav ri �
kód zapisovaného písmene, pohybu a cílového stavu.

• Páska U pak vypadá následovn¥:

Y [blok1]Y [blok2]∆[blok3]×O1 ×O2 · · · ×Om×

� �blok1� je kon�gurace p·v. stroje, jen obsah práv¥ £teného pole je nahrazen pomocným symbolem M .

� �blok2� kóduje aktuální stav p·v. stroje.

� �blok3� je jedna bu¬ka, v níº je uloºen obsah práv¥ £teného pole.

• Univerzální stroj potom sestává z testu bloku2, zda obsahuje koncový stav, procedury vy£i²t¥ní pásky a vydání
výsledku a odsimulování jednoho kroku práce p·vodního stroje

• Simulace:

1. najít relevantní blok Oi � stav i si nelze pamatovat p°ímo, proto musím z bloku 2 postupn¥ umazávat | a posouvat
n¥jaký spec. symbol �zaráºku� doprava

2. posunout zaráºku na konkrétní instrukci podle bloku3 (£teného znaku)

3. provést instrukci (po kouskách p°enést nový stav do bloku 2, pak 6 moºností zapisování písmene a pohybu, p°i
pohybu a mazání pozor na okraje pásky)

D·sledek

Díky tomu lze v²echny TS o£íslovat.

V¥ta (Halting problém)

Halting problém není algoritmicky rozhodnutelný.

D·kaz

Sporem nech´ máme TS H(T,K) rozhodující, zda se TS T zastaví nad daty K (a H se zastaví vºdy a vydá bu¤ 0
nebo 1). Potom lze vyrobit Alg(K) takový, ºe Alg(K) se zastaví, práv¥ kdyº U(K +K) se nezastaví (pomocí H). Pak
Alg(K) má n¥jaký kód, nazveme jej Q. Pak ale

Alg(Q) zastavi⇔ U(Q+Q) nezastavi⇔ Alg(Q) nezastavi

a to je spor.
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Poznámka (Siln¥ a slab¥ omezené mazání)

Omezíme mazání v TS:

• slab¥ � máme spec. symbol �ka¬ka� (∗) a pravidla:

� λ→ cokoliv

� cokoliv 6= λ→ ∗

• siln¥ � máme abecedu jen {λ, ∗} a povolený jen p°epis λ→ ∗.

Oba dva p°ípady mají stejnou sílu jako b¥ºný TS (silné se slabým dá simulovat: ka¬ku kódovat jako blok samých
kan¥k, p°evést abecedu; normální TS se dá simulovat slabým postupným p°ekreslováním kon�gurací vedle sebe na
pásku se sou£asným m¥n¥ním stavu).

Lze algoritmicky rozhodnout, zda TS T s kon�gurací K n¥kdy p°epí²e λ na n¥co jiného (existuje horní odhad
po£tu krok· v popsané £ásti pásky). Nelze ale rozhodnout, zda TS T s kon�gurací K n¥kdy p°epí²e ne-λ na λ � to je
ekvivalentní Halting problému (T simulujme siln¥ omezeným T1 a p°idejme T2, který smaºe 1 ka¬ku. Pokud se T1T2

zastaví, musel se zastavit i T1 a tím bychom rozhodli zastavení T ).
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Kapitola 9

Státnice - V¥ty o rekurzi

9.1 V¥ty o rekurzi

V¥ta (O rekurzi, o pevném bod¥, self-reference)

Jestliºe f je ORF jedné prom¥nné, potom existuje a takové, ºe ϕf(a)(x) ' ϕa(x) pro v²echna x (kde ϕa(x) zna£í a-tou
funkci, tedy odpovídá Ψ1(a, x)).

D·kaz

Zjevn¥ platí následující � první výraz je �RF, má tedy své £íslo e, druhá rovnost plyne ze S-m-n v¥ty:

λz,x(ϕf(s1(z,z))(x)) ' Ψ2(e, z, x) ' ϕs1(e,z)(x)

Dosadíme z = e a dostáváme hledané a = s1(e, e). Platí totiº ϕf(s1(e,e))(x) ' Ψ2(e, e, x) ' ϕs1(e,e)(x).

Vlastnosti program· a a f(a)

Funkce f zobrazuje program na program. Bod a je pevným bodem zobrazení f . Jak vypadají programy a a f(a)?
Který z nich po£ítá déle? Uvidíme, ºe program a po£ítá déle neº f(a).

Co d¥lá program e na datech (z, x)? Po£ítá ϕf(s1(z,z)), tj. vezme z a spo£ítá neprve s1(z, z), potom f(s1(z, z)),
který ale nemusí konvergovat. Jestliºe f(s1(z, z))↓, spustí se na vstup x.

Co d¥lá program a? Program a vznikne jako s1(e, e). M¥jme na vstupu x. Program a vezme e a p°idá ho k x a spustí
program e na (e, x). Co ud¥lá program e na t¥chto datech? Spo£ítá s1(e, e) (tedy spo£ítá a), potom f(s1(e, e)) = f(a)
a spustí program f(a) na x.

Program a tedy neprve spo£ítá a, potom spo£ítá f(a) (pokud konverguje) a ten simuluje na vstupu x. Program a
je tedy sloºit¥j²í neº f(a) a po£ítá déle.

Poznámka z λkalkulu

V λkalkule sa ekvivalentné tvrdenie ukazuje tro²ku jednoduch²ie. Pre kaºdý λterm F (program F ) existuje λterm X
taký, ºe X = FX (program F aplikovaný na X sa rovná X).

Dôkaz je nasledovný

• Majme F , pre ktoré chceme nájs´ jeho pevný bod X.

• Nech W = λx.F (xx) (to je funkcia, ktorá x priradí F (xx)).

• X = WW (to môºeme chápa´ ako program/funkciu W aplikovaný na W )

• X = WW = (λx.F (xx))W = F (WW ) = F (X) (tretia rovnos´ je βpravidlo λkalkulu. Ak si ale (λx.F (xx))W
predstavíme ako funkciu, ktorá x priradí F (xx) aplikovanú na W , rovnos´ je (sná¤) jasnej²ia).

V¥ta (O generování pevných bod·)

Pro kaºdou ORF f existuje prostá rostoucí PRF g taková, ºe platí:

ϕf(g(j))(x) ' ϕg(j)(x)

Tedy g rostoucím zp·sobem generuje nekone£n¥ mnoho pevných bod· funkce f .
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D·kaz

Postupujeme stejn¥ jako v d·kazu p°edchozí v¥ty, jen máme o prom¥nnou (parametr j funkce g) navíc, tj. platí
ϕf(s2(z,z,j))(x) ' Ψ3(e, z, j, x) ' ϕs2(e,z,j)(x). Zvolme g(j) = s2(e, e, j).

V¥ta (O rekurzi pro více prom¥nných)

Nech´ f je �RF n + 1 prom¥nných. Potom existuje £íslo a takové, ºe platí ϕa(x1, . . . , xn) ' f(a, x1, . . . , xn) (tj. a je
indexem funkce λx1, . . . , xnf(a, x1, . . . , xn)).

D·kaz

f(y, x1, . . . , xn) ' Ψn+1(e, y, x1, . . . , xn) ' ϕs1(e,y)(x1, . . . , xn)

Následn¥ aplikujeme v¥tu o rekurzi na s1(e, y) v prom¥nné y a dostáváme hledané a (podle VR platí: ∃a : ϕs1(e,a) ' ϕa).

V¥ta (O rekurzi v závislosti na parametrech)

Jestliºe f je �RF n+ 1 prom¥nných, potom existuje PRF g o n prom¥nných taková, ºe platí:

ϕf(g(y1,...,yn),y1,...,yn)(x) ' ϕg(y1,...,yn)(x)

D·kaz

Pro n = 0 je to totéº jako verze bez parametr·. g nachází pevné body v závislosti na parametrech. Podobn¥ jako
v p°edchozích v¥tách platí: ϕf(sn+1(z,z,y1,...,yn),y1,...,yn)(x) ' Ψn+2(e, z, y1, . . . , yn, x) ' ϕsn+1(e,z,y1,...,yn)(x). Zvolme
g(y1, . . . , yn) = sn+1(e, e, y1, . . . , yn).

9.2 Riceova v¥ta

V¥ta (Rice)

Jestliºe A je t°ída �RF (jedné prom¥nné), která je netriviální (nejsou to v²echny funkce a není prázdná), potom
indexová mnoºina AA = {x : ϕx ∈ A} (indexy program·, které vy£íslují funkce z A) je nerekurzivní.

D·kaz

Sporem. Nech´ AA je rekurzivní. Potom lze vytvo°it ORF f takovou, ºe v²echny prvky z AA zobrazí na n¥jaký prvek
b /∈ AA a v²echny prvky mimo AA zobrazí na n¥jaký prvek a ∈ AA. Podle v¥ty o rekurzi existuje pevný bod f � u0,
tedy platí:

ϕu0
= ϕf(u0)

Takºe:
u0 ∈ AA ⇒ f(u0) = b /∈ AA
u0 /∈ AA ⇒ f(u0) = a ∈ AA

To je ov²em spor, protoºe u0 a f(u0) jsou indexy stejné funkce, a tedy bu¤ ob¥ £ísla v AA leºí, nebo ob¥ neleºí.

D·sledky

Pozor, nejedná se o t°ídu program·, ale t°ídu funkcí. Tedy i pro jednoprvkovou A bude AA nekone£ná a nerekurzivní
(kaºdá funkce je vy£íslovaná nekone£n¥ mnoha programy a rozhodnout o jejich ekvivalenci nelze efektivn¥).

Proto platí:

• Nech´ A = {ϕe}, potom AA = {x : ϕx = ϕe} je nerekurzivní.

• Rozhodnout o rovnosti funkcí vy£íslovaných dv¥ma programy nelze algoritmicky.
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Státnice - Stromové vyhledávací struktury

10.1 Binární vyhledávací stromy

De�nice

Binární vyhledávací strom T reprezentující mnoºinu prvk· S z (uspo°ádaného) univerza U je úplný strom (tj.
v²echny vnit°ní vrcholy mají 2 syny), ve kterém existuje bijekce mezi mnoºinou S a vnit°ními vrcholy taková, ºe pro
v vnit°ní vrchol stromu platí:

• v²echny vrcholy podstrom· levého syna jsou ≤ v

• v²echny vrcholy podstrom· pravého syna jsou > v.

Listy reprezentují jednotlivé intervaly mezi vnit°ními vrcholy. M·ºeme je vynechat, ale s nimi je to (jak pro koho)
logi£t¥j²í.

Základní operace na stromech

• MEMBER � test, zda prvek x je obsaºen ve strom¥ (vyhledání, zpravidla s vyuºitím invariantu )

• INSERT � vloºení prvku x do stromu

• DELETE � odebrání prvku x ze stromu

• MIN, MAX, ORD � nalezení prvního, posledního, k-tého nejv¥t²ího prvku

• SPLIT � rozd¥lení stromu podle x, které vyhodí, je-li ve strom¥

• JOIN � spojení dvou strom· (jsou dv¥ verze, s p°idáním prvku navíc, nebo bez n¥ho)

Obecná (nevyváºená) implementace

• INSERT: najít list reprezentující interval, kam vkládám, ud¥lat z n¥j normální uzel se vkládanou hodnotou a
dát mu dva listy s podintervaly.

• DELETE: najdu vrchol, má-li jednoho syna-lista, pak druhý syn ho nahradí na jeho míst¥, jinak najdeme a
dáme na jeho místo nejmen²í v¥t²í vnit°ní vrchol, jehoº levý syn je list, a pravého syna tohoto vrcholu dáme na
jeho místo.

• SPLIT: procházím stromem a hledám x, ost. prvky házím cestou do dvou strom· T1, T2, ve kterých si vºdy
uchovávám ukazatel na list, místo kterého vkládám (odkrojím syna, ve kterém hledám dál, místo n¥j vloºím list,
na který si pamatuju ukazatel).

• JOIN: s prvkem navíc, triviální � spojím stromy jako 2 syny nového prvku.

Tato struktura sama nepodporuje efektivní ORD, je nutné p°idat navíc poloºky, které ur£ují po£et list· v pod-
stromu kaºdého vrcholu. ORD je pak jen jde do pravých syn· a p°i£ítá levé podstromy kdyº m·ºe, jinak jde do levého
syna (a nep°i£te nic).

45
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Analýza algoritm·

De�nujme si pomocné hodnoty λ, π jako hodnoty nejbliº²ího men²ího (lev¥j²ího), resp. v¥t²ího (prav¥j²ího) prvku na
vy²²í úrovni, nebo −∞, resp. +∞, pokud tyto prvky neexistují.

Korektnost vyhledávání: Je-li T ′ podstrom t ∈ T , pak T ′ reprezentuje S ∩ (λ(t), π(t)) (a je to nejv¥t²í interval
nezastoupený mimo T ′). Pak pro vyhledání vrcholu x platí λ(t) < x < π(t), vy²et°uji-li vrchol t.

Díky tomu je korektní MEMBER a INSERT. U DELETE musím dokázat korektnost p°ípadu s p°ehazováním
vrchol· (dostávám bin. strom reprezentující S \ {x}).

Korektnost MIN, MAX, JOIN je z°ejmá, u SPLIT plyne z korektnosti hledání a toho, ºe moje ozna£ené listy
jsou nejlev¥j²í, resp. nejprav¥j²í.

Korektnost ORD plyne z toho, ºe v kaºdém kroku je k-tý prvek p°edstavován tolikátým v po°adí vrchol· akt.
vy²et°ovaného podstromu, kolik mi zbývá p°i£íst.

Sloºitost: Zpracování 1 vrcholu je vºdy O(1) a alg. se pohybuje po n¥jaké cest¥ od ko°ene k listu, která má O(h),
kde h je vý²ka stromu.

Vyvaºování

Chceme-li pro zachování efektivity operací zajistit, ºe vý²ka bude O(log |S|), p°idáme pro strom dal²í podmínky, které
bude muset spl¬ovat a operace je zachovávat.

Obrázek 10.1: Rotace

Pro vyvaºovací operace, které se snaºí zachovat logaritmickou vý²ku, se pouºívá pomocný algoritmusROTACE(u, v):

1. Vezmu v, jeho pravého syna u a podstromy (zleva) A,B,C.

2. P°ehodím v pod u, upravím ukazatel v otci a p°eházím podstromy.

Existuje i symetrický p°ípad, kdy se postupuje p°esn¥ opa£ným sm¥rem. N¥kdy se této dvojici operací °íká LL-
ROTACE a RR-ROTACE.

Obrázek 10.2: Dvojrotace

Dal²í pot°ebný algoritmus je DVOJROTACE(u, v, w):

1. Vezmu u, jeho levého syna v a pravého syna v � w

2. Se°adím je tak, ºe w je otec obou, u vpravo a v vlevo.

3. P°itom op¥t upravím ukazatele v nad°ízeném uzlu a p°epojím podstromy.

Taky existuje symetrický p°ípad. Jiné ozna£ení je LR-ROTACE a RL-ROTACE.
U obou operací lze aktualizovat i po£ty list· v podstrom¥ a ob¥ pracují v O(1).
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Alternativy k vyvaºování

Je velká pravd¥podobnost, ºe i bez vyvaºování strom z·stane O(log |S|) vysoký a operace na n¥m m·ºou tak (bez
vyvaºování) b¥hat i rychleji. Proto existují i pravd¥podobnostní postupy, nahrazující vyvaºování znáhodn¥ním posloup-
ností operací. Dal²í moºnost jsou samoopravující struktury � operace samy bez dal²ích uchovávaných dat obstarávají
vyvaºování, existuje strategie, která zajistí dobré chování bez ohledu na data. Nebo se sleduje chování struktury, a
kdyº za£ne být p°íli² pomalá, vytvo°í se nová � vyváºená. Poslední moºnost je upravit dat. strukturu podle známého
pravd¥podobnostního rozd¥lení dat.

AVL-stromy

AVL-stromy (Adel'son, Velskii, Landis) jsou nejstar²í vyváºené stromy, dodnes oblíbené, jednodu²e de�nované, ale
detailn¥ technicky sloºité.

Podmínka AVL pro vyvaºování: Vý²ka pravého a levého podstromu lib. vrcholu se li²í max. o 1.
De�nice: η(v) � vý²ka vrcholu (délka nejdel²í cesty z vrcholu do list·), ω(v) � rozdíl vý²ek levého a pravého

podstromu (∈ {−1, 0, 1}). Uchovávat pot°ebuji jenom ω.

Logaritmická vý²ka

Vý²ka celého stromu (η(ko°en)) vychází z toho, ºe podstrom AVL stromu je vºdy AVL strom. Vezmeme rekurzivní
vztahy pro nejv¥t²í a nejmen²í mnoºinu uzl· v AVL stromu vý²ky i:

Nejmen²í: mn(i) = mn(i− 1) +mn(i− 2) + 1

Nejv¥t²í: mx(i) = 2mx(i− 1) + 1

Indukcí dokáºeme, ºe mx(i) = 2i − 1 a mn(i) = Fi+2 − 1, kde Fi je i-té Fibonacciho £íslo (pro ty platí vzorec
Fi+2 = Fi+1 + Fi). Víme, ºe limi→∞ Fi =

√
5( 1+

√
5

2 )−i a z toho zlogaritmováním plyne pro AVL-strom o vý²ce i s n
prvky:

log

(
c1√

5

)
+ (i+ 2) log

(
1 +
√

5

2

)
< log(n+ 1) < i

A tedy 0.69i < log(n+ 1) < i, takºe i = Θ(log n).

Operace na AVL stromech

Operace MEMBER je stejná jako pro nevyváºené.
INSERT se musí po b¥ºném vloºení zabývat vyvaºováním. Jde zp¥t ke ko°eni a hledá, který nejniº²í vrchol x nemá

po vloºení vyváºené ω, p°i£emº cestou upravuje ω. Na vrcholu x se provede vhodná ROTACE nebo DVOJROTACE,
coº zajistí vyváºenost (existuje n¥kolik podp°ípad·).

Operace DELETE odstraní vrchol a pak vyvaºuje podobn¥ jako INSERT, ale pot°ebuje víc operací (aº O(log |S|)
rotací). Asymptotická sloºitost je ale stejná � logaritmická.

�erveno-£erné stromy

�erveno-£erný strom má tyto £ty°i povinné vlastnosti:

1. Kaºdý uzel má de�novanou barvu, a to £ernou nebo £ervenou.

2. Kaºdý list je £erný.

3. Kaºdý £ervený vrchol musí mít oba syny £erné.

4. Kaºdá cesta od libovolného vrcholu k list·m v jeho podstrom¥ musí obsahovat stejný po£et £erných uzl·. Pro
£erveno-£erné stromy se de�nuje £erná vý²ka uzlu (bh(x)) jako po£et £erných uzl· na nejdel²í cest¥ od uzlu k
listu.

Garantování vý²ky

Podstrom libovolného uzlu x obsahuje alespo¬ 2bh(x) − 1 interních uzl·. Díky tomu má £erveno-£erný strom vý²ku
vºdy nejvý²e 2 log(n+ 1) (kde n je po£et uzl·). (D·kaz prvního tvrzení indukcí podle h(x), druhého z prvního a t°etí
vlastnosti £erveno-£erných strom·)
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Algoritmy

U algoritm· INSERT a DELETE jde také o vloºení a následné vyvaºování. Bez poru²ení vlastností £erveno-£erných
strom· lze ko°en vºdy p°ebarvit na£erno, m·ºeme pro n¥ p°edpokládat, ºe ko°en stromu je vºdy £erný.

INSERT vypadá následovn¥:

• Vloºený prvek se p°ebarví na£erveno.

• Pokud je jeho otec £erný, m·ºeme skon£it � vlastnosti strom· jsou spln¥né. Pokud je £ervený, musíme strom
upravovat (p°edpokládejme, ºe otec p°idávaného uzlu je levým synem, opa£ný p°ipad je symetrický):

� Je-li i strýc £ervený, p°ebarvit otce a strýce na£erno a p°enést chybu o patro vý² (je-li d¥d £erný, kon£ím,
jinak m·ºu pokra£ovat aº do ko°ene, který uº lze p°ebarvovat beztrestn¥).

� Je-li strýc £erný a p°idaný uzel je levým synem, ud¥lat pravou rotaci na d¥dovi a p°ebarvit uzly tak, aby
odpovídaly vlastnostem strom·.

� Je-li strýc £erný a p°idaný uzel je pravým synem, ud¥lat levou rotaci na otci a p°evést tak na p°edchozí
p°ípad.

DELETE se provádí takto:

• Skute£n¥ odstran¥ný uzel (z p°epojování � viz obecné vyhledávácí stromy) má max. jednoho syna. Pokud od-
stra¬ovaný uzel byl £ervený, neporu²ím vlastnosti strom·, stejn¥ tak pokud jeho syn byl £ervený � to °e²ím
p°ebarvením toho syna na£erno.

• V opa£ném p°ípad¥ (tj. syn odebíraného � x � je £erný) musím ud¥lat násl. úpravy (p°edp., ºe x je levým synem
svého nového otce, v opa£ném p°ípad¥ postupuji symetricky):

� x prohlásím za �dvojit¥ £erný� (�porucha�) a této vlastnosti se pokou²ím zbavit.

� Pokud je (nový) bratr x (bu¤ w) £ervený, pak má 2 £erné syny � provedu levou rotaci na rodi£i x, prohodím
barvy rodi£e x a uzlu w a p°evedu tak situaci na jeden z násl. p°ípad·:

∗ Je-li w £erný a má-li 2 £erné syny, prohlásím x za £erný a p°ebarvím w na£erveno, rodi£e p°ebarvím
bu¤ na £erno (a kon£ím) nebo na �dvojit¥ £ernou� a propaguji chybu (mohu dojít aº do ko°ene, který
lze p°ebarovat beztrestn¥).
∗ Je-li w £erný, jeho levý syn £ervený a pravý £erný, vym¥ním barvy w s jeho levým synem a na w pouºiji
pravou rotaci, £ímº dostanu poslední p°ípad:
∗ Je-li w £erný a jeho pravý syn £ervený, p°ebarvím pravého syna na£erno, odstraním dvojit¥ £ernou z
x, provedu levou rotaci na w a pokud m¥l p·vodn¥ w (a x) £erveného otce, p°ebarvím w na£erveno a
tohoto (te¤ uº levého syna w) p°ebarvím na£erno.

MIN a MAX jsou stejné jako pro nevyváºené.
JOIN (s prvkem navíc): mám-li £ernou vý²ku u obou stejnou, není co °e²it, pokud ne, projdu po tom s v¥t²í bh(x)

do patra, kde se vý²ky rovnají, p·j£ím si p°ísl. podstrom a slepím s ním, vrátím celek zpátky a aplikuji vyvaºování,
jako kdybych vloºil 1 prvek (poru²ím vý²ku max. o 1).

SPLIT: rozhazuji podstromy do zásobník·, odkud je pak slepuji operací JOIN.
Kaºdý algoritmus pracuje jen s vrcholy na jedné cest¥ od ko°ene k list·m a s kaºdým d¥lá konstantn¥ £inností, takºe

v²echny algoritmy mají logaritmickou sloºitost. DELETE volá max. 2 rotace nebo 1 rotaci a 1 dvojrotaci, INSERT
zase max. 1 rotaci nebo dvojrotaci (i kdyº p°ebarvovat m·ºou rekurzivn¥ aº do ko°ene).

Váhov¥ vyváºené stromy (BB-α)

Dnes jsou uº na ústupu, ale ob£as se je²t¥ pouºívají. M¥jme 1/4 < α < 1−
√

2/2, ozna£me p(T ) po£et list· ve strom¥
T . Pak strom je BB-α, kdyº

α ≤
p(Tlevý(v))

p(Tv)
≤ 1− α

pro Tv jako podstrom ur£ený (kaºdým) vrcholem v. O BB-α stromech platí, ºe:

vý²ka(T ) ≤ 1 + log(n+1)−1

log 1
1−α

Takºe jsou také vyváºené a operace mají zaru£enou logaritmickou hloubku, vyvaºuje se na nich také rotacemi a
dvojrotacemi. Vºdy totiº existuje α ≤ d ≤ 1− α takové, ºe kdyº mám strom, jehoº oba podstromy spl¬ují vlastnosti
a navíc p(Tl)/p(T ) ≤ α a p(Tl)/p(T ) − 1 nebo p(Tl) + 1/p(T ) + 1 vyhovuje, vezmu ρ = p(T ′)

p(Tr) , kde T
′ je ur£en levým

synem Tr, a pro ρ ≤ d provedu ROTACE(T , Tr), jinak DVOJROTACE(T , Tr, T ′) a dostanu BB-α strom (bez d·kazu).
Opa£ný p°ípad je popsaný symetricky.

Mají p¥knou vlastnost, kv·li které se pouºívaly: pro ∀α existuje c > 0 takové, ºe kaºdá posloupnost k operací
INSERT a DELETE volá max. c · k rotací a dvojrotací.

http://wiki.matfyz.cz.org/wiki/#Obecn.C3.A1_.28nevyv.C3.A1.C5.BEen.C3.A1.29_implementace
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10.2 B-Stromy a jejich varianty

(a,b)-stromy

(a, b)-strom pro a ≤ b p°irozená je strom T , který spl¬uje následující podmínky:

• kaºdý vnit°ní vrchol v stromu T r·zný od ko°ene t má alespo¬ a a nejvíc b syn·

• v²echny cesty od ko°ene k list·m mají stejnou délku

Tato de�nice je ale pro praktické ú£ely p°íli² obecná � budeme chtít navíc podmínky:

• a ≥ 2 a b ≥ 2a− 1

• ko°en je bu¤ list nebo má alespo¬ 2 a nejvíc b syn·

Takový (a, b)-strom existuje pro kaºdý p°irozený po£et list·, jeho vý²ka je mezi logb n a 1 + loga(n2 ), tedy O(log n).
Indukcí: strom o vý²ce h má 2ah−1 ≤ n ≤ bh list· (p°idáním h-té hladiny do stromu s k listy dostaneme strom s
ka ≤ n ≤ kb listy.

Reprezentace mnoºiny

Strom reprezentuje n¥jakou mnoºinu S (prvk· z univerza U), kdyº mám bijekci mezi uspo°ádáním S a lexikogra�ckým
uspo°ádáním list·.

Kaºdý vnit°ní vrchol v obsahuje informaci o po£tu syn· ρ(v), pole ukazatel· na syny Sv a pole Hv prvk· z U
takových, ºe i-tý je nejv¥t²í v S reprezentovaný v podstrom¥ i-tého syna. Listy mají jen sv·j prvek.

Pro kaºdý prvek krom¥ nejv¥t²ího existuje vnit°ní vrchol, který obsahuje jeho klí£, proto lze listy i vynechat a
ukládat data ve vnit°ních vrcholech (coº ale není moc p°ehledné). Vrcholy m·ºou mít i odkaz na otce, nebo si otce
m·ºu pamatovat p°i pr·chodech dol· (na vrcholech, ke kterým jsem nedo²el od ko°ene, otce nepot°ebuju).

Algoritmy

Máme pomocnou funkci VYHLEDEJ, který do hloubky projde stromem a vrátí nejbliº²í v¥t²í k n¥jakému prvku
(nebo prvek sám, je-li ve strom¥). Základní operace:

• MEMBER: p°ímo pouºije onu pomocnou operaci a pak zjistí, jestli na²el, co hledal

• INSERT: vyhledám místo kam, pokud tam prvek není, vytvo°ím nový list, p°ipojím na správné místo do Sv a
postupn¥ nahoru ²t¥pím, je-li pot°eba, extrémn¥ roz²t¥pím ko°en.

• DELETE: najdu prvek, najdu, kam je pov¥²ený a to jedno polí£ko v Sv a Hv zru²ím, opravím ρ, pokud dostanu
mén¥ neº a syn· v uzlu, spojím s bezprost°edním bratrem (má-li ten práv¥ a syn·), nebo p°esunu n¥jaký list z
bratra do mého uzlu.

Oba algoritmy pracují v O(log |S|) v nejhor²ím p°ípad¥.
JOIN (bez prvku navíc): P°epokládá maxS1 < minS2. Je-li h(T1) ≥ h(T2), najde v T1 hladinu o 1 nad p°ipojení

a v ní nejv¥t²í prvek / vytvo°í nadko°en T1 v p°ípad¥ rovnosti, slije do n¥j prvky obou ko°en· a p°ípadn¥ provede
²t¥pení. Jinak hledá a p°ipojuje v T2. Pot°ebuje £as O(|h(T1)− h(T2)|).

SPLIT: Prochází postupn¥ dol·, rozd¥luje uzly (podstromy s prvky < x, resp. ≥ x) a hází výsledky do 2 zásobník·.
Pokud odd¥lí více neº 1 krajní prvek, hodí na zásobník strom, jehoº ko°en je práv¥ odd¥lená £ást uzlu, jinak na zásobník
dává podstrom onoho krajního prvku. Tak pokra£uje aº k list·m, pokud tam najde p°ímo x, tak ho vyhodí. Stromy ze
zásobník· spojí postupným voláním JOIN � v 1 zásobníku jsou max. 2 stromy stejné vý²ky, celkem jich je k ≤ 2 loga |S|
a jejich zpracování trvá O(

∑k−1
i=1 (h(Ti)− h(Ti+1) + 1)) = O(h(T1) + k).

ORD: S takovouto reprezentací efektivn¥ nejde, proto musíme navíc ∀ uzel udrºovat pole Pv s po£ty vrchol· v jeho
jednotlivých podstromech a p°i vkládání a odebírání ho pr·b¥ºn¥ aktualizovat. Pak v ORD procházím do hloubky a
postupn¥ p°i£ítám velikosti p°esko£ených podstrom· (pokud bych se p°i£tením dal²ího dostal k 0, jdu na niº²í hladinu).

Implementace

• Pro vnit°ní pam¥´ se doporu£uje a = 2− 3 a b = 2a, pro vn¥j²í a ≈ 100 a b = 2a (tj. v obou p°ípadech vlastn¥
B-stromy).

• P°i p°ístupu více uºivatel· ke struktu°e je problém s aktualiza£ními operacemi � zamykání celého stromu není
efektivní: pouºije se vyvaºování shora dol·: algoritmus INSERT zamkne uzel, jeho otce a syny. Pak pokud je
po£et syn· = b, roz²t¥pí ho (p°edem), nebude se pak uº ²t¥pit zpátky.

� Aby tohle fungovalo (abych m¥l ≥ a syn· v²ude), je nutné b ≥ 2a.
� Podobn¥ funguje DELETE � najde-li uzel s a syny, provede �preventivn¥� slití nebo p°esun.
� Provádí se tak víc slití a ²t¥pení neº v p·vodní variant¥, ale asymptoticky je to furt stejné.
� Pro takovéto struktury na externí pam¥ti se doporu£uje a ≈ 100 a b = 2a+ 2.

http://wiki.matfyz.cz.org/wiki/#B-stromy
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B-Stromy

B-strom °ádu m je vlastn¥ (a, b) strom pro a = m
2 a b = m . V ur£itých implementacích se ov²em data nacházejí uº ve

vnit°ních vrcholech, potom má kaºdý uzel vºdy o 1 mén¥ datových záznam· neº potomk·. Pokud jsou data uloºena
aº v listech, jedná se o Redundantní B-strom.

Implementa£ní detaily:

• N¥kdy jdou z uzl· na data jen pointery, listy m·ºou mít jinou (jednodu²²í) dat. strukturu neº vnit°ní uzly.

• Pro implementaci je vhodné pamatovat si celou aktuáln¥ procházenou v¥tev v n¥jakém bu�eru.

• V redundantních stromech nemusím p°i odstran¥ní dat odstra¬ovat klí£ ve vnitrnich uzlech (lze podle toho hledat
i kdyz to tam neni).

• Vylep²ení � vyvaºování stránek� p°i p°ete£ení stránky se nejd°ív dívám, jestli není volno v sousedních. Pokud
ano, p°erozd¥lím a upravím klí£e � zaru£uje lep²í zapln¥ní, ale je pomalej²í. Podobn¥ je moºné vyvaºovat po£ty
se sousedy v p°ípad¥ vyhazování (i kdyº nemerguju).

Dal²í varianty

B* stromy � Na základ¥ vyvaºování stránek zp°ísníme podmínky na po£et uzl·: Ko°en ma min. 2 potomky, ost. uzly
minimáln¥ d(2m−1)/3e potomk·, v²echny v¥tve jsou stejné dlouhé. �t¥pení se odkládá, dokud nejsou sourozenci plní,
potom se ²t¥pí bu¤ 2 do 3 (jen s jedním sourozencem), nebo 3 do 4 (s ob¥ma) uzl·. P°i odebírání se slévají 3 uzly do
2 (nebo 4 do 3). �t¥pení a slévání jde zesloºitit je²t¥ na víc stránek.

Odloºené ²t¥pení � pouºívá stránku p°ete£ení, vkládá znova, aº kdyº se naplní. Stránka p°ete£ení m·ºe být
jedna pro jeden listový uzel, nebo ji m·ºe sdílet n¥jaká skupina list· � ²t¥pí se, aº kdyº jsou v²echny listy i p°ete£ení
zapln¥né. Tedy pokud má strom víc neº 1 úrove¬, má v²echny listy zapln¥né (za p°edpokladu nepouºití DELETE).
S odebíráním musím i slévat a ²t¥pit skupiny � jejich velikost není pevná.

Pre�xové stromy � pro redundantní B-stromy; klí£e jsou co nejkrat²í °et¥zce nutné k odli²ení list·, nikoliv celé
hodnoty, které se nacházejí aº v listech. P°i vkládání a ²t¥pení stránek se n¥jakou heuristikou hledá nejkrat²í pre�x,
který by dv¥ vznikající stránky odd¥lil. Mazaní a slévání � ºádná zm¥na. Dal²í zkrácení � u potomk· se neopakuje
p°edpona klí£e, kterou ma rodi£ � to ale hodn¥ zvý²í nároky na CPU.

B+ stromy � pro intervalové dotazy: zrychlení tím, ºe z°et¥zíme vºdy uzly v jedné hladin¥ (a nebo jenom listy),
tj. p°idáme do uzl· ukazatele na levého a pravého souseda.

Hladinov¥ propojené (a,b)-stromy s prstem (Finger trees) � pro vyhledávání navíc je²t¥ p°idáme odkaz
na otce do kaºdého uzlu a pro celou strukturu jeden �prst� � odkaz na n¥jaký list. Vyhledávání za£íná od prstu a
postupuje nahoru, dokud nenajde podstrom, v n¥mº by m¥l být hledaný prvek; potom se spustí dol·. Pokud je prvek
poblíº prstu, je to rychlej²í neº klasická varianta. Typicky máme funkci nastevní prstu na n¥jaký prvek a pokud se
motáme v jeho okolí, vyjde to lépe.

Prom¥nná délka zaznam· � modi�kace pro záznamy r·zné délky: ne²t¥pit podle po£tu záznam·, ale na zhruba
1/2 podle velikosti. Podmínka existence uzlu: sou£et délek záznam· v n¥m je ≥ B/2 kde B je délka uzlu(stránky) (pro
B* stromy 2B/3). Problémy: dlouhé klí£e mají tendenci propadávat ke ko°eni, tím se zmen²uje arita stromu; m·ºe se 1
stránka ²t¥pit i na 3 (pokud vkládám záznam del²í nez 1/2 stránky); vloºením záznamu m·ºe dojít ke zmen²ení stromu
(jak, to se ve skriptech nepí²e :( ) Nejde vyrobit nezávislé INSERT a DELETE, °e²ení: univerzální alg. nahrazování
°et¥zce °et¥zcem, INSERT a DELETE jsou jeho spec. p°íp. �e²eni sniºování arity stromu: minimalizace délky klí£·
(nalezeni klí£e min. délky, která navíc spl¬uje min. napln¥ni) � pro B* stromy docela sloºité.

Amortizované odhady po£t· ²t¥pení a slití a vyváºení

Obecn¥ m·ºe INSERT volat aº log(|S|)-krát ²t¥pení a DELETE log(|S|)-krát slití a jedno vyváºení (p°esun).
Za£ínáme-li s prázdným stromem a m¥°íme na n¥jaké posloupnosti n operací, zjistíme, ºe jde amortizovan¥ o O(1).

D·kaz pro (2, 4)-stromy:

• Pouºijeme bankovní metodu, kdy INSERT bude stát dv¥ jednotky a DELETE jednu.

• Za ²t¥pení a slití pak budeme platit vºdy jednu jednotku, vyváºení nebude stát nic, protoºe je v kaºdémDELETE
voláno max. jednou a asymptoticky nic nezkazí.

• V jednotlivých uzlech stromu budeme udrºovat následující po£ty jednotek podle stupn¥ uzl· (p°idáváme i stupn¥
1 a 5, které mají uzly t¥sn¥ p°ed ²t¥pením a sléváním):

ρ(v) 1 2 3 4 5
jednotek 2 1 0 2 4

• Potom INSERT a DELETE bez ²t¥pení díky své cen¥ udrºují (ob£as i p°eplácí) správné stavy jednotek v
uzlech � sníºení stupn¥ stojí max. 1 a zvý²ení max. 2 jednotky.
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• Dojde-li ke ²t¥pení uzlu stupn¥ 5 do uzl· stup¬· 3 a 2, £ty°i jednotky se zaplatí: jedna za rozd¥lení, jedna na
ú£et nového uzlu stupn¥ 2 a (max.) dv¥ za zvý²ení stupn¥ rodi£e.

• Dojde-li k vyvaºování (p°esunu), máme 2 jednotky, coº nám sta£í k vytvo°ení dvou uzl· stupn¥ 2 ze stup¬· 1 a
3 a p°ebývá nám p°i vyváºení uzl· stup¬· 1 a 4.

• Sléváme-li uzly stupn¥ 1 a 2, máme 3 jednotky celkem: jednou zaplatíme vlastní slití, jednou sníºení stupn¥
rodi£e a jedna zbyde.

Protoºe v²echny moºnosti zachovávají invariant, je vid¥t, ºe celkem bude max. 2n operací slití a ²t¥pení. D·kaz
(prý) jde roz²í°it i na libovolné a a b ≥ 2a (podle m¥ by m¥lo sta£it zachovat ceny za operace a po£ty jednotek v
krajních p°ípadech).

Pro b = 2a− 1 lze bohuºel jednodu²e nalézt takové posloupnosti operací, kde po£et slití a ²t¥pení je O(n log n), to
samé, máme-li paralelní operace p°i b = 2a+ 1. Proto se doporu£uje 2a, resp. 2a+ 2.

V hladinov¥ propojeném strom¥ platí, ºe posloupnost n operací MEMBER, INSERT, DELETE a PRST vyºaduje
O(log n+ £as na vyhledání prvk· ).

10.3 Trie

Trie je vlastn¥ stromová reprezentace slovníku. Její ozna£ení z°ejm¥ pochází od slova �retrieval�. Jejím úkolem je
reprezentovat mnoºinu S ⊆ U , kde U je tvo°eno v²emy slovy nad abecedou Σ, |Σ| = k o délce l. Na této mnoºin¥
budeme provád¥t operace MEMBER, INSERT a DELETE.

Poºadavek na délku se pouºije pouze u odhad· na sloºitost algoritm·. Ve skute£nosti ale není omezující � slova
m·ºeme vºdycky doplnit n¥jakými znaky mezery nebo lehce algoritmy upravit, aby s krat²ími slovy po£ítaly.

Základní varianta

De�nice

Trie je strom takový, ºe kaºdý vnit°ní vrchol má k syn·, odpovídajících v²em znak·m abecedy. Kaºdému vrcholu lze
rekurzivn¥ p°i°adit slovo nad abecedou Σ následujícím zp·sobem:

• Ko°eni pat°í prázdné slovo λ.

• a-tému synu pat°í slovo otce dopln¥né o a (kde a je libovolné písmeno).

Pro kaºdý vnit°ní vrchol trie musí platit, ºe tento vrchol je pre�xem n¥jakého slova z reprezentované mnoºiny S.
Kaºdý list obsahuje jeden bit, který udává p°ítomnost nebo nep°ítomnost slova, které p°edstavuje, v mnoºin¥ S.

Je vid¥t, ºe taková struktura je dost pam¥´ov¥ náro£ná � kaºdý vrchol pot°ebuje pam¥´ O(k) a celkem máme aspo¬
tolik vrchol·, co bod· mnoºiny, násobeno délkou cesty k nim, tedy O(kl|S|).

Operace

MEMBER je velice jednoduchý � postupn¥ sestupuje stromem podél syna, který odpovídá i-tému písmenu hledaného
slova v i-tém kroku. Pokud se dostane do listu d°ív neº dojde na konec slova, skon£í neúsp¥chem. Jinak vrátí informaci
o p°ítomnosti slova z listu, do kterého se dostal.

INSERT dojde do listu podobn¥ jakoMEMBER. Potom (je-li to pot°eba) m¥ní listy na vnit°ní vrcholy a vkládá
pokra£ování cesty aº do dosaºení délky slova. V posledním kroku upraví indikaci v listu.

DELETE vyhledá prvek a nastaví indikaci v jeho listu na FALSE. Pak se postupn¥ vrací a dokud nalézá jen samé
listy s FALSE, zru²í celý vrchol a zm¥ní ho na list s FALSE.

Algoritmus MEMBER projde aº l vrchol· a kaºdý v konstantním £ase (vrcholy se indexují p°ímo písmeny
abecedy), tedy je O(l). Algoritmy INSERT aDELETE vyºadují £as O(kl), protoºe úprava jednoho vrcholu vyºaduje
aº k operací.

Komprimované Trie

Trie upravíme tak, ºe vyházíme vrcholy, jejichº slovo je pre�xem stejné mnoºiny slov jako slovo jejich otc· (tj. vrcholy,
kde nedochází k ºádnému v¥tvení a je jen jedna moºnost pokra£ování). Ve vrcholech si te¤ ale místo toho musíme
udrºovat informaci o aktuální hloubce κ(v) a navíc v listech musíme drºet celé slovo, které reprezentují (abychom
neztratili písmena z vrchol·, které jsme vyházeli).

Operace pak bude t°eba upravit, ale protoºe takto upravené trie má jen S−1 vnit°ních vrchol·, pam¥´ová náro£nost
klesla na O(k|S|)



52 KAPITOLA 10. STROMY

Operace

MEMBER pracuje podobn¥, ale ve vrcholu v vºdy testuje κ(v) + 1-ní písmeno hledaného slova. Nakonec (protoºe
neotestoval v²echna písmena a mohlo by tedy dojít ke kolizi) navíc porovná slovo uloºené ve vrcholu se slovem, které
jsme hledali.

INSERT pro n¥jaké slovo x op¥t vyhledá místo pro vloºení a dojde do listu, kde najde jiné slovo y. Pak vezme
nejv¥t²í spole£ný pre�x slov x, y a v jeho míst¥ strom rozd¥lí � pokud ve správné hloubce uº je vnit°ní vrchol, pokra£uje
z n¥j, jinak nový d¥lící vrchol p°idá. Potom upraví hodnoty v listech.

DELETE zru²í informaci o mazaném slov¥ stejn¥ jako p°edtím. Navíc ale pokud zjistí, ºe otec �vy£i²t¥ného� listu
v hierarchii stromu má jen jednoho dal²ího potomka � vnit°ní uzel, nacpe tohoto potomka na jeho místo.

Je vid¥t, ºe INSERT a DELETE zm¥ní maximáln¥ jeden vnit°ní vrchol a pracují tak v O(k + l).

O£ekávaná hloubka

Odhady £as· pro operace MEMBER, INSERT a DELETE závisí na (maximální) délce slov l, ale takové hloubky
komprimované trie dosáhne jen v nejhor²ím p°ípad¥. Chceme proto odhad o£ekávané hloubky, za p°edpokladu, ºe
reprezentovaná mnoºina S je vzorkem dat z rovnom¥rného rozd¥lení (coº bývá £asto p°ibliºn¥ spln¥no).

Ozna£íme qd pravd¥podobnost, ºe komprimovaný trie nad mnoºinou S, |S| = n má hloubku aspo¬ dn = d. Pak je
na²e o£ekávaná (st°ední) hodnota hloubky:

E(dn) =

∞∑
i=1

i(qi − qi+1) =

∞∑
i=1

qi

Odhadneme proto velikost qd. Víme, ºe hloubka trie je men²í neº d, kdyº pre�xy o délce d slov z na²í mnoºiny
rozli²ují tato slova jednozna£n¥. Pravd¥podobnost, ºe toto nastane, je (po£et jednozna£ných pre�x· a k nim po£et
libovolných dopln¥ní do délky l, d¥leno po£tem jednozna£ných slov délky l, v²e nad abecedou o velikosti k):

P (jednozna£né rozli²ení o délce d) =
(k
d

n )kn(l−d)

(k
l

n )

Z toho:

qd ≤ 1− P (jednozna£né rozli²ení o délce d− 1) =

1− (k
(d−1)

n )kn(l−d+1)

(k
l

n )
≤ 1− (

∏n−1
i=0 (kd−1−i))kn(l−d+1)

knl
= 1−

∏n−1
i=0

(
1− i

kd−1

)
≤ 1− exp

(
−n2

kd−1

)
≤ n2

kd−1

Poslední kroky jsme mohli ud¥lat, protoºe platí (integrál s nerovností m·ºeme pouºít, protoºe daný logaritmus je
klesající, p°i výpo£tu integrálu pouºijeme substituci za 1− x

kd−1 ):∏n−1
i=0

(
1− i

kd−1

)
= exp

(∑n−1
i=0 ln

(
1− i

kd−1

))
≥

≥ exp
(∫ n

0
ln
(
1− x

kd−1

)
dx
)

= exp
(
(n− kd−1) ln

(
1− n

kd−i

)
− n

)
≤ exp

(
−n2

kd−1

)
O£ekávaná vý²ka stromu pak vyjde, poloºíme-li c = 2dlogk ne:

∞∑
i=1

qi =

c∑
i=1

qi +

∞∑
i=c+1

qi ≤
c∑
i=1

1 +

∞∑
i=c+1

n2

ki−1
= c+

n2

kc

( ∞∑
i=0

1

ki

)
≤ 2dlogk ne+

1

1− 1
k

Trie v tabulce

Pokud se vzdáme operací INSERT a DELETE, m·ºeme trie reprezentovat na extrémn¥ zcvrklém prostoru. Nejd°íve
si ho p°edstavme jako matici M dimenze r × s, kde kaºdý vnit°ní vrchol odpovídá jednomu °ádku a sloupce jsou
písmena abecedy. Potom na pozici M(v, a) je a-tý syn vrcholu v. Pole matice m·ºe obsahovat bu¤ odkazy na dal²í
vrcholy (identi�kátor °ádku), nebo p°ímo slova, která jsou obsaºena v reprezentované mnoºin¥, nebo prázdnou hodnotu
null. Ve vedlej²ím poli si musíme uchovat i hloubky vrchol· odpovídající nekomprimovanému trie � κ(v).

Komprese matic � uloºení do pole

Hodnoty null ale nep°iná²ejí novou informaci � sta£í p°i pr·chodu maticí na dal²í vrcholy testovat, zda nám stoupá
hodnota κ(v) a nakonec provést test shody s nalezeným prvkem. Díky tomu m·ºeme na místa, kde je null, v klidu
ukládat n¥co jiného.

Matici M tak m·ºeme reprezentovat dv¥ma poli

• V AL � v n¥m budou hodnoty z r·zných °ádk· matice

• RD (�row displacement�, �posunutí °ádku�) � bude udávat, kde za£íná který °ádek p·vodní matice M ve V AL
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Jednotlivé datové °ádky p·vodní matice se v poli V AL v klidu m·ºou p°ekrývat, pokud p°ekryté hodnoty jsou jen
null. Formáln¥ musíme zachovat, ºe kdyº M(i, j) je de�nováno, pak M(i, j) = V AL(RD(i) + j) a ºe kdyº M(i, j) a
M(i′, j′) jsou de�novány pro (i, j) 6= (i′, j′) , pak RD(i) + j 6= RD(i′) + j′.

Pro nalezení �dobrého� rozloºení °ádk· p·vodní matice do pole V AL se pouºívá algoritmus First-Fit Decreasing:

• Pro kaºdý °ádek p·vodní maticeM spo£teme, kolik míst je non-null a set°ídíme °ádky matice podle této hodnoty
v klesajícím po°adí

• Bereme °ádky podle set°íd¥ní a vkládáme je na první místo od za£átku pole V AL tak, ºe neporu²ují vý²e uvedené
podmínky.

Ozna£íme po£et v²ech non-null hodnot jako m a po£et non-null hodnot v °ádcích s alespo¬ l non-null hodnotami
jako ml. Pokud °ádky matice M spl¬ují pravidlo harmonického rozpadu, tj. ∀l : ml ≤ m

l+1 (tj. nap°. více neº polovina
°ádk· obsahuje jen jednu skute£nou hodnotu), pak pro kaºdý °ádek i platí RD(i) < m a algoritmus stavby polí
pot°ebuje O(rs+m2) £asu (d·kaz je hnusný).

Posouvání sloupc·

Protoºe podmínku harmonického rozpadu spl¬uje jen málo matic, upravíme si obecné matice tak, aby ji spl¬ovaly
taky. Vyuºijeme toho, ºe matici trochu �natáhneme� do po£tu °ádk· (tím se, pravda, zv¥t²í pole RD) a jednotlivé
sloupce v ní rozstrkáme tak, aby v jednom °ádku nevy²lo moc zapln¥ných míst najednou. Kde za£íná který sloupec si
zapamatujeme v dal²ím pomocném poli CD (�column displacement�, �posunutí sloupce�).

�Dobré� posunutí sloupc· nalezneme oby£ejným p°ístupem First-Fit, kdyº pro kaºdý sloupec j nalezneme nejmen²í
£íslo CD(j) spl¬ující:

m(j + 1)l ≤
m

f(l,m(j + 1))
∀l = 0, 1, . . .

Hodnota m(j) je po£et v²ech zapln¥ných míst v prvních j sloupcích práv¥ konstruované matice a m(j)l je po£et
zapln¥ných míst v °ádcích s alespo¬ l zapln¥nými místy.

Pozorování:

• Je vid¥t, ºe kaºdá funkce f musí spl¬ovat f(0,m(j)) ≤ m
m(j) ∀j, protoºe jinak by v algoritmu nemohla být

spln¥na testovaná podmínka pro l = 0 (protoºe mj = m(j)0).

• Dále musí funkce f spl¬ovat nerovnost f(l,m) ≤ l+1 ∀l, aby výsledná matice spl¬ovala podmínku harmonického
rozpadu.

Dá se ukázat (a je to hnusný d·kaz), ºe vhodná funkce je t°eba f(x, y) = 2x(2− y
m ), protoºe spl¬uje ob¥ podmínky

a navíc výsledný vektor CD má délku s, vektor RD má délku men²í neº 4m log logm+ 15.3m+ r a vektor V AL má
délku men²í neº m+ s. Protoºe hodnoty CD indexují RD a hodnoty RD indexují V AL, plynou z toho omezení i na
hodnoty v nich uloºené.

�as celého algoritmu vytvá°ení matic je O(s(r +m log logm)2).

Dal²í komprese vektoru RD

Protoºe M má jen m de�novaných mít, z algoritmu pro výpo£et RD plyne, ºe jen max. m míst v tomto vektoru bude
r·zných od nuly. Proto m·ºeme pouºít následující kompresi (°ekn¥me, ºe nenulových míst je t):

1. Vektor RD rozd¥líme na n blok· o délce d.

2. Vytvo°íme nový vektor CRD o délce t, který obsahuje jen nenulové prvky p·vodního vektoru. Ozna£me jejich
p·vodní pozice ij , j = 0 . . . t− 1 a jejich pozice ve vektoru CRD jako v(ij).

3. Vytvo°íme vektor BASE o délce n, kde BASE(x) =

{
−1 ij ÷ d 6= x ∀j = 0, . . . t− 1

min{l; il ÷ d = x} jinak

4. Vytvo°íme matici OFFSET typu n× d, kde OFFSET (x, y) =

{
−1 x · d+ y 6= ij ∀j
j −BASE(x) x · d+ y = ij

5. Uloºíme matici OFFSET do vektoru OFF dimenze n tak, ºe z kaºdého °ádku vytvo°íme £íslo v soustav¥ o
základu d+ 1: OFF (x) =

∑d−1
k=0(OFFSET (x, k) + 1)(d+ 1)k.

Potom platí, ºe:

• v(h) = 0⇔ OFFSET (h÷ d, h mod d) = −1

• v(h) = 1⇒ h = BASE(h÷ d) +OFFSET (h÷ d, h mod d)

• OFFSET (i, j) = ((OFF (i)÷ (d+ 1)j) mod (d+ 1))− 1

Celá tahle legrace má smysl, jen pokud d� n, a t < n. Kdyº d ≤ dlog log ne, pak lze celé trie uloºit pomocí p¥ti
vektor· dimenze n s hodnotami men²ími neº 4n log log n.
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10.4 Haldy

Haldy se pouºívají pro m¥nící se uspo°ádané mnoºiny. Nevyºaduje se efektivní operace MEMBER (£asto se p°ed-
pokládá s argumentem operace informace o uloºení prvku). Poºadují se malé nároky na pam¥´ a rychlost ostatních
operací.

De�nice, operace

Halda je stromová struktura nad mnoºinou (dat) S, jejíº uspo°ádání je dáno funkcí f : S → R, spl¬ující lokální
podmínku haldy:

∀v ∈ S : f(otec(v)) ≤ f(v), p°ípadn¥ v duální podob¥.

Mnoºina je reprezentovaná haldou, kdyº p°i°azení prvk· vrchol·m haldy je bijekce, spl¬ující podmínku haldy.
R·zné druhy hald se li²í podle dal²ích podmínek, které musí spl¬ovat stromové struktury.

• Krom b¥ºných operací m·ºu m¥nit uspo°ádání: operace INCREASE a DECREASE zm¥ní velikost f na
n¥jakém daném prvku s se známým uloºením o +a, −a.

• Dal²í operace: DELETEMIN � smazání prvku s nejmen²í hodnotou f .

• Pro operaci DELETE budeme poºadovat p°ímé zadání uloºení prvku.

• Navíc de�nujeme operaci MAKEHEAP � vytvo°ení haldy p°i známé mnoºin¥ a f ,

• a MERGE � slití dvou hald do jedné, reprezentující S1 ∪ S2 a f1 ∪ f2, aniº by se ov¥°ovala disjunktnost.

Regulární haldy

Pro d-regulární strom (d ∈ N) s ko°enem r platí, ºe existuje po°adí syn· vnit°ních vrchol· takové, ºe o£íslování
prohledáváním z r do ²í°ky spl¬uje:

1. kaºdý vrchol má nejvý²e d syn·

2. kdyº vrchol není list, tak v²echny vrcholy s men²ím £íslem mají práv¥ d syn·

3. má-li vrchol mén¥ neº d syn·, pak v²echny vrcholy s v¥t²ími £ísly jsou listy

Potom takový strom s n vrcholy má max. jeden ne-list, který nemá práv¥ d syn·, jeho vý²ka je dlogd(n(d−1)+1)e.
�ísla syn· vrcholu s £íslem k jsou (k − 1)d+ 2, . . . , kd+ 1, £íslo otce je 1 + bk−2

d c. Takto vytvo°ená halda umoº¬uje i
efektivní reprezentaci v poli.

Operace na regulárních haldách

• Není známa efektivní operace MERGE.

• Máme pomocné operace UP, DOWN, posunující prvek níº/vý² ve struktu°e, dokud není spln¥na podmínka
haldy (�probublávání�).

• INSERT jen vloºí nový prvek za poslední a spustí UP

• DELETE nahradí odstran¥ný prvek posledním listem a volá UP nebo DOWN podle pot°eby

• DELETEMIN odstraní ko°en, nahradí ho posl. listem a volá DOWN

• MIN jen vrátí ko°en

• INCREASE a DECREASE zm¥ní hodnotu f n¥jakého prvku a zavolají DOWN, resp. UP (pozor, je to
naopak, neº názvy napovídají).

• OperaceMAKEHEAP vytvo°í libovolný strom a pak postupn¥ od posledního ne-listu ke ko°eni volá na v²echno
DOWN.

U v²ech operací je korektnost zaji²t¥na podmínkou haldy (a tím, ºe UP a DOWN zaru£í její spln¥ní).

Sloºitost operací

B¥h DOWN vyºaduje O(d) a UP O(1) v kaºdém cyklu, takºe celkem jde o O(d log |S|) a O(log |S|).
Haldu lze vytvo°it opakovaným INSERTem v £ase |S| log |S|, ale pro v¥t²í mnoºiny je rychlej²í MAKEHEAP

� uvaºujeme-li, ºe operace DOWN vyºaduje £as odpovídající vý²ce vrcholu. Ve vý²ce k − i je di vrchol·. Tím
dostávám celkový £as O(

∑k−1
i=0 d

i(k − i)d), coº se dá odhadnout jako O(d2|S|).
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Aplikace

Heapsort � vytvo°ení haldy a postupné volání MIN a DELETEMIN. Lze ukázat, ºe pro d = 3, d = 4 je výhodn¥j²í
neº d = 2, empiricky je do cca 1000000 prvk· d = 6 nebo d = 7 nejlep²í. Pro del²í posloupnosti je moºné d zmen²it.

Dijkstra � normální Dijkstr·v algoritmus, jen vrcholy grafu uchovávám v hald¥, t°íd¥né podle aktuálního d (horního
odhadu vzdálenosti). Sloºitost O((m + n) log n), pro d = max{2, mn } je to O(m logd n) a pro husté grafy (m > n1+ε)
je lineární v m.

Leftist haldy

Leftist halda je binární strom (T, r). Ozna£me npl(v) délku nejkrat²í cesty z v do vrcholu s max. 1 synem. Leftist
halda musí spl¬ovat následující podmínky:

1. má-li vrchol 1 syna, pak je vºdy levý

2. má-li 2 syny l, p , pak npl(p)≤npl(l)

3. podmínka haldy na klí£e prvk· (ex. p°i°azení prvk· vrchol·m stromu)

Pro leftist haldu se de�nuje pravá cesta (posl. pravých syn·) a pokud máme takovou cestu délky k z vrcholu v,
víme, ºe podstrom v do hloubky k je úplný binární strom. Délka pravé cesty z kaºdého vrcholu je tedy logaritmická
ve velikosti podstromu.

Operace jsou zaloºeny na algoritmech MERGE a DECREASE.

• MERGE testuje prázdnost jednoho ze strom· (a pokud je jeden prázdný, vrátí ten druhý jako výsledek). Pokud
ne, volá se rekurzivn¥ na podstrom pravého syna ko°ene s men²ím klí£em dohromady s celým druhým a výsledek
p°ipojí místo onoho pravého syna. Pokud neplatí podmínka na npl, syny vym¥ní.

• INSERT je to samé co vytvo°ení jednoprvkové haldy a zavolání MERGE.

• DELETEMIN je zMERGEování syn· ko°ene (a jeho zahození).

• MAKEHEAP je vytvo°ení hald z jednotl. prvk·. Nacpu je do fronty a potom v cyklu vyberu dva první,
zmerguju a hodím výsledek na konec, dokud mám ve front¥ víc neº 1 haldu.

INCREASE a DECREASE se d¥lají jinak.

• Mám pomocnou operaci OPRAV, která odtrhne podstrom a dopo£ítá v²em vrchol·m správné npl. Po odtrºení
vrcholu a p°íp. p°ehození pravého syna doleva jde nahoru, dokud provádí zm¥ny npl (moºno aº do ko°ene),
vztahuje npl odspoda a p°íp. prohazuje syny.

• DECREASE se pak ud¥lá sníºením hodnoty ve vrcholu, zavoláním OPRAV, tj. jeho od°íznutím od zbytku
haldy, a MERGE podstromu a zbytku.

INCREASE: zapamatuju si levý a pravý podstrom vrcholu s mým prvkem a provedu na n¥j OPRAV (vyhodím
ho), potom vyrobím nový vrchol s mým prvkem se zvednutou hodnotou a jako samostatnou haldu ho zMERGEuju
s levým podstromem. Pravý podstrom zMERGEuju se zbytkem haldy a nakonec s tím zMERGEuju výsledek
MERGE levého podstromu a zvednutého prvku.

Sloºitost

1 b¥h MERGE bez rekurze je O(1), hloubka rekurze je omezena pravými cestami, takºe je to O(log(|S1|+ |S2|)). Z
toho plyne logaritmovost INSERT a DELETEMIN.

Pro MAKEHEAP se uvaºuje, kolikrát projdou haldy frontou: po k projití frontou mají velikost 2k−1 a tedy
fronta obsahuje d |S|

2k−1 e hald. Jeden MERGE je O(k) a jedno projití frontou pro v²echny haldy tedy trvá O(kd |S|
2k−1 e).

Celkem dostávám O(|S|
∑∞
k=1

k
2k−1 ) = O(|S|) (sou£et °ady je 4).

OPRAV chodí jen po pravé cest¥, takºe má logaritmickou sloºitost. INSERT, INCREASE a DECREASE se
díky ní dostanou taky na O(log |S|), protoºe jejich £ásti krom¥ MERGE a OPRAV mají konstantní sloºitost.

Binomiální haldy

Binomiální stromy se de�nují rekurentn¥ jako Hi, kde H0 je jednoprvkový a Hi+1 vznikne z dvou Hi, kdy se ko°en
jednoho stane dal²ím (krajním) synem ko°enu druhého. Pak strom Hi má 2i prvk·, jeho ko°en má i syn·, jeho vý²ka
je i a podstromy ur£ené syny ko°ene jsou práv¥ Hi−1, . . . ,H0.

Binomiální halda reprezentující S je seznam strom· Ti takový, ºe celkový po£et vrchol· v t¥chto stromech je |S|
a je dáno jednozna£né p°i°azení prvk· vrchol·m, respektující podmínku haldy. Kaºdý strom je p°itom izomorfní s
n¥jakým Hi a dva Ti, Tj , i 6= j nejsou izomorfní.

Existence binomiální haldy pro kaºdé p°irozené |S| plyne z existence dvojkového zápisu £ísla.
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Operace

Operace na binomiálních haldách jsou zaloºené na MERGE.

• MERGE pracuje stejn¥ jako binární s£ítání � za pomoci operace SPOJ (slepení dvou strom·, p°ilepím jako
syna toho, který má v ko°eni vy²²í klí£) slepí stromy stejného °ádu, p°ená²í výsledky do dal²ího spojování (p°enos
+ ob¥ haldy mající strom daného °ádu = vyplivnutí 1 stromu na výsledek a spojení zbývajících dvou).

• INSERT je MERGE s jednoprvkovou haldou.

• MIN je projití ko°en· a vypsání nejmen²ího.

• DELETEMIN je MIN, odebrání stromu s nejmen²ím prvkem v ko°eni a p°idání (MERGE) podstrom· jeho
ko°ene do haldy.

• INCREASE a DECREASE se d¥lají úpln¥ stejn¥ jako u regulárních hald.

• P°ímo není podporováno DELETE, jen jako DECREASE + DELETEMIN.

• MAKEHEAP se provádí opakováním INSERT.

Sloºitost MERGE je O(log |S1|+ log |S2|), protoºe 1 krok SPOJ je konstantní. Halda má nejvý²e log |S| strom·,
takºe MIN a DELETEMIN mají tuto sloºitost. Vý²ka v²ech strom· je ≤ log |S|, coº dává sloºitost INCREASE
O(log2 |S|) aDECREASE O(log |S|). Pro odhad sloºitostiMAKEHEAP se pouºije amortizovaná sloºitost p°i£ítání
jedni£ky k binárnímu £íslu, coº je O(1), tedy celkem O(|S|).

Líná implementace

Vynecháme p°edpoklad neexistence dvou izomorfních strom· v hald¥ a budeme �vyvaºování� provád¥t jen u operací
MIN a DELETEMIN, kdy se stejn¥ musí projít v²echny stromy. MERGE je pak prosté slepení seznam· hald.
Vyvaºování se provádí operací VYVAZ, která slou£í izomorfní stromy (podobn¥ jakoMERGE z pilné implementace).

Sloºitost INSERT a MERGE je O(1), ale DELETEMIN a MIN v nejhor²ím p°ípad¥ O(|S|).
Amortizovaná sloºitost vychází ale líp: pouºijeme potenciálovou metodu, kdyº za hodnocení kon�gurace w(H)

zvolíme po£et strom· v hald¥ |H|. INSERT a MERGE ho nem¥ní, resp. m¥ní o 1, takºe jsou stále O(1).
Operace VYVAZ pot°ebuje O(|H|), protoºe slití dvou strom· trvá konstantn¥ dlouho a nelze slévat víc strom·,

neº kolik jich je v hald¥. Krom¥ operace VYVAZ pot°ebuje MIN O(|H|) a DELETEMIN O(|H| + log |S|) (max.
stupe¬ stromu je logaritmický).

Dohromady vychází amortizovaná sloºitost pro MIN: am(o) = t(o) − w(H) + w(H ′) = O(|H| − |H| + log |S|),
protoºe výsledný po£et strom· |H ′| odpovídá pilné implementaci. Pro DELETEMIN podobn¥ dostanu O(|H| +
log |S| − |H|+ log |S|) = O(log |S|).

Fibonacciho haldy

De�nují se jako mnoºiny strom·, které spl¬ují podmínku haldy a musely vzniknout posloupností operací z prázdné
haldy. V²echny operace zachovávají podmínku, ºe jednomu vrcholu lze od°íznout max. dva syny. Strom má rank i,
má-li jeho ko°en i syn· (podobné jako izomor�smus s Hi u binomiálních hald).

Podmínka od°íznutí max. dvou syn· se zachovává pomocnou operací VYVAZ2. Kdyº vrchol není ko°en a byl mu
p°edtím n¥kdy od°íznut syn, je speciáln¥ ozna£ený. VYVAZ2 prochází od daného vrcholu ke ko°eni a dokud nalézá
ozna£ené vrcholy, odtrhává je i s jejich podstromy, ru²í jejich ozna£ení a vkládá do haldy jako zvlá²tní stromy. Kdyº
se vrchol stane ko°enem, ozna£ení se zapomene.

Operace

MERGE, INSERT, MIN a DELETEMIN jsou stejné jako v líné implementaci binomiálních hald, jen poºadavek
na isomor�smus s Hi je nahrazen poºadavkem na daný rank. Pomocné operace z binomiálních hald VYVAZ a SPOJ
jsou také stejné.

DECREASE, INCREASE a DELETE vycházejí z leftist hald. Pouºívají pomocnou operaci VYVAZ2

• DECREASE odtrhne podstrom ur£ený sniºovaným vrcholem (není-li to uº ko°en), zru²í u n¥j p°ípadné ozna£ení
a vloºí ho zvlá²´ do haldy, na odtrºené místo zavolá VYVAZ2.

• INCREASE provede to samé, jen je²t¥ roztrhá podstrom zvedaného vrcholu (odtrhne v²echny syny, zru²í jejich
p°íp. ozna£ení a vloºí jako samostatné stromy do haldy) a vloºí zvednutý vrchol do haldy zvlá²´.

• DELETE je to samé co INCREASE, bez p°idání vrcholu zp¥t do haldy.

http://wiki.matfyz.cz.org/wiki/St%C3%A1tnice_-_Odhady_slo%C5%BEitosti#Algoritmus_.28Potenci.C3.A1lov.C3.A1_metoda.29
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Korektnost a sloºitost

Operace SPOJ podobn¥ jako u binomiálních hald vyrobí ze dvou strom· ranku i jeden strom ranku i + 1. Operace
VYVAZ2 zajistí, ºe od kaºdého vrcholu krom¥ ko°en· byl odtrºen max. 1 syn � kdyº odtrhnu dal²ího, odtrhu i tento
vrchol a propaguju operaci nahoru.

Sloºitost operací:

• MERGE a INSERT je O(1) (stejn¥ jako u binomiálních hald)

• MIN má O(|H|) (nem¥ní ozna£ení vrchol·)

• DELETEMIN O(|H|+maxrank(H)), kdemaxrank udává maximální rank stromu v hald¥ (m·ºe navíc odzna£it
n¥které vrcholy)

• DECREASE je O(1 + c), kde c je po£et odzna£ených vrchol· (navíc ozna£í max. 1 vrchol)

• INCREASE a DELETE jsou O(1 + c+ d), kde navíc d je po£et syn· zvedaného nebo odstra¬ovaného vrcholu
(také ozna£í navíc max. 1 vrchol).

Pro výpo£et amortizované sloºitosti pouºijeme potenciálovou metodu a zvolíme hodnotící funkci w jako po£et
strom· v hald¥ + 2× po£et ozna£ených vrchol·. M·ºeme °íct, ºe amortizovaná sloºitost MERGE, INSERT a
DECREASE je O(1).

Ozna£me max. rank strom· v lib. hald¥ reprezentující n-prvkovou mnoºinu jako ρ(n). Amortizovaná sloºitostMIN,
DELETEMIN, INCREASE a DELETE pak je O(ρ(n)) (pro MIN a DELETEMIN je vzorec amortizované
sloºitosti podobný jako u binomiálních hald, pro INCREASE a DELETE je to vid¥t p°ímo ze vzorc·).

Pro odhad ρ(n) je pot°eba znát fakt, ºe i-tý nejstar²í syn libovolného vrcholu má aspo¬ i− 2 syn· (plyne z toho,
ºe se slévají jen stromy stejného °ádu a odtrhnout lze max. jednoho syna).

Vezmeme tedy nejmen²í strom Tj ranku j , který toto spl¬uje. Ten musí být sloºením Tj−1 a Tj−2 (vzniká tak,
ºe se slijí dva Tj−1 a potom se na tom, který je pov¥²ený jako syn nového ko°enu, provede DECREASE a tím se
z n¥j stane Tj−2 ). Z minimálního po£tu syn· se dá odvodit i rekurence |Tk| ≥ 1 + 1 + |T0| + · · · + |Tk−2|, která dá
indukcí to samé.

Potom |Tk+1| = Fk, kde Fk je k-té Fibonacciho £íslo. Pro Fibonacciho £ísla platí, ºe limk→∞ Fk = 1√
5

(
1+
√

5
2

)k
.

Proto je ρ(n) = O(log(n)) , coº dává logaritmickou amortizovanou sloºitost proMIN, DELETEMIN, INCREASE
a DELETE. Z toho pochází i název Fibonacciho haldy.

Aplikace

Fibonacciho haldy se díky své rychlosti INSERT, DECREASE a DELETEMIN £asto pouºívají v grafových
algoritmech. Praktické porovnání rychlosti s jinými haldami v²ak není dosud p°esn¥ prostudováno.

Motivací pro vývoj Fibonacciho hald byla moºnost aplikace v Dijkstrov¥ algoritmu. Dává totiº sloºitost celého
algoritmu O(m + n log n), coº by m¥lo být lep²í pro velké, ale °ídké grafy proti d-regulárním haldám. O prakticky
zji²t¥ném �zlomu� ale nevíme.
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Kapitola 11

Státnice - Ha²ování

11.1 Hashování

Základní motivací pro hashování je slovníkový problém, kdy máme za úkol reprezentovat mnoºinu S prvk· z n¥jakého
univerza U a provád¥t na ní následující operace:

• MEMBER (je t°eba, aby tato operace probíhala velmi rychle)

• INSERT

• DELETE

Aby byl MEMBER rychlý, bylo by nejlep²í mít v pam¥ti pole bit· o velikosti U . V p°ípad¥, ºe |S| << |U | (a
navíc U m·ºe být neúnosn¥ velké), pouºiji hashovací funkci h : U → {0, . . . ,m− 1} a mnoºinu S reprezentuji polem
s m polí£ky tak, ºe x ∈ S je uloºen na indexu h(x). P°edpokládejme, ºe funkce h se dá spo£ítat v £ase O(1) � jiné
funkce vlastn¥ nemají smysl, protoºe nep°iná²í dostate£né zrychlení.

Problém je, kdyº nastane kolize: x 6= y, h(x) = h(y). Jednotlivé druhy hashování, které následují, se li²í strategiemi
p°edcházení a °e²ení kolizí.

Pro následující analýzy si ozna£íme:

• |S| = n

• |U | = N

• Load factor (faktor zapln¥ní) � α = n
m .

Hashování se separovanými °et¥zci

V tomto typu hashování se kolize °e²í °et¥zením ve spojácích: pro kaºdé polí£ko zaloºíme zvlá²´ spoják v²ech prvk·,
které se do n¥j hashují. V²echny algoritmy je musí projít. P°edpokládejme, ºe °et¥zce jsou prosté � nic se v nich
neopakuje. V nejhor²ím p°ípad¥ mají v²echny prvky stejný hash a máme jen jeden seznam.

Pam¥´ová náro£nost je pro kaºdý seznam O(1 + l(i)), kde l(i) je délka toho seznamu.
Existují dv¥ varianty � neuspo°ádaná a s s uspo°ádanými prvky v °et¥zcích. Li²í se jedin¥ v o£ekávaném po£tu

test· pro neúsp¥²né hledání (kdyº dojdu v °et¥zci za místo, kde by byl hledaný prvek, m·ºu skon£it).
Pro odhad sloºitosti alogritm· p°edpokládáme, ºe:

• Hashovací funkce h rozd¥luje data rovnom¥rn¥

• Sama reprezentovaná mnoºina S je náhodný výb¥r z U s rovnom¥rným rozd¥lením

Tyto p°edpoklady v praxi ale spln¥ny být nemusí.

O£ekávaná pr·m¥rná délka °et¥zc·

Pro odhad sloºitosti se po£ítá o£ekávaná délka °et¥zc·. Ozna£me délku i-tého °et¥zce jako l(i). Potom pravd¥po-
dobnost, ºe tento °et¥zec má délku l, odpovídá binomickému rozd¥lení:

P (l(i) = l) = pn,l =

(
n

l

)(
1

m

)l(
1− 1

m

)n−l
Toto je jen aproximace (pro nekone£nou velikost univerza i seznam·), pro p°ípad, ºe N >> n2m, ale lze pouºít.

O£ekávaná délka °et¥zce pak vychází jako (rozepí²u faktoriál a vytknu n
m , pak zm¥ním rozsah sumace 1 . . . n (protoºe

násobení l = 0 mi nic nedá), pak m·ºu z l − 1 ud¥lat l a sumovat 0 . . . n− 1):
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http://wiki.matfyz.cz.org/wiki/#O�ek�van�_po�et_test�
http://wiki.matfyz.cz.org/wiki/#O�ek�van�_po�et_test�
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E(l) =

n∑
l=0

lpn,l =
n

m

n−1∑
l=0

(
n− 1

l

)
(

1

m
)l(1− 1

m
)n−1−l =

n

m
(

1

m
+ 1− 1

m
)n−1 =

n

m
= α

Vlastn¥ tu ale objevujeme Ameriku tím, ºe po£ítáme st°ední hodnotu binomicky rozd¥lené veli£iny s parametrem
1
m � ze vzorce nám vyjde to samé. Stejn¥ tak rozptyl ze vzorce vyjde n

m

(
1− 1

m

)
.

O£ekávaná délka nejdel²ího °et¥zce

Tento údaj v²ak sám o sob¥ nesta£í, po£ítá se i o£ekávaný nejhor²í p°ípad (o£ekávaná délka nejdel²ího °et¥zce). Ta
se de�nuje následovn¥:

EMS =
∑
j

jP (max
i

l(i) = j) =
∑
j

P (max
i

l(i) ≥ j)

Z toho (pravd¥podobnost disjunkce jev· je ≤ sou£et jednotlivých pravd¥podobností; vy£íslení: po£et podmnoºin
správné velikosti a pravd¥podobnost, ºe mají stejný hash):

P (max
i

l(j) ≥ j) ≤
∑
i

P (l(i) ≥ j) ≤ m
(
n

j

)
(

1

m
)j =

∏j−1
k=0(n− k)

j!
(

1

m
)j−1 ≤ n(

n

m
)j−1 1

j!

Najdeme mezní hodnotu j0, pro které n( nm )j−1 1
j! ≤ 1. Ozna£me k0 = min{k|n ≤ k!}. Potom j0 ≤ k0. Ze Stirlingovy

formule plyne, ºe log x! = Θ(x log x). Z toho odvodíme (hodn¥ neformáln¥, asymptoticky):

log k0! = k0 log k0 = O(log n)

log k0 + log log k0 ≈ log k0 = O(log log n)

k0 =
k0 log k0

log k0
= O(

log n

log log n
)

A j0 = O(k0). Pro α ≤ 1 platí, ºe EMS = O(j0) :

EMS =
∑
j

P (max
i

l(i) ≥ j) ≤
∑
j

min{1, n(
n

m
)j−1 1

j!
} =

j0∑
j=1

1 +

∞∑
j=j0+1

(n(
n

m
)j−1 1

j!
) ≤ j0 +

∞∑
j=j0+1

n

j!
= · · · ≤ j0 +

1

j0

A tedy o£ekávaná délka nejdel²ího °et¥zce je O( logn
log logn ) .

O£ekávaný po£et test·

Testy jsou porovnání toho, co hledáme, s n¥jakým prvkem, nebo zji²t¥ní, ºe °et¥zec je prázdný. Jejich o£ekávaný po£et
je dal²í odhad efektivity struktury. Rozli²ujeme úsp¥²né a neúsp¥²né hledání.

Neúsp¥²né hledání (Je-li délka °et¥zce 0, jeden test stejn¥ provedu, jinak otestuji celý °et¥zec):

E(T ) = pn,0 +
∑
l

lpn,l = (1− 1

m
)n +

n

m
≈ e−α + α

S uspo°ádanými °et¥zci kon£ím d°ív (e−α + 1 + α
2 −

1
α (1− e−α)).

Po£et test· pro úsp¥²né vyhledávání je roven pr·m¥ru po£tu test· provedených p°i vloºení kaºdého z prvk·, tj. 1
+ o£ekávaná délka °et¥zce p°i kaºdém vkládání: 1

n

∑n−1
i=0

(
1 + i

m

)
= 1 + n−1

2m ≈ 1 + α
2 .

Hashování s p°emís´ováním

Nevýhodou separovaných °et¥zc· je nutnost alokovat dal²í pam¥´, to je neefektivní. Proto zavedeme do hashovací
tabulky pomocné ukazatele a celé °et¥zce nacpeme p°ímo do ní (a z°et¥zené prvky prost¥ rozházíme na jiné adresy).
Pro hashování s p°emís´ováním se v tabulce uchovává navíc jednodu²e odkaz na p°edchozí a následující prvek °et¥zce.
Pokud vkládáme na místo, kde uº je n¥jaký prvek z jiného °et¥zce, p°ehodíme tento cizí prvek jinam.

Algoritmy jsou tém¥° stejné jako pro separované °et¥zce, jen p°i DELETE prvního prvku °et¥zce je nutné na jeho
místo p°esunout druhý (pokud existuje).

O£ekáváný po£et test· je stejný jako pro hashování se separovanými °et¥zci. P°emís´ování v tabulce je ale náro£n¥j²í
neº 1 test, proto jsou INSERT a DELETE pomalej²í.

http://wiki.matfyz.cz.org/wiki/#Hashov�n�_se_separovan�mi_�et�zci
http://wiki.matfyz.cz.org/wiki/#Hashov�n�_se_separovan�mi_�et�zci
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Hashování se dv¥ma ukazateli

Od p°edchozího se li²í tím, ºe místo ukazatele na p°edchozí prvek pouºívá odkaz na za£átek °et¥zce BEGIN. �et¥zec
tak uº nemusí za£ínat na indexu svého hashe.

Místo p°esouvání prvk· algoritmy m¥ní BEGIN (ten je na j-tém polí£ku vypln¥n, práv¥ kdyº existuje °et¥zec prvk·
s hashem j).

• INSERT v²echno vkládá na konec °et¥zce, zakládá-li nový, do BEGIN (na míst¥ ur£ené hashem) pí²e, kde se
ve skute£nosti nachází

• DELETE jen upravuje odkazy na následující, nebo BEGIN (pokud maºe poslední prvek °et¥zce).

Kv·li tomu, ºe °et¥zce za£ínají jinde neº na svém míst¥, je po£et test· o n¥co v¥t²í:

• Úsp¥²né hedání: 1 + (n−1)(n−2)
6m2 + n−1

2m ≈ 1 + α2

6 + α
2

• Neúsp¥²né hledání p°ibliºn¥ 1 + α2

2 + α+ e−α(2 + α)− 2.

Sr·stající (coalesced) hashování

Sr·stající hashování pouºívá jen jeden ukazatel v hashovací tabulce navíc � odkaz na dal²í prvek NEXT. �et¥zce tak
obsahují hodnoty s r·znými hashi. Prvek s vkládáme vºdy do °et¥zce, obsahujícího h(s)-té polí£ko v tabulce.

Existují r·zné varianty:

• Standardní (bez pomocné pam¥ti, �late� a �early� insertion) � LISCH, EISCH

• Bezp°ívlastkové (s pomocnou pam¥tí, �late�, �early� a �varied� insertion) � LICH, VICH, EICH.

Bez pomocné pam¥ti � LISCH a EISCH

LISCH je �late insertion�, tedy p°idává se za poslední prvek °et¥zce. EISCH (�early insertion�) p°idává za první prvek
°et¥zce.

• Algoritmus MEMBER je stejný pro oba (jen projití °et¥zce po odkazech NEXT).

• Alg. INSERT:

� U LISCH projití celého °et¥zce (v p°ípad¥ ºe není prázdný, jinak jednodu²e vloºím na správné polí£ko) s
testy na p°ítomnost prvku, potom vloºení na libovolné volné místo v tabulce a p°ipojení na konec °et¥zce.

� Pro EISCH vloºení na n¥jaké volné místo v tabulce a jen p°epojení ukazatel· NEXT � p°ipojení do °et¥zce
za první prvek (pokud je °et¥zec neprázdný).

Algoritmy DELETE nejsou známy, krom¥ primitivních. Problémem je u nich zachování náhodného uspo°ádání
prvk· v °et¥zcích, které se p°edpokládá pro dodrºení o£ekávaných £as· operací. Je ale moºné také prvky jen ozna£it
jako odstran¥né a jejich místa pouºít p°i vkládání dal²ích (to ale zpomaluje hledání).

EISCH je kupodivu o n¥co rychlej²í na úsp¥²né vyhledání (je v¥t²í pravd¥podobnost práce s novým prvkem),
o£ekávaný po£et test· je stejný.

Po£et test· v neúsp¥²ném p°ípad¥: Spo£teme pr·m¥r p°es v²echny posloupnosti délky n+ 1 (kde hledáme n+ 1 .
prvek v mnoºin¥ ostatních n ). Ozna£me cn,l po£et °et¥zc· délky l, které p°ispívají celkem 1 + 2 + · · · + l = l +

(
l
2

)
porovnáními k sum¥:

cn,0 +
∑n
l=1 lcn,l +

∑n
l=1

(
l
2

)
cn,l

mn+1

Tady cn,0 p°edstavuje po£et prázdných °ádk·, tedy cn,0 = (m − n)mn, lcn,l je sou£et délek v²ech °et¥zc· v
reprezentacích n-prvk. mnoºin, tedy

∑n
l=1 lcn,l = nmn.

Poslední £len ozna£íme Sn. P°i INSERTu do n− 1-prvkové mnoºiny jsou 2 moºnosti vzniku °et¥zce délky l: bu¤
p°idávám do °et¥zce (délky l − 1), nebo °et¥zec (p·v. délky l) nezm¥ním. Z toho vyjád°íme rekurentní vztah pro Sn
(úpravy: rozepsání rozdíl·, vykrácení, rozpis l2 jako l2 − l + l =

(
l
2

)
+ l):

Sn =
∑
l

(
l

2

)
(m− l)cn−1,l +

∑
l

(
l

2

)
(l − 1)cn−1,l−1 = mSn−1 −

∑
l

l2cn−1,l = (m+ 2)Sn−1 + (n− 1)mn−1)

Pak pomocí vztahu T cn =
∑n
i=1 ic

i = ncn+2−(n+1)cn+1+c
(c−1)2 spo£ítaného z (c− 1)T cn = ncn+1 + (

∑n
i=2−ci)− c získáme

nerekurentní vztah (S0 = 0, obrácení sumace a vytknutí m+ 2n−1):

http://wiki.matfyz.cz.org/wiki/#Hashov�n�_s_p�em�s�ov�n�m
http://wiki.matfyz.cz.org/wiki/#Bez_pomocn�_pam�ti_--_LISCH_a_EISCH
http://wiki.matfyz.cz.org/wiki/#S_pomocnou_pam�t�_--_LICH,_VICH,_EICH
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Sn = (m+ 2)n−1S0 +

n−1∑
i=0

(m+ 2)i(n− 1− i)mn−1−i = (m+ 2)n−1
n−1∑
i=1

i

(
m

m+ 2

)i
=

1

4
(m(m+ 2)n −mn+1 − 2nmn

A tedy o£ekávaný po£et test· vyjde:

1 +
1

4

((
1 +

2

m

)n
− 1− 2n

m

)
≈ 1 +

1

4
(e2α − 1− 2α)

Po£et test· pro úsp¥²ný p°ípad spo£teme pro LISCH jako po£et test· p°i vkládání prvku. Metoda EISCH pro
tento postup nespl¬uje p°edpoklady. Porovnání klí£· p°i neúsp¥²ném vyhledávání je stejn¥ p°i p°ístupu na obsazené
polí£ko, neporovnávám ale nic p°i p°ístupu na neobsazené polí£ko, takºe dostávám:

n

m
+

1

4

((
1 +

2

m

)n
− 1− 2n

m

)
=

1

4

((
1 +

2

m

)n
− 1 +

2n

m

)
Pr·m¥r pro postupné vkládání v²ech prvk· pak dává:

1 +

n−1∑
i=0

1

4

((
1 +

2

m

)i
− 1 +

2i

m

)
= 1 +

m

8n

((
1 +

2

m

)n
− 1− 2n

m

)
+
n− 1

4m
≈ 1 +

1

8α
(e2α − 1− 2α) +

α

4

Pro metodu EISCH vychází (bez d·kazu):

m

n

((
1 +

1

m

)
n− 1

)
≈ 1

α
(eα − 1)

V²echny odhady mají odchylku O( 1
m ).

S pomocnou pam¥tí � LICH, VICH, EICH

V této variant¥ rozd¥líme pam¥´ na dv¥ £ásti:

• (hash-funkcí) p°ímo adresovatelná

• pomocná £ást (bez p°ístupu hash-funkcí)

P°i kolizích nejd°íve ukládáme do °ádk· z pomocné £ásti, pak teprve do p°ímo adresovatelné, tedy oddalujeme
sr·stání °et¥zc·. Chování se tak aº do ur£itého okamºiku podobá separovaným.

Existují t°i varianty podle chování algoritmu INSERT:

• LICH vºdy p°idává na konec °et¥zce

• EICH v p°ípad¥ neprázdného °et¥zce vºdy za 1. prvek

• VICH vºdy za poslední prvek v pomocné pam¥ti nebo (pokud ºádné v pomocné pam¥ti nejsou) za 1. prvek
°et¥zce (tj. chová se na pomocné pam¥ti jako LICH a v p°ímo adresovatelné £ásti jako EICH).

Algoritmy aº na VICH se chovají stejn¥ jako ve standardním sr·stajícím hashování, rozhodující je výb¥r volného
°ádku pro vloºení: nap°. �vºdy vyber z nejvy²²í adresy� m·ºe zaru£it pouºívání pomocné pam¥ti. Také tu není p°irozené
efektivní DELETE.

Odhad sloºitosti: de�nujeme si následující hodnoty:

• n � po£et uloºených prvk·

• m � velikost p°ímo adresovatelné pam¥ti

• m′ � celková velikost pam¥ti

• α = n
m′ � faktor zapln¥ní

• β = m
m′ � adresovací faktor

• λ � jediné nezáp. °e²ení rovnice e−λ + λ = 1
β

Pokud je α ≤ λβ, pak pro v²echny verze vychází o£ekávaný po£et test· e−
α
β + α

β v neúsp¥²ném p°ípad¥ a 1 + α
2β

v úsp¥²ném (chyba: O(log m′√
m′

).
V p°ípad¥, ºe α ≥ λβ (za£ínají sr·stat °et¥zce), se metody li²í a vychází divnosti. V neúsp¥²ném p°ípad¥ je VICH

a LICH lep²í neº EICH, v úsp¥²ném vede VICH p°ed EICH a LICH (vºdy o jednotky procent). Doporu£ená hodnota
β = 0.86. Na hledání volného °ádku se v praxi hodí nap°. spojový seznam volných °ádk·.

http://wiki.matfyz.cz.org/wiki/#Bez_pomocn�_pam�ti_--_LISCH_a_EISCH
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Lineární p°idávání

Tato a následující metoda nepouºívá ºádné dodate£né poloºky v hashovací tabulce a zárove¬ °et¥zce kolidujích prvk·
ukládá p°ímo do ní. Nalezení dal²ího prvku z °et¥zce je p°ímo v algoritmu.

Lineární p°idávání je nejjednodu²ím °e²ením takové situace: v p°ípad¥ kolize p°i INSERTu nalezne nejbliº²í vy²²í
volné polí£ko a vloºí nový prvek tam. P°edpokládáme �cyklickou� pam¥´, tj. kdyº dojdeme na konec, vkládáme od
za£átku.

Problémem je tvo°ení shluk· � p°i velkém zapln¥ní se operace dost zpomalují. Také nepodporuje efektivní DELETE
(a ani primitivní zp·soby nejsou moc richlé). V praxi je dobré uchovávát po£et uloºených prvk· nebo mít zaráºku
(nikdy neobsazované pole), abychom v¥d¥li, kdy dojde k p°epln¥ní.

O£ekávaný po£et test· je 1
2

(
1 +

(
1

1−α

)2
)
v neúsp¥²ném a 1

2

(
1 +

(
1

1−α

))
v úsp¥²ném p°ípad¥ (bez d·kazu).

Dvojité hashování

Dvojité hashování je vylep²ení p°edchozí metody tak, aby nevznikaly shluky. Výb¥r následujícího °ádku bude závislý
na p°edchozím, ale s rovnom¥rným rozloºením. Na to pouºiji druhou hashovací funkci h2.

P°i operacích INSERT pak hledám nejmen²í i od 0, ºe (h1(x) + i · h2(x)) mod m je volné polí£ko, tj. postupn¥
p°i£ítám h2(x) a modulím. Stejný postup je i pro operaci MEMBER.

Je nutné, aby h2(x) 6 |m, tj. abych m¥l prosté posloupnosti (a z kaºdého polí£ka tak mohl vést °et¥zec po celé
tabulce). Idea, ºe iterace h2 tvo°í pro kaºdé x náhodnou permutaci pam¥´ových míst, není úpln¥ p°esná, ale v praxi
sta£í, aby z h1(x) = h1(y) plynulo, ºe h2(x) a h2(y) budou odli²né.

Funkce navíc musíme volit �chyt°e� (i lineární p°idávání je spec. p°íp. dvojitého hashování, kdy h2 ≡ 1). Pak tato
metoda je znateln¥ rychlej²í neº lin. p°idávání. P°edpoklad náhodnosti pouºitý v teoretické analýze sice splnit nelze,
ale p°iblíºit se mu ano.

O£ekávaný po£et test·

P°edpokládáme, ºe iterování funkce h2 tvo°í náhodné permutace (coº, jak bylo °e£eno, není úpln¥ p°esné).
Pro neúsp¥²ný p°ípad: ozna£me qi(n,m) pravd¥podobnost, ºe p°i zapln¥ní n

m je pro n¥jaké x prvních i− 1 polí£ek,

kam bych ho mohl vloºit, plných. Potom qi(n,m) =
∏i−1
j=0(n−j)∏i−1
j=0(m−j) a tedy qi(n,m) = n

mqi−1(n− 1,m− 1).

O£ekávaný po£et test· je (p°edposlední rovnost plyne z rekurentního vztahu pro qj , poslední krok dokázat indukcí):

C(n,m) =

n∑
j=0

(j + 1)(qj(n,m)− qj+1(n,m)) =

n∑
j=0

(qj(n,m)) = 1 +
n

m
C(n− 1,m− 1) =

m+ 1

m− n+ 1

Po£et test· v úsp¥²ném p°ípad¥ � stejná metoda jako u d°ív¥j²ích analýz, takºe vychází:

1

n

n−1∑
i=0

C(i,m) =
1

n

∑
i=0

n− 1
m+ 1

m− i+ 1
≈ 1

α
ln

(
m+ 1

m− n+ 1

)
≈ 1

α
ln

(
1

1− α

)

Srovnání

Podle po£tu test·:

neúsp¥²né úsp¥²né
1. separované uspo°ádané °et¥zce separované (usp. i neusp.) °et¥zce, p°emís´ování
2. separované °et¥zce, p°emís´ování dva ukazatele
3. dva ukazatele VICH
4. VICH, LICH LICH
5. EICH EICH
6. LISCH, EISCH EISCH
7. dvojité hashování LISCH
8. lineární p°idávání dvojité hashování
9. lineární p°idávání

• VICH je p°i vhodném α lep²í neº hashování se dv¥ma ukazateli.

• Lineární p°idávání se nedá pouºít pro α > 0.7, dvojité hashování pro α > 0.9.

• Separované °et¥zce a obecné sr·stající hashování pouºívají víc pam¥ti, p°emís´ování a dvojité hashování zas víc
£asu, tj. nelze °íct, které je jednozna£n¥ lep²í.

http://wiki.matfyz.cz.org/wiki/#Dvojit�_hashov�n�
http://wiki.matfyz.cz.org/wiki/#Line�rn�_p�id�v�n�
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Implementa£ní dodatky

• Pro hledání volných °ádk· se v¥t²inou pouºívá seznam (zásobník).

• P°epln¥ní se v¥t²inou °e²í drºením α v rozumném intervalu (〈1/4, 1〉) a p°ehashováním do jinak velké tabulky
(2i ·m) p°i p°e- nebo podte£ení

• V praxi se doporu£uje p°ehashování odkládat (nap°. pomocnými tabulkami) a provád¥t p°i ne£innosti systému.

DELETE se ve strukturách, které ho nepodporují, °e²í ozna£ením polí£ka jako smazaného s moºností vyuºití p°i
vkládání. V p°ípad¥, ºe polovina polí je blokovaná tímto zp·sobem, se v²e p°ehashuje. Pro sr·stající hashování se toto
pouºívat nemusí, máme metody na zachování náhodnosti rozd¥lení dat.

V praxi je výhodné, známe-li n¥co o rozd¥lení vstupních dat, aby ho hashovací funkce kopírovala (v¥t²inou to
ale nejde), jinak musíme p°edpokládat rovnom¥rnost, coº zaru£eno zdaleka není. Nutnost rovnom¥rného rozd¥lení
vstupních dat lze obejít (viz níºe).

11.2 Univerzální hashování

Abychom nemuseli p°edpokládat rovnom¥rné rozloºení vstupních hashovaných dat (coº zdaleka není vºdy zaru£eno),
budeme mít místo pevné hash-funkce n¥jakou mnoºinu H, z níº funkci náhodn¥ rovnom¥rn¥ vyberu. Analýza sloºitostí
se pak d¥lá p°es v²echny h ∈ H a platí pro v²echny S ⊂ U � i nerovnom¥rné (S je daná pevn¥ a h se k ní volí; |U | = N).

Pro formalizaci analýz je nutné mít analytické zadání funkcí h a znát p°esnou velikost mnoºiny |H|. To obejdeme
o£íslováním funkcí H = {hi; i ∈ I} a po£ítáním s indexovou mnoºinou (o£ekávaná hodnota je pr·m¥r p°es I). P°i
pouºití skute£né velikosti H v odhadech bychom dostali hor²í výsledky, protoºe n¥které funkce s r·znými indexy se
m·ºou ve skute£nosti ukázat jako identické, a to tu zanedbáváme.

De�nice: Systém funkcí H = {hi; i ∈ I} : U → {0, . . . ,m− 1} je c-univerzální, pokud:

∀x, y ∈ U, x 6= y : |{i ∈ I;hi(x) = hi(y)}| ≤ c|I|
m .

Tj. zaru£uje se, ºe pro kaºdé dva r·zné prvky má maximáln¥ c funkcí kolizi.

Existence c-univerzálních systém·

P°edpokládejme, ºe universum má tvar U = {0, 1, . . . , N − 1} kde N je n¥jaké prvo£íslo a vezmeme funkce typu

ha,b(x) = ((ax+ b) mod N) mod m

Jsou dob°e pouºitelné, protoºe se dají po£ítat rychle. Protoºe N je prvo£íslo, m·ºeme pracovat v ZN , coz je t¥leso.
Rovnice ha,b(x) = ha,b(y) je ekvivalentní s:

∃i ∈ {0, . . . ,m− 1} ∧ ∃r, s ∈ {0, . . . , dN
m
e − 1} : (ax+ b ≡ i+ rm) mod N ∧ (ay + b ≡ i+ sm) mod N

Z Frobeniovy v¥ty o jednozna£nosti °e²ení lineárních rovnic plyne, ºe pro kaºdé r, s, i existuje jen jedna dvojice
a, b , které vyhovuje. Po£et °e²ení soustavy je tedy omezený £íslem m · dNme

2 (i � m hodnot, r, s � dNme hodnot pro
daná x, y).

Pak je systém c-univerzální pro c =
(
dNme

)2
/
(
N
m

)2
a jeho velikost opdovídá N2.

Vlastnosti

Vyrobíme si pomocnou funkci

δi(x, y) =

{
1 pro hi(x) = hi(y), x 6= y

0 jinak

Chceme potom spo£ítat sou£et δi(x, S) =
∑
y∈S δi(x, y). Z výsledku vidíme o£ekávanou délku °et¥zce pro libovolnou

(jednu) mnoºinu dat. Tohle pak se£tu p°es v²echny mé hash-funkce a z c-univerzality dostanu

∑
i∈I

δi(x, S) =
∑
y∈S

∑
i∈I

δi(x, y) ≤
∑

y∈S,x 6=y

c
|I|
m

=

{
(|S| − 1)c |I|m pro x ∈ S
|S|c |I|m jinak

Z toho dopo£ítám (pod¥lením |I|) horní odhad o£ekávaného δi(x, S).
Výsledek: o£ekávaný £as operacíMEMBER, INSERT a DELETE v c-univerzálním hashování je O(1+cα) (kde

faktor napln¥ní α = |S|
m ). �as n po sob¥ jdoucích operací na p·vodn¥ prázdné tabulce je O(n(1 + c

2α)). To není lep²í
hodnota neº mají separované °et¥zce (O(1 + α)), ale u nich p°edpokládám rovnom¥rné rozd¥lení dat.

Výb¥r vhodné funkce není úpln¥ jednoduchý, protoºe funkcí m·ºe celkem být nap° aº N2, tj. nelze ho provést
jednoduchým zavoláním generátoru náhodných £ísel, nýbrº nap°. náhodným vybráním kaºdého bitu indexu funkce.
Proto je výhodné najít co nejmen²í c-univerzální systémy (viz dále).

http://wiki.matfyz.cz.org/wiki/#Univerz�ln�_hashov�n�
http://wiki.matfyz.cz.org/wiki/#Doln�_odhady_velikosti_univerz�ln�ch_syst�m�
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Dolní odhady velikosti univ. systém·

O£íslujme hash-funkce z I a induktivn¥ de�nujme mnoºiny Ui jako nejv¥t²í podmnoºiny Ui−1 takové, ºe hi−1(Ui) je
jednoprvková. Platí |Ui| ≥ dUi−1

m e, tedy |Ui| ≥ d
N
mi e � velikost t¥chto mnoºin klesá s logaritmem a |I| ≥ m

c (dlogmNe−
1). Takºe velikost univ. systému roste alespo¬ úm¥rn¥ logaritmu velikosti univerza.

Dolní odhad c

5-univerzální systém: Zvolme t ∈ N a k n¥mu vezm¥me t-té prvo£íslo pt tak, ºe t ln pt ≥ m lnN . De�nujme systém
funkcíH = {gc,d,l(x)|t < l ≤ 2t, c, d ∈ {0, 1, . . . , p2t−1}} kde ((c(x mod pl)+d) mod p2t) mod m. Z°ejm¥ |H| = tp2

2t.
Odhadem |G = {(c, d, l);hc,d,l(x) = hc,d,l(y)}|, kdyº si mnoºinu rozd¥líme na G1 = {(c, d, l) ∈ G;x mod pl 6= y

mod pl} a G2 = {(c, d, l) ∈ G;x mod pl = y mod pl}, se dá dokázat, ºe systém je 5-univerzální, za dal²ích podmínek
i 3.25-univerzální.

Dolní odhad c: Platí: c > 1 − m
N . Spo£ítáme

∑
h∈H

∑
x,y∈U δh(x, y) � pro pevnou h máme (z Cauchy-Schwarzovy

nerovnosti, ui,h = |{x ∈ U, h(x) = i}|):

∑
x,y∈U

δh(x, y) =

m−1∑
i=0

ui,h(ui,h − 1) ≥
(
∑m−1
i=0 ui,h)2

m
−N =

N2

m
−N

Tedy
∑
h∈H

∑
x,y∈U δ(x, y) ≥ |H|N(N−m)

m . Zárove¬ platí
∑
h∈H

∑
x,y∈U δ(x, y) ≤

∑
x,y∈U c

|H|
m = N2c |H|m , coº mi dává

výsledek.

11.3 Perfektní hashování

Základní ideou perfektního hashování je nalézt hash-funkci, která pro danou mnoºinu S ned¥lá ºádné kolize, takºe ope-
race MEMBER bude velice rychlá. Potom je nevýhoda, ºe nelze p°irozeným zp·sobem realizovat operaci INSERT,
tj. v praxi se nesmí moc £asto vyskytovat.

Tabulka by nem¥la být o mnoho v¥t²í neº mnoºina S a funkce h rychle spo£itatelná a její realizace nezabírat moc
pam¥ti (tedy ºádná zadávání tabulkou).

De�nice

• Hashovací funkce h je perfektní pro mnoºinu S, pokud pro ∀x, y ∈ S, x 6= y : h(x) 6= h(y)

• Soubor funkcí H : U → {0, . . . ,m− 1} je (N,m, n)-perfektní, pokud ∀S ⊆ U takové, ºe |S| = n existuje h ∈ H
perfektní pro S.

Odhady velikosti

Kaºdá funkce h je perfektní pro
∑
{
∏n−1
j=0 |h−1(ij)|; 0 ≤ i0 < · · · < in−1 < m} mnoºin (s£ítáme p°es v²echny mnoºiny

hash· h(S) a pro kaºdou z nich uvaºujeme v²echny moºnosti, jak mohla vzniknout). Z Cauchy-Schwarzovy nerovnosti
plyne, ºe tento výraz nabývá maxima, kdyº ∀i : |h−1(i)| = N

m . Kaºdá funkce je tedy perfektní pro max.
(
m
n

)
(Nm )n

mnoºin. Z toho plyne:

|H| ≥
(
N
n

)(
m
n

) (
N
m

)n
Jiný odhad lze provést jako u c-univ. systém· s o£íslovanými funkcemi |H| = {h1, . . . , ht}. Pouºívám induktivn¥

de�nované mnoºiny Ui , kde U0 = U a Ui je nejv¥t²í podmnoºina Ui−1 , kde je zrovna funkce hi konstantní.
Dostáváme |Ui| ≥ |Ui−1|

m , tj. |Ut| ≥ N
mt , ale z perfektnosti plyne |Ut| ≤ 1. Dostáváme t ≥ logN

logm .

Existence

Reprezentujme soubor funkcí H = {h1, . . . , ht} na univerzu velikosti N pomocí matice M(H) typu N × t, takºe
M(H)x,i = hi(x), tj. v jednom sloupci jsou výsledky jedné hashovací funkce pro v²echny prvky univerza.

Pak ºádná funkce z H není perfektní pro mnoºinu S ⊂ U , kdyº podmatice M(H) tvo°ená °ádky p°íslu²ejícími
prvk·m S nemá prostý sloupec. Takových matic je maximáln¥ (po£et v²ech funkcí minus po£et prostých, to celé krát
libovolné dopln¥ní na N °ádek): (

mn −
n−1∏
i=0

(m− i)

)t
·m(N−n)t
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Podmnoºin U velikosti n je pak
(
N
n

)
, £ímº vynásobeno mám po£et matic neodpovídajících (N,m, n)-perfektnímu

systému. V²ech matic je mNt. Potom existuje (N,m, n)-perfektní systém, kdyº:(
N

n

)(
mn −

n−1∏
i=0

(m− i)

)t
·m(N−n)t < mNt

P°í²ernými kejklemi dostaneme podmínku existence t ≥ n(lnN)e
n2

m .

Konstrukce funkce

Chceme splnit rychlou spo£itatelnost a pam¥´ovou nenáro£nost. P°edpokládáme univerzum prvo£íselné velikosti a
funkce typu:

hk(x) = (kx mod N) mod m

Ozna£me bki = |{x ∈ S; (kx mod N) mod m = i}|. Potom pokud hk(x) není perfektní, pak n¥jaké bki = 2 a mám∑m−1
i=0 (bki )2 ≥ n+ 2.
Odhadnu výraz

∑N−1
k=1 ((

∑m−1
i=0 (bki )2) − n) =

∑
x 6=y∈S{k; 1 ≤ k < N, hk(x) = hk(y)}. Z vlastností modula mám

takových k pro daná x, y nejvý²e 2bNmc = 2bN−1
m c. Dostávám tedy odhad 2(N − 1)n(n−1)

m a z n¥j vidím, ºe existuje
takové k, ºe

∑m−1
i=0 (bki )2 ≤ 2n(n−1)

m + n, tedy pro tabulku velikosti m > n(n− 1) mám perfektní funkci.
Dá se dokázat trochu slab²í p°edpoklad, ºe P (k;

∑m−1
i=0 (bki )2 < 3n(n−1)

m + n) ≥ 1/4, který je základem pravd¥po-
dobnostního algoritmu.

Pak mám deterministický algoritmus, který pro m = n(n− 1) + 1 nalezne perfektní hk v £ase O(nN) a pravd¥po-
dobnostní, který pro m = 2n(n − 1) najde perfektní hk v £ase O(n). Mám tedy konstrukci perfektní hash-funkce, ta
ale nespl¬uje poºadavek na malou tabulku (m = Θ(n2)).

Men²í tabulka

Zmen²íme-li velikost tabulky nam = n, bude vý²e uvedený algoritmus schopný nalézt funkci, pro kterou platí
∑

(bki )2 <
3n (

∑
(bki )2 < 4n v pravd¥podobnostní variant¥). Kaºdou kolizi pak m·ºeme �rozstrkat� perfektní funkcí nad miniaturní

tabulkou a celková velikost v²ech tabulek bude mnohem men²í:

• Vezmeme nalezenou funkci a najdeme v²echny neprázdné mnoºiny Si = {s ∈ S;hk(s) = i}

• Pro jim odpovídající ci = |Si|(|Si| − 1) + 1 (dvojnásobek v pravd¥p. metod¥) najdeme ki takové, ºe hki je
perfektní funkce pro Si do tabulky velikosti ci.

• De�nujme di =
∑i−1
j=0 cj , potom pokud hk(x) = l, pak g(x) = dl + hkl(x) je perfektní, její hodnota spo£itatelná

v £ase O(1) a hashuje do tabulky velikosti O(3n) (O(6n) s pravd¥p. p°ípad¥), je naleznutelná v £ase O(nN)
(O(n)) a pro její uloºení do pam¥ti jsou pot°eba hodnoty k a ki, vyºadující O(n logN) pam¥ti.

Pro výpo£et g(x) pot°ebuji 2 násobení, 2 modulo a 1 s£ítání (pro di v pam¥ti), tabulka má velikost
∑
ci ≤

∑
(bki )2 <

3n. Taková funkce ale stále nespl¬uje poºadavek na málo pam¥ti pro uloºení.

�Malá� funkce

Víme, ºe pro m ∈ N je po£et prvo£ísel, která ho d¥lí O( logm
log logm ). Z toho úvahou o d¥litelích £ísla D =

∏
1≤i<j≤n(sj −

si) ≤ Nn2

na n-prvkové S a vzorce hustoty prvo£ísel pt ≤ 2t ln t dostanu, ºe existuje p o velikosti O(lnD) = O(n2 lnN)
takové, ºe φp(x) = x mod p je perfektní pro S.

Deterministické nalezení trvá O(n3 log n logN) (test perfektnosti kaºdého systému je O(n log n)). Proto pouºi-
jeme pravd¥podobnostní algoritmus (mezi 4cn2 lnN p°ir. £ísly je aspo¬ 1/2 prvo£ísel, která vyhovují): nejd°ív najde
prvo£íslo a pak testuje perfektnost. O£ekávaný po£et test· je O(ln(4cn2 lnN)), celková sloºitost algoritmu je pak
O(n log n(log n+ log logN)). Najde zhruba aº 2× v¥t²í prvo£íslo neº deterministický.

Tuto funkci pouºijeme ke konstrukci výsledné hash-funkce:

1. Nalezneme prvo£íslo q0, aby φq0(x) = x mod q0 byla perfektní pro S

2. Poloºíme S1 = {φq0(s)|s ∈ S}, pak najdeme prvo£íslo q1 ∈ 〈n(n− 1) + 1, 2n(n− 1) + 2〉

3. K n¥mu existuje l ∈ 〈1, q0 − 1〉 takové, ºe hl(x) = ((lx mod q0) mod q1) je perfektní pro S1

4. Poloºíme S2 = {hl(s)|s ∈ S1} a najdeme perfektní g pro S2 do tabulky s mén¥ neº 3n °ádky (viz vý²e, po£ítá se
ale do univerza o velikosti q1).

5. Pak f(x) = g(hl(φq0(x))) je perfektní.

Funkce q0 je ur£ena 1 £íslem o velikosti O(n2 logN), hl 2 £ísly o velikosti O(n2) a O(q0), g je ur£ená n+ 1 £ísly o
O(q1), tj. celkem zadání vyºaduje O(n log n+ log n+ log logN) pam¥ti.

http://wiki.matfyz.cz.org/wiki/#Men��_tabulka


Kapitola 12

Státnice - Dynamizace datových struktur

12.1 Úvod

Mnoho datových struktur podporuje velice efektivní operaci MEMBER, ale nemá operace INSERT a DELETE.
Úkolem dynamizace je práv¥ tyto operace do jakékoliv obecné struktury co nejefektivn¥ji doplnit.

Zobecn¥ný vyhledávací problém

Zobecn¥ný vyhledávací problém je libovolná funkce f : U1 × 2U2 → U3 � pro prvek a n¥jakou mnoºinu vrací n¥jakou
hodnotu.

Struktura S je statická struktura °e²ící vyhledávací problém (neboli S-struktura) f , je-li dán algoritmus, který pro
A ⊆ U2 zkonstruuje datovou strukturu S(A) a algoritmus, který pro x ∈ U1 a S(A) spo£te f(x,A).

Struktura je semidynamická, pokud navíc existuje algoritmus, který pro x ∈ U2 a S(A) zkonstruuje S-strukturu
S(A ∪ {x}).

Struktura je dynamická, pokud navíc existuje algoritmus, který pro x ∈ A a S(A) zkonstruuje S-strukturu
S(A\{x}).

Ve v²ech následujících operacích budeme uvaºovat jen rozloºitelný vyhledávací problém:

• Vyhledávací problém je rozloºitelný, pokud existuje binární operace ◦ na univerzu U3 taková, ºe pro disjunktní
A,B ⊆ U2 a x ∈ U1 platí f(x,A) ◦ f(x,B) = f(x,A ∪B).

To platí pro situaci, která nás nejvíc zajímá � pokud funkce f provádí operaci MEMBER nad n¥jakou datovou
strukturou. Jiné problémy (pat°í x do konvexního obalu mnoºiny?) ale rozloºitelné nejsou.

Navíc budeme p°edpokládat, ºe funkce ◦ lze spo£ítat v konstantním £ase. Ozna£me

• QS(n) £as na vy£íslení f(x,A), pokud |A| = n

• SS(n) pam¥´ový prostor pot°ebný k reprezentaci n-prvkové mnoºiny

• PS(n) £as na vytvo°ení struktury S(A) pro |A| = n

Pro asymptotické odhady budeme p°edpokládat, ºe funkce QS(n), SS(n)
n a PS(n)

n jsou neklesající.

12.2 Semidynamizace

Vytvo°íme semidynamickou strukturu, jejíº £as operace INSERT bude velmi rychlý a navíc se nám moc nepokazí doba
pro provedení operaceMEMBER. Základní idea je podobná jako v binomiálních haldách � roztrháme reprezentovanou
mnoºinu A na sadu disjunktních podmnoºin Ai o velikosti 2i (takové mnoºiny jsou neprázdné pro i odpovídající
jedni£kám v binárním zápisu £ísla |A|.

Formáln¥ budeme mít spojový seznam S-struktur S(Ai) odpovídajících mnoºinám Ai, potom seznam spojových
seznam· s(Ai), které obsahují prvky jednotlivých mnoºin, a nakonec pomocnou dynamickou strukturu T (nap°. binární
vyhledávací strom). To v²echno dohromady zjevn¥ vyºaduje jen O(SS(n)) pam¥ti (celkem reprezentujeme po°ád stejn¥
prvk· a vyhledávací stromy i spojáky jsou O(n)).

Struktura T se pouºívá k �rychlému� testování p°ed INSERTem, zda nechceme vkládat prvek, který uº v mnoºin¥
máme, p°ípadn¥ p°ed DELETEM, jestli nechceme mazat neexistující prvek. Pro jednoduchost to v popisech operací
vynecháme.

67
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Operace MEMBER

Operace MEMBER potom projde v²echny neprázdné mnoºiny Ai a zavolá MEMBER na nich. Výsledek spojí za
pomoci funkce ◦.

To celkem dává sloºitost MEMBERu O(QS(n) log(n)), protoºe hledáme v max. log2 díl£ích mnoºinách.
Protoºe jakékoliv mocniny rostou rychleji neº logaritmus, platí, ºe pokud QS = nε pro n¥jaké ε > 0, pak je operace

MEMBER O(nε).

Operace INSERT

Operace INSERT najde nejmen²í i takové, ºe Ai = ∅. Potom vezme v²echny Aj , j < i (ty jsou neprázdné) a spolu
s vkládaným prvkem je slije do jedné mnoºiny Ai (zahodí S-struktury pro v²echna Aj , j < i, zkonkatenuje spojáky
s(Aj) a na jejich základ¥ zkonstruuje novou S-strukturu S(Ai)). Nová mnoºina má správný po£et prvk·, protoºe∑i−1
j=0 2j + 1 = 2i.
V odhadu amortizované sloºitosti vyuºijeme fakt, ºe S-struktura pro Ai se tvo°í jen tehdy, kdyº existují S-struktury

pro v²echny Aj , j < i. Tj. S-struktura o velikosti 2i prvk· se konstruuje znovu aº po dal²ích 2i+1 − 1 INSERTech.
Amortizovan¥ tak vychází : ∑logn

i=0
PS(2i)

2i ≤
∑logn
i=0

PS(n)
n = PS(n)

n log n = O(PS(n)
n log n).

Podobn¥ jako pro MEMBER platí, ºe pokud PS = nε pro n¥jaké ε > 1, pak je sloºitost operace INSERT
O(nε−1).

Operace INSERT se zaru£eným nejhor²ím £asem

Protoºe n¥kdy nesta£í mít INSERT rychlý amortizovan¥, byla vytvo°ena jeho varianta, která zaru£uje rozumnou
rychlost i v nejhor²ím p°ípad¥. D¥lá se to prostým rozloºením pot°ebných operací do v²ech volání. Musíme ale povolit
i poºadavky na na²i strukturu � místo max. jedné mnoºiny pro kaºdou velikost odpovídající mocnin¥ dvou budeme
mít max. 4 takové mnoºiny Ai,0, . . . Ai,3, z nichº poslední navíc bývá zkonstruovaná jen £áste£n¥ (�rozpracovaná�).

Ozna£me po£et mnoºin Ai jako ki, p°i£emº ki = −1, pokud neexistuje ºádná mnoºina velikosti 2i. Algoritmus
potom vypadá následovn¥:

1. Vytvo°í se jednoprvková A0,k0+1 = {x} a zvý²í k0 (tj. i odpovídající S-struktura)

2. Pro první souvislý úsek, kde ki ≥ 0:

(a) Provedeme dal²ích PS(2i)
2i konstrukce S-struktury S(Ai, ki)

(b) Pokud jsme tím tuto S-strukturu dotvo°ili, vezmeme první dv¥ struktury �o patro níº� (Ai−1,0 a Ai−1,1) a
p°ipravíme je prvním krokem k slou£ení. Zárove¬ je odtud odebereme a p°e£íslujeme zbylé. Jejich zapo£até
slou£ení p°idáme na úrove¬ i.

3. Pokud jsme v posledním kroku (i, t.º. ki+1 = 0) vytvo°ili druhou strukturu stejné velikosti na nejvy²²ím dosaºe-
ném �pat°e�, p°ipravíme první krok slou£ení t¥chto dvou nejv¥t²ích struktur, p°emístíme jejich zapo£até slou£ení
�o patro vý²� a odebereme p·vodní struktury.

Díky tomu, ºe po£et krok· volíme tak ²ikovn¥, vºdycky dotvo°íme strukturu práv¥ v£as na to, abychom mohli
vytvá°et dal²í stejné velikosti. Navíc, protoºe se provede jen O(PS(2i)

2i ) krok· pro kaºdé i, odpovídá sloºitost v nejhor²ím
p°ípad¥ amortizované sloºitosti p·vodní operace INSERT.

12.3 Dynamizace

P°i úplné dynamizaci navíc poºadujeme efektivní algoritmus DELETE. P°idáme dal²í p°edpoklad, a to, ºe na na²í
p·vodní S-struktu°e existuje operace FAKE-DELETE (ta spo£ívá v ozna£ení n¥jakého prvku jako �smazaného�, aniº
by se smazal skute£n¥ � dál tedy zabírá místo a prodluºuje operace).

Základní ideou oproti semidynamizaci navíc je, ºe se budeme snaºit za kaºdou cenu zajistit, aby v²echny na²e
pomocné S-struktury stále obsahovaly alespo¬ osminu �nesmazaných� prvk· a p°estavovat je aº poté, co po£et �sma-
zaných� p°ekro£í tuto mez. Formáln¥ na²e S-struktury reprezentují vlastn¥ mnoºiny Bi, kde Bi = Ai\{xi; i = 1, 2 . . . k}
(a 2i−3 < |Ai| ≤ 2j).

Asymptoticky tak zaru£íme, ºe mnoºin (a pomocných S-struktur) bude stále jen logaritmicky mnoho a pam¥´ové
nároky taky z·stávají asymptoticky stejné. Struktura je tedy stejná jako pro (základní) dynamizaci. Navíc jsou nyní
spojové seznamy prvk· p°ímo provázané s S-strukturami (protoºe uº nepoznáme podle velikosti seznamu, ke které
S-struktu°e vlastn¥ pat°í).

Operace MEMBER pak pracuje úpln¥ stejn¥, jen nakonec zkontroluje, zda nalezený prvek nebyl ozna£en jako
�smazaný� (a p°ípadn¥ ho pak nevrátí).

http://wiki.matfyz.cz.org/wiki/#Semidynamizace
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Operace INSERT

Algoritmus operace INSERT(x) je následující:

1. Najdi nejmen²í j takové, ºe | ∪i≤j Ai| < 2j .

2. Vytvo°íme Aj = ∪i≤jAi∪{x} (v£etn¥ S-struktury a spojáku). To spl¬uje poºadavky na velikost 2j−1 < |Aj | ≤ 2j ,
jinak by pro j nebylo nejmen²í.

3. Poloºíme Ai = ∅ pro i < j.

Díky zachovávané minimální velikosti vytvá°ené mnoºiny máme sloºitost amortizovan¥ stejnou jako v p°ípad¥
semidynamizace.

Operace DELETE

Odebrání prvku x z na²í dynamické struktury vypadá následovn¥:

1. Odstraníme x ze spojáku

2. Vy°e²íme £ty°i r·zné p°ípady podle velikosti mnoºiny Ai, která obsahuje prvek x:

(a) Je-li Ai jen jednoprvková, prost¥ zahodím struktury s ní spojené.

(b) Je-li |Ai| > 2i−3 (tj. je²t¥ mám víc neº osminu prvk· �platných�), provedeme pouze FAKE-DELETE.

(c) Je-li Ai−1 bu¤ prázdná, nebo dost velká (|Ai−1| > 2i−2), m·ºeme ji s Ai prohodit. Pro �nové� Ai−1 pak
vytvo°íme novou S-strukturu.

(d) Je-li Ai−1 neprázdná, ale moc malá na prohození s Ai, potom je ur£it¥ m·ºeme slou£it a získáme novou
mnoºinu, která spl¬uje velikostní omezení pro Ai. Pro ni vyrobíme novou S-strukturu.

Amortizovaná sloºitost celé operace DELETE je O(DS(n) + log n+ PS(n)
n ), kde DS(n) je £as pot°ebný na operaci

FAKE-DELETE a log n je pot°eba na vyhledání prvku. Odhadneme, kolikrát se d¥lá skute£né p°estav¥ní S-struktur.
Pokud x ∈ Ai, pakDELETEm·ºe nov¥ vytvo°it jen S(Ai) nebo S(Ai−1). Z jejich podmínek velikosti (v algoritmu) vi-
díme, ºe mezi dv¥maDELETE pro stejné Aj (p°i£emº |Aj | ≤ 2i−2) se musí provést aspo¬ 2j−3-krát FAKE-DELETE
(a libovolný po£et DELETE na jiných mnoºinách). Amortizovaná sloºitost vytvá°ení S-struktur tak vychází:

PS(2j−2)

2j−3
= O(

PS(n)

n
)

I se sou£asn¥ provád¥nými operacemi DELETE se amortizovaná sloºitost operací INSERT zachovává. Aby
INSERT vytvo°il podruhé strukturu pro Ai, musí op¥t nastat 1 +

∑
j≤i |Aj | > 2j−1. Protoºe DELETE nikdy

nevytvo°í strukturu s víc neº polovinou skute£n¥ zapln¥nou, musí se do té doby provést aspo¬ 2i−2 INSERT·, £ímº
získáme stejnou situaci jako u semidynamizace.
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Kapitola 13

Státnice - Datové struktury ve vn¥j²í pam¥ti

13.1 Základní pojmy

• Logickou jednotkou dat je záznam, který má atributy se jmény a doménami (uvaºujeme max. jednu hodnotu pro
kaºdý atribut).

• (Homogenní) soubor je kolekce (multimnoºina) záznam·. Na souboru jsou de�novány operace INSERT, DE-
LETE, UPDATE a FETCH.

• Pro soubory s neopakujícími se záznamy je klí£ mnoºina atribut·, které záznam jednozna£n¥ identi�kují v
souboru. Jeden nich z klí£· se ozna£uje jako primární.

• Vyhledávací klí£ je n¥co jiného � k jeho jedné hodnot¥ se dá najít mnoºina odpovídajících záznam·. Jsou t°i
druhy vyhledávacích klí£·: hodnotový, hashovaný a relativní (p°ímo pozice v souboru).

• Logickému záznamu odpovídá fyzický záznam délky R, BÚNO na magnetickém disku; ten m·ºe obsahovat
dal²í data � odd¥lova£e, ukazatele, hlavi£ky. Záznamy mají bu¤ pevnou, nebo prom¥nnou délku.

• Fyzické záznamy jsou organizovány do blok· délky B � hlavní jednotky p°enosu mezi RAM a HDD.

• B
R se nazývá blokovací faktor (bbc).

• Schéma organizace soubor· (SOS) je popis logické pam¥´ové struktury, ve které se soubor nachází. M·ºe obsa-
hovat více logických soubor·, ten který nese uºivatelská data je primární, jeho délka v po£tu záznam· se zna£í
N . Dal²í operace nad SOS jsou BUILD, REORGANIZATION, OPEN, CLOSE.

• Dotaz je kaºdá funkce, která pro zadaný argument vrátí �odpov¥¤� � mnoºinu záznam·. Dotazy mohou být bu¤
na úplnou, nebo jen £áste£nou shodu, pop°. intervalovou shodu.

• Vyváºenost struktury je zaji²t¥ní omezení délky cesty p°i vyhledávání n¥jakým výrazem ( O(logN) atp.), pop°.
rovnom¥rnosti napln¥ní blok· (popisuje ji faktor napln¥ní stránek). Spln¥ní se dosahuje ²t¥pením a sléváním
bloku.

• SOS, které spl¬uje vyváºenost, se nazývá dynamické, jinak statické.

Fyzická média

Soubory se fyzicky ukládají hlavn¥ na magnetické pásky nebo HDD.

• Pásky umoº¬ují jen sekven£ní p°ístup, bloky jsou p°i vyhledávání £teny a kontrolovány sekven£n¥ (vhodné
set°íd¥ní dát podle klí£e). Pro kapacitu pásky je d·leºitá hustota, jsou nutné meziblokové mezery. Sekven£ní
£tení trvá t′ = R · t/(R+W ), kde W jsou meziblokové mezery, t je transfer rate.

• HDD umoº¬uje p°ímý p°ístup k dat·m. Uvaºují se hlavy, válce (cylindry) a stopy. Vºdy jen jedna hlava m·ºe
£íst. V¥t²inou se HDD d¥lí na sektory. Pro rychlost p°ístupu jsou d·leºité náledující prom¥nné:

� seek (p°esun na jiný válec) � s

� rotate (doba 1 p·lotá£ky) � r

� block transfer time � propustnost sb¥rnice � btt

Nové disky mají r·zný po£et sektor· na 1 stopu a tím pádem sloºitý výpo£et cylindru a hlavy z £ísla bloku, který
d¥lá °ídící elektronika. Udávaná adresa cylindr-hlava-sektor tak nemusí mít nic spole£ného se skute£ností.
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P°. nech´ 1 stopa = 512 K. Na£tení 1 MB pak trvá minimáln¥ s+ r pro nalezení prvního sektoru a 2× 2r za na£tení
stop. P°i £tení z náhodn¥ rozmíst¥ných 4 K blok· ale vyjde 256× (s+ r + btt) � tj. aº 100x pomalej²í.

�asový odhad doby p°ístupu k záznamu TF je sloºit¥j²í:

• s+ r + btt obecn¥

• r + btt pro dal²í záznam ve stejném cylindru

Máme i operaci REWRITE � p°epis (b¥hem 1 otá£ky disk·): TRW = 2r. Dal²í £asy se zna£í TI (INSERT), TD
(DELETE), TU (REWRITE), TY (REORG), TX (na£tení celého souboru).

13.2 Statické metody organizace soubor·

Sekven£ní soubor

Jsou dv¥ varianty:

• Neuspo°ádaný (hromada) � jenom fyzicky za sebe naplácané záznamy. Sloºitost nalezení O(N).

• Uspo°ádaný � záznamy °azeny podle klí£e. Aktualizované záznamy se umis´ují do zvlá²tního neuspo°ádaného
souboru, REORGANIZATION celek znova set°ídí. Nalezení je op¥t O(N) nebo O(N/bbc). U médií s p°ímým
p°ístupem ale O(log2N).

Index-sekven£ní soubor

Primární soubor je sekven£ní soubor set°íd¥ný podle primárního klí£e a nad ním (i víceúrov¬ový) index: £íslo bloku a
minimální hodnota klí£e v n¥m; pro vy²²í úrove¬ to samé, ale na blocích indexu niº²í úrovn¥.

Nejvy²²í úrove¬ indexu je obvykle jen jeden blok (master). Po£et úrovní se dá spo£ítat: x = dlogpN/bbce, kde
p = bB/(V + P )c a V je velikost klí£e a P velikost pointeru na blok nebo záznam.

Za°azení nového záznamu � problémy: p°idávání do oblasti p°ete£ení a v ní °et¥zení záznamu za sebe (kaºdý záznam
tam má pointer na dal²í záznam v oblasti p°ete£ení, nejenom blok). Pro oddálení nutnosti vkládat do oblasti p°ete£ení
lze bloky plnit na mí¬ neº 100 %.

Indexovaný soubor

Máme primární soubor a indexy pro r·zné vyhledávací klí£e. Indexují se p°ímo záznamy, ne jen bloky. Primární soubor
uº nemusí být set°íd¥ný. Varianta: clusterovaný index � záznamy se spole£nou hodnotou 1 atribut· jsou blízko sebe
(jde jen pro jeden atribut).

Index m·ºe být podobný jako u index-sekven£ního souboru, ale lep²í je, kdyº pro záznamy se stejným klí£em je
ve v²ech úrovních aº na první (nejniº²í) jen jeden klí£, který pak odkazuje na seznam záznam·. Pro aktualizace se
nep°edpokládá oblast p°ete£ení, ale zm¥ny v indexu. TF = (1 + x)(s+ r + btt).

Lze pouºít i dotazy na kombinovanou £áste£nou shodu, ale trvají dlouho. Alternativa: kombinovaný index pro více
atribut·; to ale vyºaduje analýzu, na co jsou dotazy nej£ast¥j²í.

Bitové mapy

Bitové mapy jsou efektivní zp·sob indexace pro atributy s malou doménou (max. stovky). Pro kaºdou hodnotu této
domény vyrobíme vektor bit· délky N , kde jedni£ka na i-té pozici indikuje, ºe i-tý záznam má práv¥ tuto hodnotu
atribut·.

Booleovské dotazy potom fungují jako bitové operace nad t¥mito vektory. Vektory bit· lze navíc komprimovat �
nejsou tak velké, vhodné pro databáze s hodn¥ záznamy.

Indexy v DIS (document information system)

Jedná se o tzv. invertované soubory pro fulltextové hledání � pro kaºdé slovo máme uloºen po£et souboru, kde se
vyskytuje, a pointer na soubor sou°adnic, tj. dvojic [dokument, pozice]. Dotazy na shodu pro více slov pak jsou
mnoºinové pr·niky (za£ínající od slova s nejmen²ím po£tem výskytu v databázi).

Získání invertovaného souboru: rozparsování na slova, set°íd¥ní, odstran¥ní duplicit, výpo£et frekvencí slov. Zipf·v
zákon distribuce slov f = k/r, kde k je konstanta, r je po°adí £etnosti, f je £etnost. Taky lze vyuºít kompresi a nebo
zmen²it indexy vyhozením nevýznamných slov.

Soubor s p°ímým p°ístupem

Záznamy v primárním souboru (�adresový prostor�) jsou rozptýleny pomocí hashovací funkce.
Implementace: bu¤ hash = £íslo stránky; nebo hash = £íslo stránky i relativní pozice v ní. Pro kolize se snaºím

umístit záznamy pokud moºno do stejné stránky.

http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Vyhled�v�n�_a_extrakce_informac�
http://wiki.matfyz.cz.org/wiki/St�tnice_---_Ha�ov�n�
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13.3 Statické hashovací metody

Jako perfektní hashování se ozna£uje nejen stav, kdy funkce nedává pro danou mnoºinu ºádné kolize, ale i takový
systém, kde máme zaru£ený £as O(1) pro p°ístup k záznamu.

Cormackovo perfektní hashování

Hashování odpovídá �velké funkci a malé tabulce� ze sekce o hashování. Máme soubor a adresá°. Krom primární
hashovací funkce h jsou pot°eba dal²í hashovací funkce hi(k, r) = (k mod (2i+ 100r + 1)) mod r, kde:

• r je velikost oboru hodnot (po£et kolizí)

• i je n¥jaký vhodný parametr � £íslo hash fce (hledá se postupným zkou²ením, dokud není výsledek bez kolizí).

V adresá°i uchováváme pro kaºdý záznam odkaz do primárního souboru, r a i. V primárním souboru máme klí£ a
data. P°i hledání:

1. Zahashujeme klí£ pomocí h, dostaneme se do adresá°e, pokud je tam r = 0, nena²li jsme.

2. Pokud r ≥ 1, spo£ítám podle uloºeného i hash-fci hi, vezmu odkaz do primárního souboru, p°i£tu výsledek hi a
v primárním souboru zkontroluju, jestli jsem na²el co jsem hledal.

Pro INSERT spo£ítám h a:

1. Pokud na daném míst¥ v adresá°i nic není, najdu volné místo v primárním souboru délky 1 a vloºím

2. Pokud tam uº n¥co je, najdu volné místo délky r + 1, zv¥t²ím r a najdu i, aby kolizní od sebe rozházela a
p°eházím je na nové místo.

r nemusím zv¥t²ovat o 1, ale rychleji, takºe najdu poºadované i lépe (pokud mám blbý hi, n¥kdy r prost¥ musím
zv¥t²it o víc).

Toto hashování lze pouºít i pro dynamický pam¥´ový prostor, kdyº z primárního souboru ud¥láme nesouvislý
prostor, kam lze p°idávat stránky.

Perfektní hashování Larson-Kalja

Uchováváme men²í pomocnou tabulku neº p°edchozím p°ípad¥ � pro kaºdou stránku adresového prostoru máme jen
jednu hodnotu � separátor. Máme:

• MnoºinuM hashovacích funkcí hi, které vytvá°ejí pro kaºdý záznam posloupnost stránek, do kterých ho m·ºeme
zkou²et vkládat

• Navíc druhou sadu jim jednozn. odpovídajících funkcí si, které po£ítají signaturu.

Pokud je separátor stránky v¥t²í neº signatura záznamu, bude záznam v této stránce, jinak ho tam nem·ºu vloºit.
Po p°epln¥ní vyhodím záznamy s nejv¥t²í signaturou a zmen²ím separátor. Prvek se nemusí povést vloºit (kdyº mi
dojdou ob¥ sady funkcí).

Pokud vkládám do plné stránky, nem·ºu prvek vloºit, i kdyº má prvek men²í signaturu neº separátor � separátor
pak musím zmen²it a ze stránky vyhodit i n¥co dal²ího, £ímº dojde ke kaskádování.

Toto hashování je vhodné pro málo vkládání a hodn¥ £tení � mám zaru£ený jen jeden p°ístup na disk, protoºe
malý adresá° se do pam¥ti vejde.

Dotazy na £áste£nou shodu

Máme-li záznamy s n atributy, pouºijeme pro kaºdý z atribut· zvlá²tní hashovací funkci, která generuje di-bitový
výsledek (signaturu atributu). Signatura (hash) celého záznamu je pak konkatenací signatur atribut·. Pro adresový
prostor o velikosti M = 2d stránek volíme délky signatur atribut· tak, aby

∑
di = d.

Dotaz na £áste£nou shodu je potom dotaz, kde bity n¥kterých atribut· jsou nahrazeny �?�. Nazveme s-bitovou
signaturu dotazu, má-li zadaných s bit·. Takový dotaz je 2d−s-krát draº²í neº p°ímý konkrétní.

Je-li pravd¥podobnost dotaz· na i-tý atribut rovna Pi, vyjde pr·m¥rná cena dotaz·:∑
q⊆{1,..n}

(Pq ·Πi6∈q2
di)

Ideální rozvrºení di proto vychází (Lagrangovými multiplikátory):

di = (d−
∑n
j=1 log2 Pj)/n+ log2 Pi.

http://wiki.matfyz.cz.org/wiki/St�tnice_---_Ha�ov�n�#Perfektn�_hashov�n�
http://wiki.matfyz.cz.org/wiki/St�tnice_---_Ha�ov�n�#Men��_tabulka
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Je nutné upravit p°ípadné extrémy a p°epo£ítat.
Pro urychlení dotaz· m·ºeme pouºít deskriptory stránek:

• Máme deskriptor záznam·: w = w1 + ..+ wn-bitový °et¥zec, kde pro kaºdý atribut A1, ..An máme práv¥ jednu
jedni£ku (m·ºe být zadáno jinak, ex. vzorce pro ideální wi i po£et jedni£ek k nim).

• Deskriptor stránek je bitový OR deskriptor· v²ech záznam· ve stránce.

• P°i hledání vyrobím deskriptor dotaz·: místo �?� dám samé nuly. Pokud má dotaz n¥kde v deskriptoru �1� a
stránka �0�, nemusím tam hledat.

Lze ud¥lat i dvouúrov¬ov¥ � s deskriptory segment·.
Dal²í moºnost urychlení jsou Grayovy kódy, které se snaºí °e²it nesouvislost oblasti stránek se záznamy vyhovujícími

dotaz·m (nap°. 10???1010). Jde o jiný zp·sob kódování binárních £ísel � dv¥ po sob¥ jdoucí £ísla se li²í vºdy jen v
jednom bitu. Max. zisk � o 50% lep²í neº binární. Konverze £ísla do Grayova kódování z pozi£ního vypadá následovn¥:

G(x) = B(x) xor B(bx
2
c)

Zp¥tn¥ (gi je i-tý bit Grayova kódu, n-tý bit je nejvy²²í):

bn = gn, bi = gi xor bi+1

13.4 Dynamické hashování

Roz²i°itelné hashování � Fagin (Koubkovo �externí hashování�)

Krom¥ primárního souboru (nebo soubor·, protoºe jde o dynamickou strukturu) mám pomocnou strukturu � adresá°
s pointery na stránky o velikosti 2d (p°i£emº n¥které stránky mohou být v adresá°i uvedeny víckrát) a pouºívám
hashovací funkci s rovnom¥rným rozd¥lením.

Vºdy pouºiju jen prvních d bit· hashe, minimum kolik pot°ebuju. Podle nich ur£ím záznam v adresá°i a z n¥j
najdu stránku. Pro stránku se m·ºe pouºívat mí¬ bit·, proto na ní m·ºe ukazovat víc záznam· v adresá°i. Kdyº se
stránka naplní, roz²t¥pím ji na 2 podle dal²ího bitu hash-funkce.

Pokud uº stránka pouºívá stejn¥ bit· jako adresá°, musím zv¥t²it o 1 bit i adresá° (a zdvojnásobit jeho velikost),
s ostatními stránkami nic ned¥lám. P°i vypou²t¥ní záznam· lze stránky slévat, pokud si pamatuju jejich zapln¥nost
(m·ºu slévat jen stránky, které se li²í jen v posledním bitu).

Adresá° m·ºeme ukládat na jedné stránce externí pam¥ti. Potom FETCH jsou max. 3 operace a INSERT nebo
DELETE max. 6 operací s externí pam¥tí. O£ekávaný po£et pouºitých stránek je n

b ln 2 , kde b je po£et prvk· v jedné
stránce, a velikost adresá°e e

b ln 2n
1+ 1

b � to je víc neº lineární r·st, tj. nelze pouºívat donekone£na (bez d·kaz·).

Lineární hashování � Litwin

V tomto p°ípad¥ nemám adresá°, jen oblast p°ete£ení, p°ístupnou pointry z primárních stránek. Data vkládám do
primárních stránek, po kaºdých L INSERTech se vynucen¥ ²t¥pí ur£ená stránka (v po°adí podle £ísel stránek
0, 1, 00, 01, 10, 11, 000). Podle hashe (jeho konec musí odpovídá £íslu stránky) se rozd¥lují p°i ²t¥pení prvky.

FETCH: kdyº mám aktuáln¥ n stránek, vezmu posledních blog2 nc + 1 bit· hashe (pokud je to > n, zanedbám
horní bit) a tím dostanu £íslo stránky. Kdyº v ní prvek není a stránka je p°ete£ená, podívám se je²t¥ do oblasti
p°ete£ení.

P°i ²t¥pení je nutné vrátit do roz²t¥pených stránek i záznamy z oblasti p°ete£ení. Problémem jsou více zapln¥né
stránky na konci, tedy je²t¥ neroz²t¥pené. �e²ením je bu¤ nerovnom¥rné rozd¥lení hash-fce, nebo skupinové ²t¥pení
stránek.

Skupinové ²t¥pení stránek

Roz²í°ení Litwina pro lep²í vyuºití stránek:

• Stránky jsou vºdy organizovány vºdy v s skupinách po g stránkách (za£ínáme s s0 skupinami, postupn¥ se s
zv¥t²uje, g z·stává).

• Mám inicializa£ní hash-funkci h do {0 . . . (g · s0)− 1}.

• �t¥pím také po L vloºení, vºdy g stránek do g + 1, na to mám nezávislé hashovací funkce h0, ...h∞ do {0 . . . g}.

• Aº dostanu s skupin po g + 1 stránkách, p°eorganizuju stránky zpátky do skupin po g (m·ºu p°idat n¥jaké
prázdné, aby to vycházelo).

P°i hledání se po£ítají v²echna prehashování úpln¥ od za£átku � je to docela HW náro£né, ale proti rychlosti
disk· se vyplatí.
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Spirálová pam¥´

Tohle je dal²í roz²í°ení Litwinova hashování, tentokrát pro exponenciální rozd¥lení klí£·. Místo rozd¥lení jedné stránky
na starou a novou tu starou zahodí a p°idá dv¥ nové.

Klí£e jsou nejprve rovnom¥rn¥ rozd¥leny hash-funkcí G(c, k) → 〈c, c + 1〉 (c ∈ R+
0 ) , pak p°epo£teny do 〈bc, bc+1〉

a zaokrouhleny na konkrétní £ísla stránek. P°i zm¥n¥ c se m¥ní velikost prostoru.
P°i expanzi se nové c volí tak, aby zni£ilo stránku, která se ²t¥pí (nejniº²í £íslo):

cn+1 := logb(f + 1) (kde f je £íslo 1. stránky).

Aby se mi neposouvaly v²echny stránky po°ád dál od 0, první zahozené stránce dám nové £íslo a znova ji pouºiju
� p°epo£ítávání log. stránek na fyzické se pak d¥lá rekurzivn¥:

1. Je-li blogická stránka/bc < b(1+logická stránka)/bc, pak fyzická stránka := fyzická stránka(blogická stránka/bc)

2. Jinak fyzická stránka = blog. stránka/bc. )

Hashovací funkce zachovávající uspo°ádání

Kv·li urychlení intervalových dotaz· se objevily hashovaci metody, zachovávající uspo°ádání klí£·:

• Lineární hashování pro intervalové dotazy � vychází z Litwina, vyuºívá nejvýznamn¥j²í bity k ur£ení stránky.

• �áste£n¥ lineární hashování zachovávající uspo°ádání � vychází ze znalosti rozd¥lení klí£·, d¥lí doménu klí£·
na nestejn¥ dlouhé intervaly, aby vyvaºovalo nerovnom¥rnost rozd¥lení. Nelze ale po°ád reorganizovat, takºe se
upravují jenom p°ilehlé intervaly p°i vkládání a odebírání. Nehodí se pro dynamicky rostoucí doménu klí£·. M·ºe
být provedeno víceúrov¬ov¥.

13.5 T°íd¥ní na vn¥j²í pam¥ti

Pro t°íd¥ní n¥£eho, co se nevejde do opera£ní pam¥ti, se pouºívá MERGESORT:

1. Ze dvou soubor· vezmu dva prvky

2. Vyberu men²í z nich, zapí²u ho na výstup

3. Ze souboru, odkud ten men²í pocházel, na£tu dal²í.

4. Konec set°íd¥ného úseku poznám tak, ºe dal²í na£tený prvek je men²í neº ten vypsaný. Pokud dojdu na konec
set°íd¥ného úseku na jednom ze vstup·, dokopíruju zbytek set°íd¥ného úseku i z druhého vstupu na výstup.

Postupn¥ dostávám del²í set°íd¥né kusy. P·vodní pouºití � set°íd¥ni kousk·, které se ve²ly do pam¥ti, a slévání
na páskách. Dnes je pouºitelné i na HDD.

N-cestný MERGESORT na vn¥j²í pam¥ti: Mám-li n+ 1 stránek v pam¥ti:

1. Vytvo°it set°íd¥né b¥hy velikosti n stránek (pouºít HEAPSORT nebo QUICKSORT).

2. Pak v kaºdém kroku slévat (maximáln¥) n nejkrat²ích b¥h·, výsledek ukládat jako 1 b¥h.

Pro M stránek v celém souboru je sloºitost O(2MdlognM/ne) � celé projde logn(M/n)-krát procesem slévání.
HEAPSORT m·ºe vytvo°it i del²í b¥hy, neº co se vejde do pam¥ti:

1. Pr·b¥ºn¥ odebírám a vypisuju minimální prvky a na£ítám dal²í.

2. Pokud je na£tený prvek v¥t²í neº minimum, hodím ho na haldu.

3. Pokud je men²í, dám ho do aktuáln¥ vznikající haldy na druhém konci pole.

Aº se vy£erpá halda, za£nu nový b¥h. V nejhor²ím p°ípad¥ dopadne stejn¥ jako t°íd¥ní v pam¥ti, pr·m¥rn¥ je 2x
lep²í, ideáln¥ set°ídí v²echno.
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Kapitola 14

Státnice - T°íd¥ní

14.1 T°íd¥ní zaloºené na porovnávání

Existuje mnoho algoritm·, známe i (za ur£itých podmínek) dolní odhad sloºitosti.

Heapsort

HEAPSORT je t°íd¥ní pomocí (nap°.) d-regulárních hald, jen lokální podmínku haldy pouºíváme v duální podob¥
a máme funkci DELETEMAX (která ale funguje stejn¥ jako DELETEMIN). Postupn¥ se odebírají maxima a
set°íd¥ná posloupnost se staví na jejich míst¥ od konce pole. Iterace kon£í, kdyº v hald¥ zbývá jen jeden prvek. Celkem
O(n log n) operací.

Mergesort

MERGESORT je snad nejstar²í �chytrý� t°ídící algoritmus. Pracuje s frontou, do které na po£átku nahází �p°edt°í-
d¥né� rostoucí úseky, potom je v cyklu vybírá a jejich slití vrací zpátky, dokud nemá jen jednu posloupnost. Slití je
vybrání vºdy men²ího na výstup a na konci dokopírování zbytk·.

Jedna operace slití vyºaduje O(n + m), jsou-li 2 posloupnosti dlouhé n a m prvk·. První rozházení vyºaduje
lineární £as, potom kaºdé projití v²ech prvk· slitím vyrábí posloupnosti délky ≥ 2i−1, tedy po£et projití v²ech prvk·
je dlog ne a celková sloºitost O(n log n). Je adaptivní na p°edt°íd¥né posloupnosti a p°i omezeném po£tu rostoucích
úsek· dosahuje lineární sloºitosti.

Quicksort

QUICKSORT je asi nejpouºívan¥j²í t°ídící algoritmus, v pr·m¥ru má p°i rovnom¥rném rozloºení nejniº²í o£ekávaný
£as. Vyuºívá techniky rozd¥l a panuj.

1. Vybere prvek a (pivot).

2. Vytvo°í posloupnosti a1 . . . ak−1 prvk· men²ích neº a a ak+1 . . . an v¥t²ích neº k.

3. Na ty sám sebe zavolá rekurzivn¥, do výsledku zapí²e za sebe ob¥ set°íd¥né poloviny.

Procedura (bez rekurze) vyºaduje £as k nebo n− k v jednom b¥hu, tj. pro a medián, kdyby n− k = k, by m¥l celý
algoritmus sloºitost O(n log n). Medián lze nalézt v lineárním £ase, ale pak by byly MERGESORT i HEAPSORT
rychlej²í, proto se jako a bere nap°. první prvek posloupnosti.

Potom má procedura o£ekávaný £as O(n log n), ale nejhor²í p°ípad O(n2), coº je pro neznámé rozd¥lení dat ne-
vhodné. Náhodná volba by celý b¥h také mohla dost zpomalit, proto se v praxi bere medián t°í aº p¥ti pevn¥ zvolených
prvk·.

O£ekávaný £as Quicksortu

Dva libovolné prvky ai, aj jsou porovnávány maximáln¥ jednou, a to kdyº ai nebo aj je pivot a p°edtím ani jeden z nich
pivot nebyl. Vezmeme si náhodnou veli£inu Xi,j , která má hodnotu 1, kdyº QUICKSORT porovnal b¥hem výpo£tu
bi a bj z n¥jaké výsledné set°íd¥né posloupnosti (bi)1≤i≤n, a 0 jinak. Potom EXi,j = pi,j , kde pi,j je pravd¥podobnost
porovnání. Potom celk. po£et porovnání v celém b¥hu je

n∑
i=1

n∑
j=i+1

EXi,j =

n∑
i=1

n∑
j=i+1

pi,j

Pro výpo£et pi,j uvaºujeme �strom rekurze�, kde kaºdý vrchol odpovídá jednomu rekurzivnímu volání procedury
a s tím i n¥jaké podposloupnosti ai, . . . , aj (do té uº se sahá jen v jeho podstrom¥). V jeho levém podstrom¥ jsou
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http://wiki.matfyz.cz.org/wiki/St�tnice_-_Stromov�_vyhled�vac�_struktury#Regul.C3.A1rn.C3.AD_haldy
http://wiki.matfyz.cz.org/wiki/St�tnice_---_Metody_tvorby_algoritm�#Rozd�l_a_panuj
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operace na úsecích prvk· men²ích neº pivot ai, . . . al−1 této posloupnosti a v pravém na v¥t²ích al+1, . . . aj . P°i°adíme
kaºdému vrcholu jeho pivot a o£íslujeme vrcholy prohledáváním do ²í°ky. Pak Xi,j = 1, kdyº bj nebo bi je první pivot
z mnoºiny {bi, . . . bj} v tomto o£íslování (protoºe kdyby to byl jiný prvek z této mnoºiny, rozd¥lím bi a bj , aniº bych
je porovnal; naopak prvky mimo tuto mnoºinu coby pivoty od sebe bi a bj neodd¥lí). Mnoºina {bi, . . . , bj} má j− i+ 1
prvk·, takºe pi,j = 2

j−i+1 . Po£et porovnání pak vyjde

n∑
i=1

n∑
j=i+1

2

j − i+ 1
=

n∑
i=1

n−i+1∑
k=2

2

k
≤ 2n

n∑
k=2

1

k
≤ 2n

∫ n

1

1

x
dx = 2n lnn

Jednoduché t°íd¥ní

• SELECTIONSORT t°ídí vybíráním nejmen²ího prvku a jeho prohozením s levým krajním v neset°íd¥ném
úseku.

• INSERTSORT vkládá do set°íd¥ného úseku dal²í prvek a postupným vym¥¬ováním ho °adí na správné místo.

• SHELLSORT je jeho vylep²ení � postupn¥ INSERTSORTem t°ídí sekvence sloºené z kaºdého k-tého prvku
pro klesající k → 1 (sekvence klesajících k musí být zvolena �²ikovn¥�).

• BUBBLESORT � iterativn¥ prochází posloupností a prohazuje inverze

• Jeho varianta SHAKESORT, která posloupnosti prochází tam a zpátky.

A-sort

Tento algoritmus je aplikací (a, b) strom· v t°ídících algoritmech, vhodnou pro £áste£n¥ p°edt°íd¥né posloupnosti.
Jinak proti klasickým algoritm·m nemá ºádné výhody. Pro algoritmus je nutné znát list s nejmen²ím prvekm FIRST,
cestu k n¥mu od ko°ene a pro kaºdý list ukazatele na následující v uspo°ádání NEXT.

Postup: Odzadu (od �p°edt°íd¥n¥ nejv¥t²ího�) vkládat prvky do stromu modi�kovaným A-INSERTem a pak p°e£íst
posloupnost list· (jít po NEXT). A-INSERT pracuje tak, ºe místo pro vloºení prvku hledá od FIRST (jde postupn¥
nahoru po otcích a hledá, kde nejd°ív m·ºe slézt zas k list·m).

Sloºitost: Pomalej²í neº b¥ºné t°íd¥ní na libovolná data (asymptoticky stejné), ale rychlej²í na £áste£n¥ p°edt°í-
d¥ná. Vezmeme F � po£et inverzí v posloupnosti. Celk. pot°ebuju O(n) pro na£tení prvk·, O(n) pro v²echna ²t¥pení
dohromady ze v²ech b¥h· A-INSERTu a na kaºdé vloºení O(h) pro nalezení místa, kde h je vý²ka, kam se z FIRST
dostanu, p°esko£ím tak fi ≥ ah−2 vrchol· (men²ích neº vkládaný) a h ∈ O(log fi). Sou£et fi za ∀i dává:

n∑
i=1

log fi = n log(

n∏
i=1

fi)
1
n ≤ n log

∑n
i=1 fi
n

= n log
F

n

Protoºe se nepouºívá DELETE, hodí se na toto (2, 3) stromy. Pro míru F ≤ n log n má sloºitost O(n log log n), v
ur£. p°ípadech i rychlej²í neº Quicksort.

Porovnání algoritm·

Algoritmus �as nejh·° �as ∅ Porov. nejh·° Porov. ∅ PP Pam¥´ AD
QUICKSORT Θ(n2) 9n log n n2/2 1.44n log n A n+ log n+ c N
HEAPSORT 20n log n ≤ 20n log n 2n log n 2n log n A n+ c N
MERGESORT 12n log n ≤ 12n log n n log n n log n N 2n+ c A

A-SORT O(n log(F/n)) O(n log(F/n)) O(n log(F/n)) O(n log(F/n)) A 5n+ c A
SELECTIONSORT 2n2 2n2 n2/2 n2/2 A n+ c N
INSERTSORT O(n2) O(n2) n2/2 n2/4 N n+ c A

c je n¥jaká konstanta, F zna£í po£et inverzí v posloupnosti, PP � p°ímý p°ístup, AD � adaptivní na p°edt°íd¥né.
Pro krátké posloupnosti je do délky 22 vhodný SELECTIONSORT, do 15 INSERTSORT, jinakQUICKSORT,

coº vede k hybridnímu algoritmu. Pro A-SORT jsou nejvhodn¥j²í (2, 3)-stromy. Pom¥r £as· QUICKSORT, MER-
GESORT, HEAPSORT je v pr·m¥ru 1 : 1.33 : 2.22, platilo to ale v roce 1984 :-).

Vylep²ení Mergesortu

Nedosahuji optimálních výsledk·, pokud slévané posloupnosti ve frontách nejsou p°ibliºn¥ stejn¥ dlouhé. Proto provedu
úvahu: m¥jme algoritmus, který slévá rostoucí posloupnosti a uvaºujme jeho �slévací� strom T (kde posloupnost
P (v) odp. vrcholu v (délky l(P (v))) vznikne slitím posloupností z jeho syn·). Sou£et £as· pro MERGESORT je
pak O(

∑
{l(P (v))|v vnit°ní vrchol T}) = O(

∑
{d(t)l(P (t))|t list T}. Dále pracujeme jen s délkami posloupností,
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vytvo°íme algoritmusOPTIM, který p°i slévání sumu minimalizuje � na za£átku dá kaºdé jednoprvkové posl. hodnotu
c, která odpovídá hodnot¥ jejího prvku (?). Pro slévání vybírá posloupnosti (stromy) s nejmen²ím c a slitému stromu
p°i°adí c1 + c2. Nakonec zbyde v mnoºin¥ strom· jen jeden, a ten je optimální. Pro t°íd¥ní fronty podle c se pouºívá
BUCKETSORT. Celkem pracuje v £ase O(

∑n
i=1 l(Pi)) na posloupnosti rostoucích úsek· P1, . . . , Pn.

14.2 P°ihrádkové t°íd¥ní

Bucketsort (Counting sort)

Algoritmus BUCKETSORT t°ídí jen p°irozená £ísla z intervalu < 0,m > a to zavedením m+ 1 mnoºin, do kterých
je rozhází a nakonec tyto spojí do výsledku. T°íd¥ní je stabilní pro opakující se prvky, inicializace mnoºin a projití p°i
konkatenaci pot°ebují O(m), rozházení prvk· pak O(n), takºe celkem O(n+m).

Varianta RADIXSORT umí t°ídit i ve v¥t²ích intervalech, kdyº pouºívá BUCKETSORT na kaºdou jednotlivou
£íslici. Protoºe BUCKETSORT je stabilní, bude to celé fungovat.

Hybrid Sort

So�stikovan¥j²í verze HYBRIDSORT t°ídí reálná £ísla z 〈0, 1〉 (a obecn¥ tedy jakékoliv klí£e). Má dané α (po£et
p°ihrádek v pom¥ru k n), rozhazuje do k = αn p°ihrádek a ty pak t°ídí haldou.

Nejhor²í moºný £as je O(n log n), protoºe nejh·°e se m·ºe stát, ºe v²echny prvky nacpu do 1 p°ihrádky. O£eká-
vaný £as pro nezávislé rovnom¥rn¥ rozd¥lené prvky je O(n) � pravd¥podobnost velikostí mnoºin se °ídí binomickým
rozd¥lením s parametrem 1/k, st°ední hodnota pak je:

E(

k∑
i=1

(1 +Xi logXi)) ≤ E(

k∑
i=1

(1 +X2
i )) = k + k

(
n(n− 1)

k2
+
n

k

)
= O(n)

Jak je vid¥t z odhadu, i kdybychom pouºili algoritmus s kvadratickou sloºitostí ve t°íd¥ní jednotlivých p°ihrádek,
z·stane o£ekávaná sloºitost lineární.

Wordsort

WORDSORT je modi�kace BUCKETSORTu pro t°íd¥ní slov. P°íprava:

1. Rozhodí slova do mnoºin Li podle jejich délky.

2. Vytvo°í dvojice pozice-písmeno {(j, ai[j])}, kterou set°ídí podle druhé sloºky BUCKETSORTem, výsledek set°ídí
podle první sloºky (stejn¥), tj. má seznam set°íd¥ných dvojic pozice-písmeno, které se ale mohou opakovat.

3. Dvojice rozstrká do mnoºin Si pro kaºdou pozici i a odstraní duplicity.

Pak v hlavním cyklu postupuje od nejv¥t²í moºné délky a pro kaºdé i pracuju jen s mnoºinou slov délky ≥ i:

1. Podle i-tého písmena rozhodím v²echna aktuáln¥ t°íd¥ná slova do mnoºin Tx.

2. Potom podle mnoºiny Si vyberu v²echna neprázdná Tx a sliju je za sebe.

3. Pro dal²í krok p°idávám krat²í slova vºdy na za£átek mnoºiny aktuáln¥ t°íd¥ných.

Výpo£et délek slov, inicializace Li a za°azení slov do Li vyºadují £as O(L), kde L je sou£et délek v²ech °et¥zc·.
Vytvo°ení seznamu dvojic a jeho t°íd¥ní vyºaduje také O(L). Zaloºení Si a p°eházení dvojic do nich také O(L).
Inicializace Tx je O(|Σ|), kde |Σ| je velikost abecedy. V hlavním cyklu v kaºdém kroku pot°ebuji dvakrát £as O(li)
(sou£et délek slov dlouhých i nebo víc). Celkem tedy O(L+ |Σ|).

14.3 Po°adové statistiky (hledání mediánu)

Vstupem je (neuspo°ádáná) posloupnost n (navzájem r·zných) £ísel. Výstup je bn2 c-té, nebo obecn¥ k-té nejmen²í
£íslo z nich. Sloºitost budeme m¥°it po£tem porovnání.

Z dvou následujících FIND bývá rychlej²í neº SELECT pro v¥t²inu p°ípad·, ale nemá zaru£enou asymptotickou
sloºitost. Je známo, ºe medián lze nalézt na 3n porovnání a ºe dolní odhad po£tu porovnání je 2n.
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Hledání mediánu technikou rozd¥l a panuj (algoritmus FIND)

Tento algoritmus pouºívá techniku �rozd¥l a panuj�. chová se podobn¥ jako QUICKSORT a hledá obecn¥ k-té
nejmen²í £íslo:

1. Vybrat pivota a rozd¥lit posloupnost pomocí n−1 porovnání na 3 oddíly: £ísla men²í neº pivot (a prvk·), pivota
samotného a £ísla v¥t²í neº pivot (n− a− 1 prvk·).

2. (a) Pokud je a+ 1 < k, hledám rekurzivn¥ k − a+ 1-tý prvek v n− a− 1 prvcích

(b) Pokud je a+ 1 = k, vracím pivot

(c) Pokud je a+ 1 > k, hledám rekurzivn¥ k-tý prvek v a prvcích

Rekurzivní vzorec T (n) = T (n− 1) + (n− 1) v nejhor²ím p°ípad¥, coº dává Θ(n2). O£ekávaný £as odhadneme na

4n a dokáºeme indukcí podle n z rekurzivního vzorce T (n, i) = n+ 1
n

(∑i−1
k=1 T (n− k, i− k) +

∑n
k=i+1 T (k, i)

)
.

Zaru£en¥ lineární hledání mediánu (algoritmus SELECT)

Vylep²ení, garantující dobrý výb¥r pivota a lineární sloºitost i v nejhor²ím £ase:

1. Rozd¥lit posloupnost na p¥tice (poslední m·ºe být neúplná, m¥jme threshold nap°. n = 100, pod kterým mnoºinu
p°ímo t°ídíme)

2. V kaºdé p¥tici najít medián

3. Rekurzivn¥ najít medián t¥chto medián·

4. Pouºít ho jako pivot pro d¥lení celé posloupnosti, protoºe je v¥t²í neº alespo¬ 3 prvky z alespo¬ 1/2 p¥tic (aº
na zakrouhlení), je v¥t²í neº alespo¬ 1/2 · 3/5 = 3/10 prvk· (a také men²í neº alespo¬ 3/10 prvk·)

5. Z toho mám vºdy zaru£eno, ºe zahodím alespo¬ 3/10 prvk· pro následující krok.

Vzorec potom vychází: T (n) = c · n5 +T (n5 )+(n−1)+T ( 7
10n) a podle Master Theoremu nebo substitu£ní metodou

se dá vy£íslit jako T (n) = Θ(n).

http://wiki.matfyz.cz.org/wiki/St�tnice_---_Metody_tvorby_algoritm�#Anal�za_slo�itosti_algoritm�_rozd�l_a_panuj


Kapitola 15

Státnice I3: Závislostní syntax

15.1 Úvod

Závislostní syntax je zp·sob popisu v¥tné struktury, formáln¥ zpracovaný L. Tesnièrem (dílo Eléments de syntaxe
structurale vydáno 1959 posmrtn¥) v rámci tradice evropské strukturální lingvistiky (Tesnière spolupracoval i Praº-
ským lingvistickým krouºkem). Na £e²tinu byla aplikována v knize Novo£eské skladba (1947) V. �milauera a dále
rozvíjena ve v¥t²in¥ nov¥j²ích mluvnic £e²tiny i v rámci Funk£ního generativního popisu (FGD) P. Sgalla a dal²ích.
Závislostní syntax se uplat¬uje i v ruské teorii Meaning-Text.

Základní my²lenkou je vztah závislosti mezi jednotlivými slovy, p°i£emº v centru stojí hlavní sloveso a na n¥m
závisí v²echny ostatní £leny (valence). Subjekt uº tedy nemá stejné výsadní postavení jako v tradi£ní ²kolské gramatice.
Závislosti mezi jednotlivými slovy pak v¥tu p°irozen¥ uspo°ádají do stromové struktury.

Závislostní popis je vhodný i pro jazyky s volným slovosledem, na rozdíl od popisu pomocí bezprost°edních sloºek,
který na slovosledu do zna£né míry závisí.

15.2 Závislostní strom

Obrázek 15.1: Závislostní stromy uspo°ádané podle slovosledného po°adí (naho°e) nebo podle závislostí (dole)

Závislostní strom se formáln¥ de�nuje jako p¥tice T = 〈N,Q,E,WO,L〉, kde:

• (N,E) je orientovaný graf (strom, tj. souvislý a bez kruºnic, kaºdý uzel krom¥ ko°ene má práv¥ jednoho otce),

• Q je mnoºina moºných ohodnocení uzl· (gramatické kategorie),

• WO ⊂ N ×N je silné úplné uspo°ádání (ur£ující po°adí slov)

• L : N → Q je ohodnocovací funkce)

Takto vytvo°ený závislostní strom má p°esn¥ tolik vrchol·, kolik je slov ve v¥t¥ (na rozdíl od sloºkového stromu,
kde slova ve v¥t¥ p°edstavují jen listy). Nedává ale ºádnou informaci o tom, jak byla v¥ta vytvo°ena � zam¥°uje se
£ist¥ na vztahy mezi jednotlivými £leny.

Topologické (lineární) uspo°ádání uzl· m·ºe být °e²eno tak, jak nazna£eno ve formální de�nici, ale m·ºe být
provedeno jen £ist¥ na základ¥ struktury, jak to bylo v p·vodním Tesnièrov¥ popisu (viz obrázek).
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15.3 Vztahy v závislostní syntaxi

Mezi slovy ve v¥t¥ m·ºou existovat dva základní vztahy:

• Závislost (determinace) � jedno slovo n¥jakým zp·sobem (významov¥) ur£uje druhé.

• Slova jsou na stejné úrovni, pak se jedná o koordinaci (n¥kolikanásobný v¥tný £len), apozici (p°ístavek) nebo
parentezi (vsuvku).

Základní závislostní strom zachycuje pouze první z nich, pro ostatní je t°eba vytvo°it speciální formalismus.
Závislost se typicky vyjad°uje hypotaxí (pod°adností) a koordina£ní a podobné vztahy parataxí (sou°adností).

Existují ale i p°íklady, kde je to naopak:

Necho¤ ven, nastydne². (determinace paratakticky), Otec s matkou ²li (koordinace hypotakticky)

Závislost

Vztahy závislosti mezi slovy ve v¥t¥ se formáln¥ vyjad°ují:

• kongruencí � shodou gramatických kategorií

• rekcí � ur£ení gramatických kategorií nad°ízeným £lenem (nap°. sloveso vyºaduje ur£. pád svých dopln¥ní)

• juxtapozicí � p°imykáním (tj. závislý £len se prost¥ nachází poblíº nad°ízeného ve slovosledu)

Závislosti mezi slovy ve v¥t¥ je moºné analyzovat na základ¥ principu redukce: postupn¥ se snaºíme v¥tu redukovat
a vypou²tíme slova, jejichº vynecháním zachováme gramatickou korektnost v¥ty. Slova, která mohou být vypu²t¥na v
libovolném po°adí, na sob¥ nezávisí. Rozli²ujeme dva druhy závislostí:

• endocentrická � je jednozna£né, co závisí na £em, po°adí moºného vypou²t¥ní je jasn¥ dáno

• exocentrická � nelze jednozna£n¥ ur£it, co závisí na £em (nap°. v rámci p°edloºkových skupin, dopln¥ní vyºado-
vaných slovesem)

U exocentrických závislostí se °ídící a závislý £len ur£ují na základ¥ analogií s jinými p°ípady (tj. sloveso je °ídící
£len, i kdyº bez n¥kterých dopln¥ní nem·ºe stát samostatn¥). Funkci a nutnost výskytu jednotlivých závislostí blíºe
popisuje teorie valence.

N¥které závislosti se ve v¥t¥ nedají analyzovat jednozna£n¥, v¥ta má pak více interpretací. Jde zejména o tyto
situace:

• tzv. �PP-attachment� (platí i pro sloºkové stromy, kde existuje více strom· odpovídajícíh stejné v¥t¥) a nejed-
nozna£ná dopln¥ní adjektivem:

P°. �editel banky roku

• vyjád°ení uº²ího nebo voln¥j²ího vztahu v n¥kterých konstrukcích (coº nelze závislostním stromem, na rozdíl od
sloºkového, popsat):

P°. Profesor zjistil, ºe je jeho (hladový algoritmus) nefunk£ní, (Zít°ej²í noviny) ze v£erej²ka

Koordinace

Obrázek 15.2: Formalizace koordinace

Sémantický vztah koordinace (p°i°a¤ování) je druh �zmnoºení�, obsazení jedné v¥tné pozice více £leny. �leny v
tomto p°ípad¥ ozna£ují r·zné entity (v¥tné £leny nebo v¥ty, i spojení v¥tného £lenu s v¥tou), které zastávají stejnou
sémantickou roli. Jsou rovnocenné a samostatné, mají stejnou syntaktickou platnost. Do závislostí jdou jako celek,
mají stejný °ídící £len.

Pod°adné a sou°adné spojky se rozli²ují podle pozice a p°ízvuku:

http://wiki.matfyz.cz.org/wiki/#Valence
http://wiki.matfyz.cz.org/wiki/#Valence
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P°. nebo´ a protoºe se svojí sou°adností / pod°adností li²í podle r·zných, spí² historicky daných kritérií (syntakticky
jediný rozdíl: nebo´ nestojí nikdy na za£. souv¥tí).

Mezi £leny koordinace nastává n¥který z následujících vztah·:

• kopulativní (CONJ � a)

• adverzativní (ADVS � ale)

• disjunktivní (DISJ � nebo)

• grada£ní: stoupá d·leºitost (GRAD � nejen, ale i) � v n¥kterých jiných lingv. tradicích se nerozli²uje

• p°í£iný (REAS � nebo´), d·sledkový (CSQ � a tak)

• oprava (spí²e, lépe), zahrnutí (a to i)

Formalizace koordinace je sloºitá, je nutné p°idat do závislostního stromu �dal²í dimenzi�, nebo vkládat mezi
závislostní hrany hrany �sloºkové�. Petkevi£ (1995) navrhl pro FGD pouºití dvou r·zných typ· stromových hran pro
kaºdý ze vztah·, pop°. v lineárním zápisu dva typy závorek. V²echny hrany jedné koordinace jsou navázány na jeden
závislostní uzel (viz obrázek).

Apozice

Apozice je také zmnoºení, kdy více v¥tných £len· má tutéº syntaktickou platnost. V tomto p°ípad¥ ale v²echny
pojmenovávají jeden referent. Jsou navzájem zam¥nitelné a gramaticky kongruentní. Na existenci apozice se shodne
v¥t²ina popis·, jsou ale r·zná pojetí � nap°. �milauer povaºuje za apozici i výrazy Pan Novák, Prezident Klaus,
kdeºto v PDT je to p°ívlastek. N¥kdy se rozli²uje i zda je výraz odd¥lený £árkou, nebo uvedený v závorkách:

P°. "Ob£. dem. strana (ODS) ...".

Apozici je taky ob£as problém odli²it od koordinace:

P°. "Na²i sousedé, Marie a Milan, ..."

Formáln¥ je moºné ji zachytit stejn¥ jako koordinaci.

Parenteze

Parenteze je vsuvka � v¥ta nebo v¥tný £len, jenº syntakticky nesouvisí s okolím, ale snaºí se up°esnit, o £em se v okolní
v¥t¥ mluví. Typicky se zapisuje v závorkách, p°ípadn¥ odd¥lená £árkou:

P°. Mohl byste, prosím, p°ijít?

N¥které výrazy, jako nap°. prosím, °ekl bych, se povaºují za ustálenou parentezi � de facto jde o £ástice nebo
frazémy.

15.4 Projektivita

Uvaºujeme závislostní stromy s uspo°ádanými vrcholy (nap°. podle slovosledu). Strom nad danou v¥tou je projektivní,
pokud neobsahuje ºádnou neprojektivní závislost, tj. závislost mezi dv¥ma slovy odd¥lenými ve v¥t¥ t°etím slovem,
které (ani nep°ímo) nezávisí na ºádném z nich. Pokud strom takovou závislost obsahuje, nazývá se neprojektivní.

De�nice

Formáln¥ de�nujeme pokrytí uzlu v závislostním strom¥ Cov(u), u ∈ T jako mnoºinu v²ech index· vrchol· (na základ¥
úplného uspo°ádání), do kterých z uzlu u vede (orientovaná) cesta, tedy jsou na uzlu u p°ímo £i nep°ímo závislé. Do
této mnoºiny se po£ítá i samotný uzel u. Pro ko°en platí Cov(r) = {1, . . . |N |}.

�ekneme, ºe pokrytí uzlu Cov(u) = {i1, . . . ik}; i1 < · · · < ik; i1, . . . , ik ∈ {1, . . . , |N |} obsahuje díru, pokud existuje
dvojice index· vrchol· (ij , ij+1) ∈ Cov(u), j ∈ {1, . . . k − 1} taková, ºe ij+1 − ij > 1 (tj. pokrytí uzlu není souvislá
°ada index·).

Potom pokud ve strom¥ existuje uzel, jehoº pokrytí obsahuje díru, nazývá se strom neprojektivní.
Ekvivalentní de�nice projektivity °íká, ºe jsou-li dva uzly u a v spojeny hranou a u leºí nalevo od v (tj. má niº²í

po°adí ve slovosledném uspo°ádání), pak v²echny uzly leºící nalevo od u a napravo od v jsou spojeny s ko°enem cestou,
která prochází jedním z vrchol· u, v.
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Vlastnosti

Neprojektivní v¥ty (tj. v¥ty, jejichº syntaktickou analýzou je neprojektivní strom) jsou v n¥kterých jazycích spí²e
výjimkou (nap°. v angli£tin¥), v £e²tin¥ jsou naprosto b¥ºné:

P°. Karla jsme cht¥li poslat do Francie. Soubor se nepoda°ilo otev°ít.

P°. I saw a man with a dog yesterday which was a yorkshire terrier.

Neprojektivní konstrukce nelze zobrazit souvislým sloºkovým stromem. V závislostním strom¥ to moºné je. Ve
FGD se s neprojektivitou po£ítá na úrovni povrchové syntaxe, ale uº ne na tektogramatické rovin¥. Po°adí uzl· v
tektogramatickém strom¥ totiº neodpovídá po°adí podle slovosledu.

15.5 Valence

Valence je vlastnost lexikálních jednotek (slov), která drºí mnoho závislostních vztah· pohromad¥. Jedná se o schopnost
slov (prototypicky sloves, ale v mnoha teoriích se valence p°iznává i jiným slovním druh·m) vázat na sebe jiná slova,
£ímº vzniká v¥tná struktura. Popisoval ji uº Tesnière a p°ijímají ji v podstat¥ v²echny závislostní teorie. Souvisí s
principem redukce � jednotky, jejichº pozice se díky danému slovu otevírají, povaºujeme za závislé.

Valence se snaºí popsat situaci, která se nám vybaví v souvislosti s daným slovem � zachytit, které sémantické
participanty mají být p°ítomny (termín sémantický participant se nedá dob°e de�novat, ale v²ichni si v praxi p°edstaví
to samé), tedy popsat po£et a povahu argument·, které na sebe slovo váºe.

Valence pomáhá rozli²it nejednozna£nosti v:

• morfologii: Ptala se jeho bratra (Gen. nebo Acc.?)

• syntaxi: Za£ala ho milovat. Nechala ho spát (na £em závisí ho?)

• významech slova: odpovídat na / za / £emu

• sémantice v¥tných £len·: shán¥l se po ... / p°i²el po ...

Je d·leºitá pro zpracování p°irozeného jazyka, hlavn¥ pravidlovými metodami (ve statistických je p°ítomna impli-
citn¥), u£ení se jazyku a lingvistický výzkum.

Pojetí valence se v jednotlivých teoriích li²í. Jde uº o rovinu lingvistického popisu, na které se uvaºuje � pro
FGD je to tektogramatická rovina, ale jiné teorie (n¥mecké, Meaning-Text) zahrnují valenci i do povrchové syntaxe.
Týká se to i druhu vztah·, které jsou do valence zahrnuty � ve FGD valence souhlasí s hranami závislostních strom·,
teorie Meaning-Text chápe jako valenci i nap°. to, ºe adjektivum vyºaduje substantivum, které by rozvíjelo (�pasivní
valence�).

Popisy valen£ních rolí, tj. ohodnocení jednotlivých valen£ních závislostí, se taky zna£n¥ li²í nap°í£ teoriemi. N¥které
pouºívají velice jemné sémantické rozd¥lení (FrameNet), jiné hrub²í (n¥mecké teorie, Case Grammar a podobn¥ i θ-
role v Chomského teorii), jiné pouºívají kombinace syntaktické a sémantické klasi�kace (FGD, Meaning-Text). N¥které
teorie, jako nap°. p·vodní Tesnièrova syntax, nebo z £ásti PropBank/NomBank, dokonce dopln¥ní pouze £íslují.

Mnoho popis· valence se ale shodne na základním rozd¥lení dvou druh· závislostí, a to:

• Aktanty (valen£ní argumenty, vnit°ní dopln¥ní, participanty) � role, které mohou (nebo musí) být pro ur£itý
°ídící prvek obsazeny pouze jednou, navíc je jejich mnoºina pro danou lexikální jednotku typická, tj. dají se
vyjmenovat.

• Volná dopln¥ní (adverbiální modi�kátory, circumstantials) � role, které se mohou opakovat i n¥kolikrát a navíc
ur£ité dopln¥ní se m·ºe vyskytovat s libovolným °ídícím slovem.

Nap°. v Case Grammar se ale takovéto rozd¥lení neprovádí.
Typicky se taky u jednotlivých dopln¥ní rozhoduje o jejich:

• sémantické obligatornosti nebo fakultativnosti � n¥jaké dopln¥ní musí být bu¤ vyjád°eno, nebo známo z kontextu
(pozná se dialogovým testem)

• syntaktické vypustitelnosti nebo nevypustitelnosti � je-li n¥jaké nevypustitelné dopln¥ní nevyjád°ené, v¥ta není
gramaticky korektní

Typicky jsou aktanty obligatorní a volná dopln¥ní fakultativní, ale není to jediný moºný p°ípad:

P°. Jan se chová hezky. (obligatorní, nevypustitelné volné dopln¥ní), vyráb¥t n¥co (z n¥£eho) (fakultativní
aktant)

Tato konkrétní terminologie pochází z FGD, ale podobné koncepty se vyskytují i jinde.
Valenci slov nelze zachytit pravidly, uchovává se ve slovníku. Takový slovník uº zachycuje hodn¥ syntaktických

informací.
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Státnice I3: Syntax bezprost°edních sloºek a

frázové gramatiky

16.1 Frázové gramatiky

Bezprost°ední sloºky

V Americké lingvistice se od 30. let minulého století prosazoval hlavn¥ deskriptivismus, jehoº hlavním p°edstavitelem
byl L. Bloom�eld. V n¥m ²lo hlavn¥ o klasi�kaci a statistický popis distribuce prvk· ve v¥t¥ a jejich vztah·. Na základ¥
distribucí odli²ovali syntaktické

• endocentrické konstrukce, kde výskyt jedné z £ástí samostatn¥ má stejnou distribuci jako celek, a

• exocentrické konstrukce, kde výskyt pouze n¥kterých £ástí není moºný.

V syntaxi se uplat¬uje strukturální p°ístup, konkrétn¥ analýza bezprost°edních sloºek, kdy v¥ta dostává stromovou
strukturu: celá v¥ta se postupn¥ d¥lí na sloºky, p°i£emº vºdy nad°azená sloºka dominuje své pod°ízené (viz níºe). Pro
d¥lení do sloºek ale Bloom�eld spoléhal na intuici a nezavád¥l ºádná pravidla. Navíc p°evaºovala binární kombinace a
dekompozice, takºe bylo trochu sloºité najít závislost a stromy m¥ly hodn¥ �úrovní�.

Frázové stromy

V teorii bezprost°edních sloºek, stejn¥ jako v nejr·zn¥j²ích verzích Chomského transforma£ní gramatiky, je v¥ta re-
prezentovaná frázovým stromem, n¥kdy ozna£ovaným jako frázový ukazatel. Uzly tohoto stromu odpovídají sloºkám
� frázím: kaºdý uzel odpovídá ur£itému souvislému úseku v¥ty. Vztah mezi uzly na vy²²í a niº²í úrovni je dominance
� úsek v¥ty p°íslu²ící sloºce na vy²²í úrovni je sloºením úsek· p°íslu²ících sloºkám na niº²í úrovni. V generativní
gramatice lze takový strom chápat tak, ºe uzel na niº²í úrovni vznikl pouºitím p°episovacího pravidla z uzlu na vy²²í
úrovni.

Formáln¥: frázový neboli sloºkový strom je p¥tice T = 〈N,Q,D, P, L〉 , kde:

• N je mnoºina uzl·,

• Q je mnoºina ohodnocení uzl· (gramatických kategorií),

• D ⊂ N ×N je relace dominance,

• P ⊂ N ×N je relace precedence (ostré £áste£né uspo°ádání, zaru£ující slovosled) a

• L : N → Q je ohodnocovací funkce (p°i°azení gram. kategorií uzl·m)

A navíc platí následující podmínky:

• existuje jediný ko°en stromu (daný relací dominance)

• relace D,P jsou antisymetrické

• strom spl¬uje podmínku projektivity (sloºky se nesmí £áste£n¥ p°ekrývat)

Sloºkový strom lze zapisovat bu¤ jako stromové schéma (viz obrázek, moºná je i varianta s ko°enem naho°e), nebo
pomocí �labeled bracketingu�:

[S [NP [NN John]] [V P [V BZ has] [NP [DT a] [NN book]]]]

Kv·li podmínce projektivity není moºné zobrazit neprojektivní konstrukce, kde by se sloºky £áste£n¥ p°ekrývaly �
docházelo by ke k°íºení frázových hran vzhledem ke slovosledu a ne²lo by nalézt správné uzávorkování. P°íklad:
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Obrázek 16.1: Frázový strom

I saw a man with a dog yesterday, which was a yorkshire terrier. Váno£ní nade²el £as. Soubor se nepoda°ilo
otev°ít.

zápis: strom (obrácený nebo normální) / �labelled bracketing�

16.2 Za£átky Transforma£ní gramatiky

Chomský vycházel z tradice amerického deskriptivismu a frázových gramatik, ale p°idával my²lenku, ºe nesta£í jen
jazykový jev pozorovat a popsat, ºe je t°eba ho vysv¥tlit. Navíc akceptuje staré teorie univerzální gramatiky, tj.
vrozenosti £ásti jazykové kompetence, která je spole£ná pro v²echny jazyky. Idea transformací, uvedená deskriptivistou
Z. Harrisem, byla pro spojení v²ech my²lenek velice vhodná.

Znalostí jazyka je pro Chomského znalost pravidel, pouºitých ke generování gramaticky korektních v¥t. Gramati£-
nost povaºuje za rozhodnutelnou, i kdyº p°iznává, ºe jde o idealizaci. Ve svých výzkumech spoléha na vlastní intuici,
nesoust°edí se na korpusy.

Jako cíl výzkumu nestanovuje poznání mentalních proces· tvorby v¥t, ale to, jak v¥tu tvo°í gramatika. Gramatika
je podle n¥j nástroj, který z kone£né mnoºiny slov generuje nekone£ný jazyk � díky rekurzivit¥ (nap°. nep°ímá °e£,
�pes jitrni£ku seºral� a pod.), o které v¥°il, ºe je spole£ná v²em p°irozeným jazyk·m.

Syntaktické struktury (1957)

V této knize Chomsky popsal první verzi své teorie a její aplikaci na angli£tin¥. P°edstavuje n¥kolik druh· generativních
gramatik (které pozd¥ji shrnul do své slavné hierarchie) a na protip°íkladech ukazuje, ºe ani regulární gramatiky, ani
bezkontextové gramatiky nejsou schopné samy o sob¥ popsat p°irozený jazyk. Bezkontextové gramatiky odpovídají
bezprost°edním sloºkám, ale generativní p°ístup (proti deskriptivnímu) je nový.

Chomsky zavádí transforma£ní generativní gramatiku. Obsahuje bezkontextovou generativní gramatiku, ale navíc
p°idává je²t¥ jeden krok tvorby v¥t � transformace. Spolu s tím se p°idává distinkce dvou úrovní:

• hloubková struktura (vytvá°ená generativní gramatikou)

• povrchová struktura (tvo°ená transformacemi z hloubkové struktury)

Gramatika pak sestává z následujících komponent:

• báze, sestávající z:

� lexicon (seznam slov podle druh· p°íslu²ných neterminál·, nap°. tranzitiva, intranzitiva ...)
� phrase structure rules (soubor pravidel ke generování v¥t, v£etn¥ dopln¥ní terminálních symbol·, S �> VP
NP / nepovinné £ásti, bezkontextová pravidla)

• transformational rules � pravidla nap°. pro aktiv/pasiv, oznamovací v¥tu a otázku atd. Vychází z toho, ºe n¥které
struktury jsou úzce provázané a generativní pravidla pro n¥ by se duplikovala. Obsahují dv¥ pod£ásti:

� Strukturní analýza (na jakou £ást se aplikují)
� Strukturní zm¥na (jak se provád¥jí)

• fonologický komponent � regulární pravidla, p°i°azující zápis·m v¥ty fonetické reprezentace

P°i tvorb¥ v¥t se tedy nejprve pouºijí frázová (báze, vznik kernelové v¥ty) a pak transforma£ní pravidla (transfor-
mace jsou povinné nebo nepovinné, dochází i ke zm¥nám významu).

Chomsky v¥°il, ºe je moºné vyrobit pravidla, jejichº výstup budou korektní (anglické) v¥ty. V této verzi teorie
úpln¥ vynechal sémantiku (z°ejm¥ pod vlivem deskriptivismu), coº kritizovali jeho studenti (J. J. Katz, P. M. Postal).
To vede k dal²ímu vylep²ování.

http://wiki.matfyz.cz.org/wiki/wen:Zellig_Harris
http://wiki.matfyz.cz.org/wiki/wen:Syntactic_structures
http://wiki.matfyz.cz.org/wiki/wen:Transformational_grammar
http://wiki.matfyz.cz.org/wiki/wen:Phrase_structure_rules
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Standardní teorie (1965) a její roz²í°ení v 60.�70. letech

Dal²í verze, tzv. Standard Theory, shrnutá v knize Aspects of the Theory of Syntax obsahuje n¥kolik vylep²ení. Nej-
d·leºit¥j²í z nich je zavedení sémantiky, p°i£emº se tu (poprvé) objevuje odkaz na teorie univerzální gramatiky �
hloubková struktura jako sémanticky interpretovaný základ pro transformace.

Gramatika tu sestává z následujících £ástí:

• Syntaktická komponenta (obsahuje bázi a transforma£ní komponentu)

• Sémantická komponenta (lexikon obsahující sémantické informace a projek£ní pravidla, která p°i°azují syntak-
tickým strom·m interpretaci)

• Fonologická komponenta

Generování v¥t potom vypadá následovn¥:

1. Báze vygeneruje hloubkovou strukturu (pouºívá uº nejenom frázová, ale i transforma£ní pravidla, slovník obsahuje
syntaktické rysy, podle kterých lze transformacemi dopl¬ovat slova za neterminální symboly)

2. Sémantický komponent jí dodá významovou interpretaci

3. Transforma£ní komponenta z hloubkové struktury vytvo°í povrchovou strukturu (transformace v této verzi ne-
mohou m¥nit význam)

4. Fonologická komponenta z ní vytvo°í fonetickou intepretaci

Synonymní v¥ty mají stejnou hloubkovou, ale jinou povrchovou strukturu, homonymní naopak. To odpovídá vztahu
asymetrického dualismu, popisovanému v Praºské ²kole.

I tato verze teorie m¥la problémy, nap°. s v¥tami jako:

�Many men read few books� a �Few books are read by many men�

Kdy ob¥ nemají stejný význam. Stejný problém se v £e²tin¥ ukazuje u aktuálního £len¥ní v¥ty:

�Mnoho lidí £te málo knih� / �Málo knih £te mnoho lidí�

Chomského studenti argumentovali, ºe vybíráme-li význam z hloubkové struktury, pak tato musí být �hlub²í� neº
je tu navrºené. Rozmí²ky okolo podobných problém· vedly k roz²t¥pení teorie. Vznikla tak Generativní sémantika (G.
Lako�, J. McCawley, J. R. Ross), která obsahuje hlub²í hloubkovou strukturu a transformace v ní nemohou m¥nit
význam.

Interpretativní sémantika (roz²í°ená standardní teorie)

Chomského reakce na Generativní sémantiku byla, ºe zachoval stejnou hloubkovou strukturu (dále i d-struktura), ale
sémantická interpretace se provádí nejen z hloubkové, ale i z povrchové struktury. Transformace tak mohou m¥nit
význam. Od·vod¬oval to hlavn¥ distinkcí mezi presupozicí a fokusem, tj. zachycením aktuálního £len¥ní.

X-bar

Obrázek 16.2: X-bar: základní struktura

Na základ¥ výzkumu nominalizací byla jako roz²í°ení standardní teorie uvedena teorie X-bar (podle zna£ení X̄ ,
které se ale £asto zjednodu²ovalo na X ′ ), vycházející z tzv. lexikalistické hypotézy, která tvrdí, ºe nominalizace není
transformací. Naopak identi�kuje univerzální strukturu frází (libovolných typ· � S, PP, NP, VP), díky níº nominalizace
odpovídají v¥tám. Ta má 2-3 patra: �bez pruh·� (nejniº²í), �1 pruh�, �2 pruhy� (nejvy²²í), která obsahují následující
prvky:

• phrase (maximal projection): celá fráze (X ′′ , XP )

http://wiki.matfyz.cz.org/wiki/wen:Aspects_of_the_Theory_of_Syntax
http://wiki.matfyz.cz.org/wiki/wen:Generative_semantics
http://wiki.matfyz.cz.org/wiki/wen:George_Lakoff
http://wiki.matfyz.cz.org/wiki/wen:George_Lakoff
http://wiki.matfyz.cz.org/wiki/wen:James_McCawley
http://wiki.matfyz.cz.org/wiki/wen:John_R._Ross
http://wiki.matfyz.cz.org/wiki/wen:X-bar_theory
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Obrázek 16.3: X-bar: p°episovací pravidla pro základní strukturu

• head: na nejniº²í úrovni, charakteristický prvek fráze (pozd¥ji �governing element�), p°edp., ºe jenom 4 kategorie
slov m·ºou být hlava (N, V, Prep, Adj)

• speci�er: dopln¥k fráze na vy²²í úrovni, pre- nebo post-order (nap°. pro NP je to v angli£tin¥ £len)

• modi�er (adjunct): volný dopln¥k X ′′ / X ′ , m·ºe jich být libovolný po£et, v pre- nebo post-orderu � zp·sobuje
rekurzi

• complement (argument): dopln¥k hlavy na nejniº²í úrovni (povinný, úzký vztah), m·ºe jich být lib. po£et (i
nula), mohou stát p°ed nebo za X

Dv¥ r·zné úrovn¥ pro complement a modi�er jsou vlastn¥ prost°edek k popsání blízkosti vztahu (complement x
modi�er), coº se dá chápat jako p°iblíºení se závislostnímu popisu. Navíc existují n¥které drobné odchylky pro úrove¬
v¥ty a pro PP, celek ale funguje jako univerzální schéma pro celé v¥ty. Kv·li £len·m, p°edloºkám atp. ale vychází dost
sloºit¥.

Podmínky pro transforma£ní pravidla a stopy

Pro omezení síly transformací, které se ukázaly být p°íli² obecné, byly p°idány podmínky na jejich aplikaci � nap°.
omezení jejiho rozsahu, pozd¥ji nazvané bounding, a zavedení traces (stop), coº jsou v p°ípad¥ p°emíst¥ní prvk·
transformacemi prázdné kategorie na p·vodních místech, svázané s p°emíst¥ným prvkem. P°i p°echodu do fonetické
reprezentace se uplat¬ují dal²í pravidla a povrchové �ltry, které £áste£n¥ nahrazují podmínky na transforma£ní pravi-
dla.

Sémantická interpretace nyní probíhá p°ímo z povrchové struktury a to p°es logickou strukturu. Odvození významu
ze samotného povrchu ale nesta£í a je nutné uchovávat dal²í informace, proto byla v první polovin¥ 70. let zavedena
místo povrchové struktury tzv. decorated surface / shallow structure (s-struktura). M·ºe obsahovat nap°. údaje o
tom, ºe �sloveso je tranzitivní�, nebo stopy po transformacích.

16.3 Teorie Principles and Parameters / Government and Binding

Tato teorie, popsaná poprvé v knize Lectures on Government and Binding (1981) se vyvinula ze Standardní teorie b¥-
hem 80. let. Je vedena snahou o lep²í vysv¥tlení jazyka a rozvíjením my²lenek univerzální gramatiky. Chomsky zastával
názor, ºe je vrozená n¥jaká jazyková schopnost, která je lidem spole£ná (principy) a n¥co je nau£ené (parametry) � to
dohromady dává schopnost mluvit mate°ským jazykem.

P°. princip � �slova se dají p°emís´ovat�, parametr � slovosled konkrétního jazyka (constraint)

P°. princip � �v¥ta musí mít subjekt�, parametr � �vyjad°uje se subjekt povinn¥ vºdy?�

Jedním z postulovaných princip· je strukturálnost jazyka. Chomsky dále trvdí, ºe struktura jazyka je práv¥ X-bar.
Základní schéma generování v¥t z·stává stále stejné, s n¥kolika vylep²eními. Mezi základní principy pat°í:

• Theta-role a cases

• Vztahy government, binding, bounding a control

Projection principle a theta-role

Tyto vlastnosti byly do gramatiky p°idány, aby ve výsledku lépe odráºela lexikální vlastnosti jednotlivých slov.
Projection principle ve své podstat¥ tvrdí, ºe ve²keré informace z lexikonu je t°eba zachovávat b¥hem celého genero-

vání. Aº do jeho zavedení byly lexikální informace p°i generování ignorovány. Formáln¥: reprezentace na obou rovinách
spl¬ují subkategorizace lexikálních jednotek, p°i£emº subkategorizace je omezení komplement· podle lexikální realizace
hlavy fráze (nap°. kick vyºaduje NP, think povoluje celé S' (klauzi), discuss taky jen NP) . Pro zachování informací v
povrchové struktu°e se op¥t pouºívá �decorated surface�.

Subkategorizace se vztahují jak na gramatiku, tak na sémantiku, kde se nazývají theta-role (θ-role, tématické role).
Kaºdý argument (komplement) prvku (na kaºdé úrovni) musí mít p°i°azenu (práv¥ jednu) theta-roli; kaºdá theta-role

http://wiki.matfyz.cz.org/wiki/#Command,_government_a_binding
http://wiki.matfyz.cz.org/wiki/wen:Trace_(linguistics)
http://wiki.matfyz.cz.org/wiki/wen:Principles_and_parameters
http://wiki.matfyz.cz.org/wiki/wen:Lectures_on_Government_and_Binding
http://wiki.matfyz.cz.org/wiki/#X-bar
http://wiki.matfyz.cz.org/wiki/wen:Projection_principle
http://wiki.matfyz.cz.org/wiki/wen:Theta_role
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Obrázek 16.4: Schéma generování v¥ty v teorii Government and Binding

Obrázek 16.5: Theta-teorie � heslo v lexikonu

je p°i°azena práv¥ jednomu argumentu (aº na koordinaci). �ekneme, ºe A theta-ozna£uje B , kdyº subkategorizuje
pozici, na které se nachází B (a to m·ºe být bu¤ v rámci fráze, jíº je A hlavou, nebo mimo ni (nap°. sloveso pro
subjekt). Theta-role jsou svým zp·sobem navázání na teorii Cases C. Fillmora, z níº vychází idea pádového �ltru (case
�lter) (kaºdé NP musí mít p°i°azený pád), který Chomský s theta-teorií spojuje.

Heslo v lexikonu tedy obsahuje dva druhy informací � syntaktické (subkategorizace) a sémantické (theta-role), jak
je vid¥t z obrázku.

Command, government a binding

Vztahy command, government a binding spojují fráze je²t¥ dal²ími vztahy, neº je dominance p·vodních bezprost°edních
sloºek, takºe umoº¬ují sloºit¥j²í závislosti. Jejich základem je vztah command, ostatní dva jsou na n¥m postavené.
Tento vztah umoº¬uje spojit i fráze, které na sebe p°ímo nenavazují. Existují dv¥ varianty:

• c-command � A c-commanduje B , kdyº A nedominuje B a kaºdý v¥tvící se uzel nad°ízený A je také
nad°ízený B

• m-command � zmír¬uje podmínku na kaºdou maximální projekci X ′′ .

Vztah government nastává, kdyº:

• A je hlava fráze

• A m-commanduje B

• mezi A a B není ºádná bariéra (zpravidla maximální projekce)

Governující uzel potom ur£uje case (theta-roli) uzl·, které governuje.

P°: Lze nap°. popsat, ºe sloveso �seem� m·ºe být komplementováno slovy �as�, �to be� � a to m·ºe procházet nap°íc
v¥tou.

Z transforma£ní komponenty, tj. z p°esouvání frází a traces byl v nové verzi teorie vytvo°en obecný princip move-α.
Traces zachovávají theta-role (co-indexing) a cíle p°esunu jsou omezené (jen subjekt, pozice adjunktu). Navíc podle
teorie bounding (ohrani£ení) nelze p°esouvat p°es víc neº jeden boundary node (ty jsou r·zné pro r·zné jazyky, v
Angli£tin¥ S, NP):

�the man whoi [S I think [S′ that [S you said [S′ that [S you had seen ei]]]]]� � OK

http://wiki.matfyz.cz.org/wiki/#Cases
http://wiki.matfyz.cz.org/wiki/wen:Charles_Fillmore
http://wiki.matfyz.cz.org/wiki/wen:Government_and_binding_theory
http://wiki.matfyz.cz.org/wiki/wen:c-command
http://wiki.matfyz.cz.org/wiki/wen:m-command
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�the man whoi [S I identi�ed [NPthe dog [S′ whichj [S ej bit ei ]]]]� � nep°ejde p°es NP, tedy nekorektní!

Navíc se aplikuje pádový �ltr, který vy°adí taková NP, které nejsou prázdná a nemají p°i°azenou theta-roli (pád).
Vztah binding popisuje anaforicitu a re�exivitu, ale i nap°. subjekt in�nitivu apod. A binduje B , kdyº:

• A �governuje B

• A,B jsou co-indexovány (tj. odkazují na to samé, jsou v anaforickém vztahu)

Existuje n¥kolik poddruh· tohoto vztahu, na které jsou dal²í restrikce. Na vztahu binding je pak zaloºená teorie
control, která (slovníkov¥) klasi�kuje slovesa, jeº mají závislou in�nitivní klauzi, podle toho, zda vyºadují, aby n¥jaké
jiné jejich dopln¥ní bylo koreferen£ní s podm¥tem in�nitivu.

decide, promise � anaforická relace se subjektem (�John decided to go� = John goes)

persuade � anaforická relace s hl. objektem (�John persuaded Max to go� = Max goes)

16.4 90. léta � Program Minimalismu

V 90. letech si Chomsky uv¥domil, ºe teorie by m¥la nejen vysv¥tlovat, ale zárove¬ být ekonomická. V²echny teoretické
nároky by m¥ly být zachovány, i kdyº se na povrchu neprojevují. P°i²el tedy s novou teorií, která uvaºuje jen dv¥
roviny popisu (interface levels):

• my²lenková doména, proces, objekt (logická forma) � rozhraní mezi jazykem a kognitivní oblastí

• fyzická forma (fonetická interpretace) � rozhraní mezi jazykem a fyzikální akustickou skute£ností

Snaºí se popsat jejich vztahy. Generování by m¥lo mít stejný cíl, tj. schéma teorie by m¥lo být interpretovatelné
stejn¥ jako d°ív:

• Jsou pouºitá generativní pravidla. Znovu jde o generování, soustava �ltr· ztratila d·leºitost � v¥ta se skládá
operacemi merge a move.

• Potom se v tzv. bod¥ spell-out odd¥lí cesty logické a fonetické interpretace � operace provedené do tohoto bodu
jsou viditelné v obou strukturách, pozd¥j²í jsou uº na sob¥ nezávislé.

Nová teorie je dost rozdrobená, navíc nový typ pravidel ve skute£nosti výsledné struktury dost roztahuje. Nové
práce vycházejí v £asopise �Linguistic inquiry�.

16.5 Dal²í teorie s frázovou gramatikou

Cases

Obrázek 16.6: V¥tná struktura v teorii C. Fillmora, nazna£ená je jedna z case phrases s case feature a nominální frází

Tato teorie byla p°edstavena C. Fillmorem v roce 1968 jako reakce na to, ºe Chomsky zanedbává ve své p·vodní
teorii sémantiku. Vycházel z názoru, ºe hloubková struktura má být hlub²í a obsahovat celý význam v¥ty. Je ve své
podstat¥ mnohem bliº²í evropskému závislostnímu p°ístupu, a a£ pouºívá frázovou gramatiku, uvaºuje i o závislostním
p°ístupu:

• struktura v¥ty: bez p°episovacích pravidel, skládá se z modality a propozice

� case: pád, ale jde hlavn¥ o význam, sémantickou funkci (deep case)

P°. agentiv, lokativ (Chicago is windy), instrumentál, objektiv, dativ (John believed ... = experienced a belief)

http://wiki.matfyz.cz.org/wiki/wen:Minimalist_program
http://wiki.matfyz.cz.org/wiki/wen:Case_grammar
http://wiki.matfyz.cz.org/wiki/wen:Charles_J._Fillmore
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• propozice: � jádro v¥ty� � obsahuje sloveso (p°ísudek) a case phrases (tolik, kolik je pot°eba � není binární), není
VP, tedy jde rovnou o sloveso a jeho komplementy, z nichº kaºdý má p°i°azen case

• modalita: negace, modální sloveso, vid, £as

• case phrases: jsou p°ímo vázané na sloveso, obsahují case feature (pádový p°íznak) a NP (které mají stejnou
strukturu jako X-bar, to pro Fillmora nebylo d·leºité)

• case frames: sloty slovesa pro vázání cases (n¥co jako valence), n¥které jsou povinné, n¥které ne

� existují závislosti � n¥kt. cases musí být p°ítomny, kdyº jsou p°ítomny jiné

P°. break ((Ag) Instr) Obj) � je-li agent, je nutný instrument (�John rozbil okno� � rozumí se �n¥£ím�), je-li
instrument, agent není nutný (�V¥tev rozbila okno�)

Lexikáln¥ funk£ní gramatika

Tuto teorii vytvo°ili Joan Bresnanová a Ron Kaplan na p°elomu 70. a 80. let. Zd·raz¬uje funkci lexikonu, v n¥mº
kaºdé slovo má udaný slovní druh, pot°ebné fráze a tématické role (explicitn¥ zd·razn¥no u sloves, ale ostatní sl. druhy
to mohou pouºívat taky). Není zaloºena £ist¥ na frázové struktu°e, nemá transformace a projek£ní princip. Povrchová
a hloubková struktura jsou r·zné:

• sloºková (povrchová) struktura (c-structure): typu X-bar

• funk£ní struktura (f-structure): jiná, z ní se odvozuje význam � p°edpokládá se tu podobnost mezi r·znými
jazyky

Byla ²iroce p°ijata i v Evrop¥, p°inesla první detailní zpracování lexikonu. P°edpokládá, ºe v¥ty generuje mluv£í,
ne gramatika, snaºí se o realistický model � aby se p°iblíºila tomu, co opravdu lidé provád¥jí p°i tvorb¥ v¥t.

Sloºková (povrchová) struktura

Obrázek 16.7: LFG: Sloºková struktura

• p°ejímá X-bar, op¥t fráze a podobná pravidla jako u Chomského.

• exocentrismus: S' (klauze) nemá ºádný °ídící £len, jako °ídící £len této sloºky mohou vystupovat r·zné �funk£ní
°ídící £leny� pro r·zné jazyky

• s kaºdým frázovým pravidlem musí z·stat indikace, jak p°ejít na funk£ní strukturu (tohle bylo u Chomského
dáno projek£ním principem), kaºdé pravidlo má proto funk£ní anotaci (ohodnocení)

• pouºití ²ipek: ↑ � odkazuje na �mate°ský� uzel (nad°ízený) ↓- odkazuje na tento uzel
p°. pro NP: (↑SUBJ)=↓ �subjekt nad°ízeného uzlu je tento�, VP: ↑=↓ � je funk£ním °ídícím uzlem (obsahuje
(n¥jakou) p°ímou funk£ní informaci o nad°ízeném uzlu)� � toto mají v²echny preterminály (tj. t¥sn¥ nad konkr.
slovem � N, P, V)

• lexikon: slouºí k p°enosu funk£ní informace z lex. jednotek do funk£ní struktury spojené se sloºkovou
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Obrázek 16.8: LFG: Funk£ní struktura

Funk£ní struktura a její vlastnosti

• formáln¥: mnoºina dvojic rys/atribut, hodnota

• 3 druhy hodnot: symbol (PRES, SG ...), sémantická forma ('paint((↑SUBJ)(↑OBJ))'), vno°ená f-struktura

• podmínky správnosti � kaºdý atribut má mít max. jednu hodnotu, struktura musí obsahovat v²echny funkce
°ízené predikátem, kaºdá °iditelná funkce musí být °ízena n¥jakým predikátem

• p°echod od sloºkové struktury: kaºdá £ást sloºk. struktury má svoji £ást f-struktury, skládání pomocí uni�kací

P°. [NUM SG] + [PERS 3] = [NUM SG, PERS 3] � OK, [NUM SG] + [NUM PL] nelze

• subkategorizace lexikonu: podle gramatických funkcí (OBJ, SUBJ, ...), ne podle kategorií (NP, PP); predikátov¥-argumentová
struktura (kaºdý argument svázán s gramatickou funkcí, pro daný predikát realizován jen 1x)

• gramatické funkce: staví na Tesnièrov¥ valen£ní teorii � aktanty a volná dopln¥ní

Obrázek 16.9: LFG: Funk£ní struktura � gramatické funkce

• lexikální pravidla: úpravy lex. jednotek (výsledná lex. jednotka m·ºe mít i jinou synt. strukturu), £asto de�nováno
pro celou t°ídu lex. jednotek

P°.: pasiv: (SUBJ) �> 0 / (OBLAG), (OBJ) �> (SUBJ), po aplikaci: (PRED)='eat<(OBLAG),(SUBJ)>'

• Spousta dal²ích detail·, dost podrobné

16.6 Poznámky

• �generativní gramatika� neznamená jen �transforma£ní�, pojem se vztahuje i na Bresnanové teorii, která trans-
formace odmítá

• dal²í trendy: head phrase structure grammar, TAG theory (USA, Joshy, blízké závislostní, ale také frázová
struktura) a dal²í, lokáln¥j²í (n¥co viz PFL012-poznámky)

http://wiki.matfyz.cz.org/wiki/PFL012-pozn�mky
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Státnice I3: Základy obecné lingvistiky

17.1 Typologie jazyk·

• typ jazyka � souhrn rys·, které se navzájem podmi¬ují a dávají mluvnici (gramatice) ur£itý ráz (Skali£ka)

• sou£asná strukturní typologie je zaloºena p°eváºn¥ na morfologii

• deklinace je výkladní sk°í¬í typologie (Sgall)

• pozn.: typy jazyk· jsou um¥lé � kaºdý jazyk se od svého typu odli²uje

� ºádný jazyk není £istý typ, jazyky jsou popsány pomocí soubor· rys· � p°evaºující rysy

Historie

• August Schleicher

� Stammbaumtheorie (1861)

� existuje prajazyk, který se ²t¥pí na nové jazyky

• Wilhelm von Humboldt

� jazyk má vnit°ní formu (v hlav¥ £lov¥ka) a vn¥j²í formu (pouºívání jayzkových prost°edk·)

� jazyk je tvo°ivá síla � pozorujeme pouze výsledek

• Georg von der Gabelentz

� zakladatel typologie

� jazyky se vyvíjejí ve ²roubovici � spirále

∗ izolace → aglutinace → �exe → izolace (vy²²í typ)
∗ s kaºdým vývojovým cyklem se dostanou o úrove¬ vý²

• Vladimír Skali£ka

� strukturní (morfologická) typologie

� morfém � skládá se z elementárních jednotek: séma

matka: matk - a
/ \

ko°en koncovka
| | | |

1 séma N sg f - 3 sémata

D¥lení jazyk·

• star²í d¥lení: analytické a syntetické
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http://en.wikipedia.org/wiki/August_Schleicher
http://wiki.matfyz.cz.org/wiki/wen:Tree_model
http://en.wikipedia.org/wiki/Wilhelm_von_Humboldt
http://en.wikipedia.org/wiki/Georg_von_der_Gabelentz
http://cs.wikipedia.org/wiki/Vladim�r_Skali�ka
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Skali£kovo d¥l¥ní

<ol> <li>izola£ní (analytické)</li>

• angli£nina, francouz²tina, ...

• hlavní rys: obsahují pomocná slova

• dal²í rysy: sklo¬ování, £asování, mnoºství pomocných slov (nutnost podm¥tu ve v¥t¥ � Il pleut. (fr.), It is
raining. (angl.) � Pr²í

<li> aglutina£ní </li>

• ma¤ar²tina, ture£tina, �n²tina, gruzín²tina, baskit²tina

• hlavní rys: obsahují a�xy (pre�x nebo su�x � p°edponu nebo p°íponu)

� kaºdé séma je vyjád°eno vlastním morfémem vs. dom-·m v £e²tine � ·m vyjad°uje 2 sémata najednou:
plurál a dativ

• vokalická harmonie � Praga-ban (v Praze) vs Becs-ben (ve Vídni) � ban se m¥ní v ben kv·li samohlásce v
ko°enu slova

ture£tina d·m: Sg. Pl.
Nom. ev ev-ler
Gen. ev-in ev-ler-in
Dat. ev-e ev-ler-e
Akuz. ev-i ev-ler-i
Lok. ev-de ev-ler-de
Instr ev-den ev-ler-den

<li> �exivní (ohýbací)</li>

• latina, staré indoevropské jayzky, slovanské jayzky

• pravidlo jedné koncovky � kumulace funkcí (viz p°íklad matk-a: a kumuluje 3 sémata)

<li> polysyntetický</li>

• £ín²tina, vietnam²tina, n¥které rysy má i n¥m£ina

• skládání slov � nap°. Haupt-bahn-hof (n¥m.)

• gramatické významy jsou vyjad°ovány lexikálními prost°edky

� nap°. zvlá²tní slova pouºívaná p°i vyjad°ování po£tu v¥cí v £ín²tin¥: t°i knihy -> t°i svazek kniha (£ín.)

<li> intro�exivní</li>

• semitské, £adské, berberské jazyky

• zm¥na hlásek uvnit° slova, typicky kmen je ur£en souhláskami a gramatické informace samohláskami

• arab²tina: k-t-b: kitab(un) � kutub(un) (kniha � knihy)

� prom¥¬ují se samohlásky, souhlásky beze zm¥ny

• n¥m£ina: trinken � tränken, £e²tina: hoch � ho²i

</ol>

P°íklady jednotlivých rys·

• izolace

� £e²tina, ru²tina: budoucí £as nedokonavých sloves
� ru²tina: stup¬ování adjektiv � bolee vaºnyj, najbolee vaºnyj

• aglutinace

� £e²tina: nej-váºn-¥j²-í

• intro�exe

� n¥m£ina: Vater � Väter
� angli£tina: tooth � teeth
� £e²tina: doktor � dokto°i, nízký � niº²í

• polysyntéze

� n¥m£ina: sloºená slova
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Dal²í typy d¥l¥ní jazyk·

• syntaktická typologie

<ol> <li>nominativní vs ergativní jazyk </li>

• ergativní jazyk

� kavkazské jazyky, kam£atské jazyky, baskit²tina

� existence zvlá²tního pádu pro podm¥t tranzitivního slovesa = ergativ

Muº postavil d·m - ergativ
Muº p°ichází - nominativ

<li>slovosled</li>

• SVO, SOV, VSO jazyky

� pravd¥podobnostní pozorování, které zkoumal jiº Jakobson ve 20. letech

� SVO � germánské, románské, slovanské jazyky

� SOV � ture£tina, japon²tina, baskit²tina

� VSO � hebrej²tina, wel²tina

• implikatury (implika£ní zákony) � Jakobson

� má-li jazyk volný slovosled, má pádové koncovky

� má-li jayzk pevný slovosled, má hodn¥ pomocných slov

</ol>

Jazykové univerzálie

• významy termínu typologie:

1. univerzálie � kde se bere univerzálnost jazyka?

2. clusters of properties � svazky spole£ných rys·

3. klasi�kace

� bod 1 a 2 spolu úzce souvisí

• �absolutní� univerzálie

� 2 t°ídy foném· (hlásek) � vokály, konsonanty

• jazykové univerzálie

� racionalismus (Descartes)

∗ karteziánská lingvistika � vrozené ideje

∗ vrozený mechanismus u dít¥te pro produkování v¥t � navazuje generativní gramatika Chomského

� sensualismus (Locke) � £lov¥k je p°i zrození nepopsaný list papíru � tabula rasa

∗ nic není v rozumu, co d°íve nebylo ve smyslech

Hláskosloví

• lingvistika se do 50. let 20. století v¥t²inou zabývala hlavn¥ hláskoslovím

• nové sm¥ry v lingvistice se za£aly zabývat i syntaxí a sémantikou (lingvistickou £i formální)

http://en.wikipedia.org/wiki/Roman_Jakobson
http://en.wikipedia.org/wiki/Ren�_Descartes
http://en.wikipedia.org/wiki/John_Locke
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Obrázek 17.1: Hellwag·v trojúhelník znázor¬uje, jakým zp·sobem jsou samohlásky vyslovovány

Fonetika

• experimentální v¥da, která zkoumá, jak jsou tvo°eny hlásky

• uº ve staré Indii a klasickém �ecku (recitace, hudba); Jan Hus � výslovnost y a i

• p°ístroje na zkoumání zvuku: laryngoskop, rentgen, sonograf, magnetofon

• rozd¥lení hlásek

� samohlásky (vokály)

∗ p°ední, st°ední, zadní; vysoké, st°edové, nízké; zaokrouhlené (viz Hellwag·v trojúhelník)
∗ ústní/nosové, krátké/dlouhé

� souhlásky (konsonanty)

∗ mohou být charakterizovány pomocí ²um·
∗ metody zkoumání ²um·:

1. akustické � zkoumání ²í°ení akustických vln (poslech, fonogram, sonogram, spektrogram);
2. auditivní � sluchový dojem: explozívy, frikativy, sonory
3. artikula£ní
(a) zp·sob tvo°ení � podle existence p°ekáºky, která je v cest¥ výdechového proudu
(b) místo tvo°ení

Fonologie

• zkoumá funkci jazykových hlásek

• foném � komplexní jednotka, která se skládá z distinktivních rys·

� °: d°i (zn¥lé) vs. t°i (nezn¥lé) � jeden foném s r·znými distinktivními rysy

� £e²tina: 35 foném·, z toho 10 samohláskových (�erný)

� varianty 1 fonému v koncové pozici p°ed rázem: snob x snop, Srb x srp

• slabika

� základní (p°irozená) jednotka

� segmentace slov na slabiky: proud-it x pro-ud-it

• suprasegmentální rysy: melodie, intonace, p°ízvuk, mluvní akt

• asimilace zn¥losti: progresivní (shoda jako [schoda]), regresivní ([zhoda, zb¥r], v £e²tin¥ typická)
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Morfologie

• uº²í význam: teorie o tvo°ení tvar·

• ²ir²í význam: zabývá se odvozováním (nových) slov (ve �exivních a aglutina£ních jazycích)

• morfologické kategorie jsou univerzální � jazyky se li²í jejich repertoárem, po£tem jejich £len·

• morfém

1. lexikální � kmen slova matka

2. gramatický � realizace pomocí morfu -ou ve slov¥ matkou � obsahuje 3 sémata

• alomorf � morfonologické podoby kmene: matk/matek/matc/mat£

• slovní druhy � kritéria t°íd¥ní: mofologická, syntaktická, sémantická

� podstatné jméno (substantivum) � sémata: pád (r·zný po£et pád· � arab²tina 3, ma¤ar²tina 17, £e²tina
7), £íslo (jednotné, mnoºné, duál, triál, lexikální vyjád°ení £ísla � £ín²tina), rod

∗ determinace � jazyky se £leny (ur£ité � neur£ité)

� sloveso (verbum)

∗ gramatické kategorie:
· osoba (1.,2.,3., inkluziv, exkluziv, plurál zdvo°ilostní: vykání, onikání, onkání), £íslo, £as (absolutní,
relativní), zp·sob (postoj mluv£ího), rod slovesný (aktívum, pasívum, re�exívum), vid (perfektivní
� dokonavý, imperfektivní � nedokonavý, iterativní)

∗ nejasná hranice meyi tvaroslovím a slovotvorbou pro ur£ité slovesné tvary: slovesná substantiva, gerun-
dium, p°echodník, participia, sloveská adjektiva

� adjektiva � sémata: rod, £íslo, pád

� zájmena � deixe (tento st·l), anafora (odkaz na p°edcházející jméno), katafora (odkaz na následující jméno)

� £íslovky � druhy: základní, °adové, souborové, násobné, neur£ité,...

� p°íslovce � nejsou neohebná, protoºe je m·ºeme stup¬ovat

� citoslovce

• autosémantická (významová) vs. synsémantická (pomocná � spojky, p°edloºky, £leny, £ástice) slova

17.2 Strukturní lingvistika

• heslo (strukturalismus) na Wikipedii

• navazuje na mladogramatickou ²kolu (taky Lipská ²kola, mnoho historických gramatik indoevropských jazyk·,
asociativní psychologie, fyziologické zm¥ny mezi jazyky � hláskový zákon)

� H. Paul, H. Ostho�, B. Delbrück, A Leskien, H. Bopp, J. Grimm, K. Brugmann

• �enevská ²kola � Ferdinand de Saussure

� p°edch·dci: H. Schuchard � historie slov a v¥cí, K. Vossler � jazyk � nástroj ducha, kaza¬ská ²kola �
foném proti pojmu hláska, moskevská ²kola � zavedení pojmu gramatická kategorie

• hlavní rysy:

1. vid¥t systém a systémové souvislosti

2. synchronní pohled na jazyk

3. formalizace popisu jazyka (metod popisu)

• roviny jazyka: langue (jazyk) � parole (mluva) � langage (°e£)

• sémiologie � relativní arbitrárnost znaku

ozna£ující - ozna£ované - hodnota
signifiant - signifié - valeur

http://cs.wikipedia.org/wiki/Strukturalismus
http://en.wikipedia.org/wiki/Ferdinand_de_Saussure
http://cs.wikipedia.org/wiki/Diachronn�_a_synchronn�
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Strukturní ²koly

Americká strukturální ²kola

• deskriptivní � úkol fakta registrovat, klasi�kovat a popsat � ne kauzální souvislosti

• L. Bloom�eld, C. Hockett, Z. Harris

• jazyk (gramatika) má 3 hlavní systémy: fonologický, morfologický a jejich spojení mor(fo)fonologický

• zkoumání jev· pomocí distribuce, komplementární distribuce a souvýskytu (co-occurrence)

• endocentrické konstrukce vs. exocentrické konstrukce

• syntax � bezprost°ední sloºky, pozd¥ji frázová gramatika (Chomsky)

Koda¬ská strukturní ²kola

• Louis Hjelmslev

• glosématika � glossém: základní jednotka jazyka

• jazyk � sí´ abstraktních vztah·, deduktivní systém p°edpoklad· a z nich vyvoditelných teorém·; lingvistická
algebra

• sémiotika:

1. vztah znaku k jiným znak·m

2. vztah znaku k tomu, co ozna£uje

3. reakce interpertátora (mluv£ího, poslucha£e) na znaky

• funkce � je základem analýzy jazyka

� konstanta: funktiv, jehoº p°ítomnost je nutná, aby se realizovala funkce

� prom¥nná: funktiv, jehoº p°ítomnost není nutná

� zm¥na v plánu výrazu vyvolá zm¥nu v plánu obsahu

� základní vztahy: determinace (a → b � nap°. adjektivum p°edpokládá substantivum), interdependance (a
↔ b � V ↔ Obj), konstelace (a V b � vzájemn¥ se nep°edpokládají)

• místo pojm· ozna£ující a ozna£ované pouºívá výrazy plán výrazu a plán obsahu

Praºská lingvistická ²kola

Obrázek 17.2: Roviny jazykového popisu FGD (Funk£ní generativní popis): základní jednotky rovin jsou zna£eny ºlut¥
a sloºené £erven¥

• Praºský lingvistický krouºek (PLK)

� Roman Jakobson, Nikolaj Trubeckoj, Sergej Karcevskij

• hlavní rysy PLK:

http://wiki.matfyz.cz.org/wiki/wen:Leonard_Bloomfield
http://wiki.matfyz.cz.org/wiki/wen:Charles_Hockett
http://wiki.matfyz.cz.org/wiki/wen:Zelig_Harris
http://en.wikipedia.org/wiki/Hjelmslev
http://en.wikipedia.org/wiki/Pra�sk�_lingvistick�_krou�ek
http://en.wikipedia.org/wiki/Roman_Jakobson
http://en.wikipedia.org/wiki/Nikolai_Trubetzkoy
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1. funkcionalismus � r·zné pouºití pojmu funkce (ve smyslu �ú£el�, tj. teleologicky)

(a) p°echod od komunikativních (spole£ných dorozumívacích) pot°eb k jejich jazykovému vyjád°ení
(b) externí funkce jazyka � pragmatika; triáda Darstellung, Ausdruck, Appell (K. Bühler)
(c) funkce jednotlivých jazykových prost°edk· ( funkce skládání a reprezentace � vztah formy a funkce �

asymetrický dualismus) � interní jazyková funkce
(d) funk£ní v¥tná perspektiva � aktuální v¥tné £len¥ní (£len¥ní na téma/základ/topic a ráma/jádro/focus)
(e) funk£ní výklad jazykového vývoje � analogie, rovnováha jazykového systému

2. funk£ní onomatologie a syntax (pojmenování a usouvztaºn¥ní) � Vilém Mathesius

3. pojem funk£ní styl (jazykový styl) � sd¥lovací, administrativní, publicistický, odborný, um¥lecký... (Havrá-
nek); synonymie mezi slovy r·zných styl·: k·¬ � o°, hrob � rov

4. roviny jazykového popisu � vztah skládání (p°echod od men²í jednotky k v¥t²í v rámci jedné roviny;
zde zna£íme →), vztah reprezentace (vztah formy a funkce � jsou to dv¥ stránky znaku, p°echod mezi
rovinami; zde zna£íme ⇒)

� fonologická: distinktivní rys → foném; foném ⇒ morfoném
� morfofonologická: morfoném → morf; morf ⇒ morfém
� morfologická: séma → morfém, séma → formém; formém ⇒ tagmém
� rovina v¥tných £len·: v¥tný £len (tagmém) → v¥ta; tagmém ⇒ sémantém
� tektogramatická rovina: sémantém → propozice;

5. fonologie, morfologie � systém binárních opozic (pojmy p°íznakový/nep°íznakový, primární/sekundární)

6. pragmatika (dopad jazyka na mluv£ího) � Jakobson: obecný význam, shiftery (já, dnes, zítra)

7. popis ruského pádového systému pomocí binárních opozic (Jakobson)

P°ínos strukturalismu (vzhledem k p°edchozím ²kolám)

1. vidí v jazyce systém, strukturu se svébytnými systémovými vztahy

2. d·raz na synchronii; i diachronii vykládá strukturn¥ a systémov¥

3. jazyk je znakový (sémiotický, sémiologický) systém � spojení ozna£ujícího a ozna£ovaného pomocí hodnoty

4. jazyk je £istá forma (arbitrárnost znak·)

5. rozli²ení jazyka a mluvy � dohromady tvo°í °e£

6. jazyk je systém v pohybu

17.3 Poznámky

http://de.wikipedia.org/wiki/Karl_B�hler
http://cs.wikipedia.org/wiki/Vil%C3%A9m_Mathesius
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Kapitola 18

Státnice I3: Funk£ní generativní popis

18.1 Úvod

Teorii za£al vyvíjet P. Sgall na FF UK na za£. 60. let, inspirovaný Chomského teorií a motivovaný strojovým p°ekladem.
Vycházel ale p°itom z tradic Praºského lingvistického krouºku a strukturalismu � centrem je tedy jazykový systém
(langue), klade se d·raz na explicitní formalizaci a celé je to zaloºeno na syntaxi.

Zákl. koncepce

Základní rysy teorie jsou:

• Závislostní p°ístup, valence (sloves a i dal²ích slovních druh·) (J. Panevová)

• Strati�kace (rozloºení popisu na jednotlivé roviny podle úrovn¥ abstrakce)

• Vztah formy a funkce (jedna forma má více funkcí na vy²²ích rovinách, jedna funkce více forem na niº²ích
(asymetrický dualismus))

• Jazykový význam (vylou£ení kognitivního obsahu z popisu; rozli²ení vícezna£nosti a zachování vágnosti)

• Aktuální £len¥ní jako sou£ást významu (P. Sgall, E. Haji£ová)

Generování

P·vodní koncepce vychází z p°edstavy, ºe generování (tvorba v¥t na základ¥ významového popisu) bude jednodu²²í
neº analýza. V p·vodní verzi bylo generování rozd¥lené na dv¥ hlavní fáze:

• Generativní sloºka � vymezovala (v p·vodní verzi pomocí p°episovacích pravidel frázové gramatiky a sloºkových
strom·, které ale m¥ly indikaci sm¥ru a typu závislostí) správné zápisy v¥t na tektogramatické rovin¥

• P°ekladové sloºky � p°epis na niº²í úrovn¥ aº do b¥ºného textu (formáln¥ 4 zásobníkové automaty a jeden
regulární)

Kv·li frázovým strom·m se generoval jen jeden druh slovosledu apod. V pozd¥j²ích verzích byly frázové stromy
upraveny na závislostní. Skute£n¥ existovala v 70. � 80. letech implementace, která generovala korektní £eské v¥ty, ale
dodnes se nedochovala.

18.2 Roviny popisu

Popis jazyka se tu uskute£¬uje na n¥kolika rovinách abstrakce, od lineárního proudu hlásek po samotný význam. Na
kaºdé rovin¥ je ale reprezentovaná celá v¥ta � v niº²ích lineární strukturou, na vy²²ích závislostním stromem.

• forma, funkce � niº²í rovina je formou vy²²í roviny (vztah reprezentace), základní jednotky na jedné rovin¥ tvo°í
komplexní (kompozice)

Teorie FGD obsahuje tyto roviny popisu (od nejvy²²í k nejniº²í, hlavn¥ v niº²ích úrovních není po£et ustálený):

• tektogramatická (hloubková syntax, rovina jazykovéhyo významu)

• povrchová syntax (od 90. let Sgall zpochybnil její nutnost, v komputa£ní lingvistice se z praktických d·vod·
stále pouºívá)

• morfematická (morfologická)
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http://wiki.matfyz.cz.org/wiki/wcs:Petr_Sgall
http://wiki.matfyz.cz.org/wiki/wcs:Pra�sk�_lingvistick�_krou�ek
http://wiki.matfyz.cz.org/wiki/#Valence
http://wiki.matfyz.cz.org/wiki/wcs:Jarmila_Panevov�
http://wiki.matfyz.cz.org/wiki/#Roviny_popisu
http://wiki.matfyz.cz.org/wiki/#Jazykov�_v�znam
http://wiki.matfyz.cz.org/wiki/#Aktu�ln�_�len�n�
http://wiki.matfyz.cz.org/wiki/wcs:Eva_Haji�ov�
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Obrázek 18.1: Roviny popisu FGD: základní jednotky rovin jsou zna£eny ºlut¥ a sloºené £erven¥

• morfonologická

• fonologická / fonetická

Platí, ºe niº²í rovina je formou vy²²í roviny a vy²²í rovina funkcí niº²í (vztah reprezentace). Na kaºdé rovin¥ existují
základní jednotky popisu, které dávají dohromady sloºit¥j²í (vztah kompozice). Sloºit¥j²í jednotky pak zpravidla slouºí
jako základní na vy²²í rovin¥.

Tektogramatická rovina musí obsahovat v²echnu významovou informaci, b¥hem p°evodu na niº²í roviny se ºádná
uº nedodává. Základní jednotkou (uzly stromu) jsou sémantémy, celek se nazývá propozice. Ohodnocení sémantém·
sestává z komplexního symbolu, lineární °azení jde podle �hloubkového slovosledu� � dynamiky výpov¥di (aktuálního
£len¥ní). Komplexní symbol sestává z následujících informací:

• lexikální informace � m¥la by obsahovat ne povrchový lexém, ale tektogramatický � synonyma by m¥la být
ztotoºn¥ná, slovesná podstatná jména zahrnuta pod slovesa atd. (ale v PDT to tak úpln¥ není)

• morfologická informace � jde taky o význam: mluvím o jednom, nebo více objektech? kdy se odehrává d¥j? (jen
kdyº si mluv£í vybírá, nap°. kongruence nás nezajímá)

• syntaktická informace � pomocí funktoru vyjad°uje vztah rodi£e a dít¥te ve stromu (ACT, PAT ... atd.)

V¥tn¥£lenská rovina pracuje s tagmémy (v¥tnými £leny), jejich kompozicí vzniká v¥ta. Na morfologické rovin¥ se z
jednotlivých sémat (Sg., Nom., Fem. apod.) skládají jednak morfémy, odpovídající morf·m na morfonologické rovin¥
a jednak formémy (nap°. slova, p°edloºkové vazby apod.), které odpovídají tagmém·m. Morfémy se d¥lí na lexikální
(kmeny, odvozovací p°edpony a p°ípony) a gramatické (ty vyjad°ují zpravidla více sémat).

Fonému z fonetické roviny odpovídá morfoném (tj. v²echny alofony v daném míst¥ daného morfému). Krom¥ °et¥z·
morfoném· � morf· � obsahuje morfonologická rovina i nástroje pro zachycení suprasegmentálních jev· (p°ízvukový
takt, v¥ta � intonace). Fonémy se skládají na fonologické/fonetické rovin¥ z distinktivních rys·. Fonetická rovina
se £asto z popisu vynechává (n¥kdy zas se naopak ponechává a vynechává se morfonologická), lze taky nahradit
fonologickou a fonetickou rovinu rovinou grafématickou.

18.3 Jazykový význam

Pro popis na tektogramatické rovin¥ ve FGD se ost°e odli²uje jazykový význam od my²lenkového obsahu (kognitivního
obsahu, primárn¥ nejazykového), tj. popisujeme jen to, co je obsaºeno v jazyce � strukturu speci�ckou pro daný jazyk,
v£etn¥ pragmatických rys· (indexy), ale zbavenou synonymie, homonymie a dal²ích nepravidelností. Uº Saussure
ozna£oval význam za �formu obsahu�. Rozli²uje se vícezna£nost, naopak zachovává se vágnost.

Význam je neformáln¥ to, co je viditelné p°ímo z formy vyjád°ení, obsah uº jsou vyvozované výroky (v praxi je to
£asto hor²í odli²it).

I pro rozli²ení vícezna£ností je n¥kdy t°eba v¥cných znalostí:

P°. Chytil tlou²t¥ na vi²ni. � musíme v¥d¥t, ºe nesed¥l na vi²ni, ale ºe jde o návnadu

Po°ád se ale jedná o vícezna£nost, protoºe jde ale o jazykový fenomén (homonymie dvou r·zných dopln¥ní).
Význam je vázaný na syntaktické i lexikální elementy:

P°. wash = mýt / prát, go = jít / jet � v angli£tin¥ to skute£n¥ je jeden význam toho slova, není tam dvojzna£né

P°. fingers / toes = prsty � totéº v £e²tin¥ (prsty jsou to v²echny, musí být blíºe speci�kovány rozvitím nebo
kontextem)

http://wiki.matfyz.cz.org/wiki/#Aktu�ln�_�len�n�
http://wiki.matfyz.cz.org/wiki/#Aktu�ln�_�len�n�


18.4. VALENCE 103

Totéº platí nap°. o kategorii vidu, která se nekryje p°esn¥ s jinými vyjád°eními (£asy v angli£tin¥, lexikální pro-
st°edky v n¥m£in¥ apod). Jiné podobné fenomény jsou nap°. odli²ení duálu nebo rozli²ení osob �my v£etn¥ tebe� a
�my krom¥ tebe� v n¥kterých jazycích.

Vágnost je naopak vlastní významovým jednotkám kaºdého jazyka, vlastností významu je být vágní. Její rozli²ení
uº není p°edm¥tem jazyka (a tedy popisu ve FGD), ale my²lenkového obsahu:

P°. Francouzi nejedí polévku. � ºe jde o �typické Francouze�, v¥ta neudává

P°. D¥ti dostaly dárky. � ne°íká se, kolik dárk· dostalo které dít¥

Vágní jsou i rela£ní adjektiva � ²vestkové / bramborové knedlíky � nebo p°echodníky. Vágnost je i v £asové
souslednosti v¥t v £e²tin¥:

P°. Od té doby, co matka zem°ela, bylo nám stále h·°. � ne°íká se, jaký je vztah dvou v¥t, ale dá se pochopit,
ºe následný

V¥t²ina vágních konstrukcí lze pochopit z kontextu nebo �vyrozum¥t� vyvozováním d·sledk·.
Z podobných d·vod·, jako se omezujeme na význam, se u ur£ování funktor· ACT a PAT omezujeme na syntaktické

kritérium (viz dále) � £asto je jejich detailní sémantika totiº vágní a lze pouze �vyrozum¥t� z okolí.

P°. Otec otev°el dve°e. Klí£ otev°el dve°e. Vítr otev°el dve°e. � toto m·ºeme povaºovat za vágnost

18.4 Valence

Ve FGD je valence zkoumána uº od po£átku. Úzce se týká významu slov, proto se °adí na tektogramatickou rovinu.
Dotýká se ale i niº²ích vrstev, protoºe valen£ní dopln¥ní mohou vyºadovat konkrétní formu.

Kaºdý autosémantický slovní druh je charakterizován valencí (frame-bearing words), primárn¥ se jedná o slovesa,
ale valenci lze nalézt i u substantiv, adjektiv, a adverbií.

P°: zájem o co, bratr koho, p°ed¥laný z £eho na co, kolmý na co, blízko £eho

Pro slovesa je ov²em teorie nejpropracovan¥j²í, nejp°esn¥j²í. V jiných teoriích se mluví i o valenci p°edloºek, ale ve
FGD to nemáme � to, ºe p°edloºka dává pád substantivu, povaºujeme za morfologický jev (rekci).

Dopln¥ní

Ve FGD se valen£ní dopln¥ní d¥lí na obligatorní a fakultativní � obligatorní musí být (na tektogramatickérovin¥)
vºdy p°ítomna, abychom m¥li sémanticky úplný a srozumitelný zápis (nemusí být ale vyjád°ena). Jejich p°ítomnost
se prokazuje dialogovým testem:

P°. A: Moji p°átelé p°ijeli. B: Odkud? A: Nevím. � OK, B: Kam? A:*Nevím. � nelze, proto ur£ení kam je
obligatorní

N¥která dopln¥ní jsou syntakticky nevypustitelná (tj. musí být vºdy vyjád°ená), jiná jsou vypustitelná.
Dále se dopln¥ní d¥lí na aktanty a volná dopln¥ní. Ve FGD se do valen£ního rámce n¥jakého slova zapisují v²echny

aktanty (v£. fakultativních) a obligatorní volná dopln¥ní (nap°. pro slovesa p°ijít, chovat se).

Pojetí aktant· u sloves ve FGD

Ve FGD Máme 5 aktant·, de�novaných spí²e syntakticky � ACT a PAT tém¥° výhradn¥, ostatní (EFF, ORIG, ADDR)
£áste£n¥ sémanticky. Kv·li svému spí²e syntaktickému ur£ení mají ACT a PAT hodn¥ sémantických funkcí.

Jde o kompromis mezi hodn¥ sémantickým p°ístupem, jako má nap°. FrameNet C. Fillmorea (dopln¥ní jsou dnes
pro kaºdou typizovanou skupinu sloves jiná, hodn¥ detailní), a hodn¥ syntaktickým, jako obsahuje PropBank (aktanty
jsou £íslované a £íslování speci�cké pro kaºdé slovo). Syntaktický p°ístup k valenci prosazoval uº Tesnière, z n¥j FGD
vychází � nap°. akademická mluvnice £e²tiny (Dane²) razí naproti tomu sémantický p°ístup.

U aktant· se ve FGD uplat¬uje princip posouvání:

• první aktant je vºdy ACT

• druhý vºdy PAT

• t°etí je ADDR, ORIG nebo EFF

� kdyº nelze rozhodnout sémanticky, je to EFF

P°.: Petr(ACT) vyrostl z chlapce(ORIG) v mladého muºe(PAT!)

http://wiki.matfyz.cz.org/wiki/#Pojet�_aktant�_u_sloves_ve_FGD
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Z�vislostn�_syntax#Valence
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Z�vislostn�_syntax#Valence
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P°.: The janitor(ACT) opened the door(PAT) with a key(MEANS). A key(ACT) opened the door(PAT). The
door(ACT) opened.

EFF má primární význam �výsledek d¥je�, nebo �vlastnost p°i°azovaná patiensu� (vypráv¥l o nich, ºe...).
ADDR a ORIG jsou sémanticky homogenní, skoro jako volná dopln¥ní. ADDR p°edstavuje p°íjemce informace nebo
p°edm¥tu (i odebrání). ORIG zna£í látku p·vodu, p·vodce p°edm¥tu nebo informace p°i vým¥n¥:

P°.: D·m je z kamene(PAT!). Vyrobil n¥co z n¥£eho(ORIG). Dozv¥d¥t se n¥co(PAT) od n¥koho(ORIG)

ADDR a ORIG se jen málokdy dají dob°e zkombinovat, ale existují i slovesa, kde je v²ech p¥t aktant· moºných:

P°.: Maminka(ACT) p°ed¥lala d¥tem(ADDR) loutku(PAT) z ka²párka(ORIG) na £erta(EFF).

Valen£ní informace ve slovníku

Valen£ní informace se uchovávají ve slovníku. Typicky pat°í valen£ní rámec k jednomu významu slova ((základní)
lexikální jednotce), proto jeden lexém (soubor v²ech význam· a forem p°íslu²ných jednomu základnímu tvaru �
lemmatu) m·ºe obsahovat n¥kolik rámc·.

Valen£ní slovník by se m¥l d¥lat z dat a ru£n¥. Ukazuje se, ºe malý po£et sloves pokryje velkou £ást korpusu, jen
málo slov má v¥t²í po£et lex. jednotek. Zárove¬ se r·zná slovesa chovají r·zn¥ a mají r·zné rámce, i kdyº popisují
úpln¥ stejnou sémantickou situaci; umoº¬ují vyjád°it r·zné participanty.

V teorii FGD jsou zpracované slovníky PDT-VALLEX (pro Praºský závislostní korpus, jejº pokrývá) a VALLEX
(ten se snaºí o komplexní popis v²ech význam· slov, slovesa jsou vybrána na základ¥ frekvence v �eském národním
korpusu).

Valence substantiv a adjektiv

V²echna valen£ní dopln¥ní substantiv a adjektiv bývají vypustitelná. Li²í se podle toho, zda se jedná o primární nebo
deverbativní substantiva nebo adjektiva.

Primární substantiva

Rozli²ují se následující dopln¥ní:

• Partitiv/materiál (aktant) � mnoºství/skupina (dvojice, balení, sada), kontejner (sklenice, pytlík, tisíc)

• P°ínáleºitost (volné, u rela£ních substantiv (otec, p°íbuzný, nad°ízený) aktant) � p°íbuzenský vztah, vztah
£ásti a celku (st°echa domu), nositel vlastnosti (míra £eho, délka £eho, £í up°ímnost), vlastnictví, p°íná-
leºení (klí£ od)

• Identita (volné) � metajazykové výrazy (agentura Reuters, pojem £asu), i dal²í (nápis Ob¥tem války)

• Autor (volné)

• P°ívlastek restriktivní (volné)

• P°ívlastek deskriptivní (volné)

Deverbativní substantiva

Pro valen£ní chování je d·leºitý typ derivace, jakým vznikly:

• syntaktická derivace � £ist¥ syntaktický prost°edek: d¥lání, pokrytí. Je tu vid¥t p·vodní valence, ale £asto
dochází k abstrakci (nevyjád°ení n¥kterých p·vodn¥ povinných aktant·)

• lexikální derivace � vznik ze sloves (základové slovo), ale sémanticky jde skute£n¥ o substantiva: letec, leti²t¥.
Substantivum samo vyjad°uje jeden z participant d¥je � toto dopln¥ní mizí (zabudování pozice), ostatní jsou
p°ípustná, ale £asto taktéº nevyjád°ená, dochází k uvoln¥ní vazeb, £asto n¥která dopln¥ní ani vyjád°it nelze (zní
to divn¥).

Nejde o vyhran¥né d¥lení, spí²e ²kálu, p°echod � je i spousta p°ípad· �mezi� (dar, let � �²iroce d¥jová jména�).
P°i konverzích ze sloves dochází ke zm¥nám morfologického vyjád°ení, strukturní pády (Nom., Acc.) se primárn¥

m¥ní na genitiv:

P°. vyráb¥t n¥co -> výroba £eho

To ukazuje, ºe moºnost vyjad°ovat dopln¥ní je u substantiv omezen¥j²í (genitivy se typicky nesmí opakovat).
Nestrukturní pády (zejména Dat., Ins., ale i Gen., p°edloºkové pády, in�nitiv) v¥t²inou z·stávají, adverbia se m¥ní
typicky na adjektiva. Nepravidelnosti ale existují:

P°. zájem o n¥co / na n¥£em, strachovat se £eho -> strach z £eho
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Primární adjektiva

Mají stejný repertoár moºných dopln¥ní jako slovesa, navíc komparativ má neº a superlativ z koho/£eho. V teorii
se zde uº nepo£ítá s posouváním, ADDR, PAT se rozli²uje sémanticky. V¥t²ina adjektiv má jen jedno dopln¥ní, jen
výjimky více (nápadný £ím komu, vd¥£ný komu za co). Prototypicky se nevyskytuje ACT.

Deverbativní adjektiva

Sloveso se m¥ní na adjektivum, které rozvíjí jedno z p·vodních valen£ních dopln¥ní. Zachovávají rámec sloves aº na
jeden aktant, který je obsazený rozvíjeným substantivem. Povrchov¥ jsou v²echna dopln¥ní vypustitelná.

P°.: nap°. [kdo] omezí [co na co] -> *kdo* omezený [kým na co]

Adverbia

Mají valen£ní chování, ale nikdo ho zatím podrobn¥ nestudoval.

P°: kolmo na co, vedle £eho, blízko £eho

18.5 Aktuální £len¥ní ve FGD

Aktuální £len¥ní je ve FGD popisováno uº od první verze. Navazuje tak na tradici strukturalismu a Praºského lingvis-
tického krouºku, zejména práce Viléma Mathesia a Jana Firbase.

De�nice

V r·zných teoriích najdeme r·znou terminologii, n¥kdy se termíny kryjí p°esn¥, n¥kdy ne docela. Informa£ní struktura
v¥ty je totéº co aktuální £len¥ní v¥ty (p·vodní termín od Mathesia), anglicky topic-focus articulation (podle ÚFALu,
P. Sgalla a dal²ích), nebo functional sentence perspective (podle Brn¥nské ²koly, J. Firbase a dal²ích). Jde o d¥lení
v¥ty na:

• základ, východisko, téma v¥ty nebo topic, tj. to, o £em se ve v¥t¥ mluví (známá informace).

• jádro, ohnisko', réma nebo focus, tj. to, co se ve v¥t¥ °íká nového o známé informaci.

V praºském moderním p°ístupu se pouºívá spí² anglických výraz· topic, focus a topic-focus articulation, protoºe
p·vodní £eské jsou zatíºeny nep°esnostmi.

Vyjád°ení aktuálního £len¥ní

Informa£ní strukturu lze vyjád°it r·znými prost°edky, v £e²tin¥ hlavn¥ slovosledem a intonací � intonace je velmi
d·leºitá, i kdyº máme volný slovosled (a intonace má i dal²í funkce). V angli£tin¥ nap°. je intonace kv·li pevnému
slovosledu je²t¥ d·leºit¥j²í.

P°.: John gave me a letter. I met him [in a bookshop] [yesterday]. � jestli je focus yesterday nebo in a
bookshop, poznáme jen podle intonace.

P°.: Nejdraº²í je Audi. / Audi je nejdraº²í. � p°i normální intonaci je focus na konci, proto první v¥ta odpo-
vídá situaci, kdy mluvím o cenách voz·, kdeºto druhá p°ipadá hovoru o autech a jejich vlastnostech.

V £e²tin¥ m·ºeme topic-focus articulation rozli²it nap°. i pouºitím krátkého nebo dlouhého tvaru zájmene (ve
focusu budou spí²e dlouhé tvary, dlouhé tvary zájmen se ale vyuºívají i pro vyjád°ení kontrastu v rámci topicu).

P°.: Dej mi tu kníºku. / Tu kníºku dej mn¥.

V angli£tin¥ se dá informa£ní struktura vyjád°it i pouºitím ur£itého nebo neur£itého £lenu.

P°.: A disabled man limped inside. / The disabled man limped inside. � v prvním p°ípad¥ je invalida ve
focusu, v druhém v topicu

M·ºeme pouºít ale i r·zné £ástice (focalizers, rematizátory, p°itahující v¥tný p°ízvuk) nebo speciální syntaktickou
konstrukci, tzv. vytýkací (to bývá £ast¥j²í v angli£tin¥).

P°.: Teprve Jeník dokázal draka porazit. � Jeník je díky £ástici teprve ve focusu.

P°.: Bill introduced John only to SUE. / Bill introduced only JOHN to Sue. / Bill only INTRODUCED John
to Sue. / Only BILL introduced John to Sue. � rematizátor m¥ní focus

P°.: Byla to vich°ice, co ho zni£ilo. � vytýkací konstrukce, ve focusu je vich°ice.

http://wiki.matfyz.cz.org/wiki/Informa�n�_struktura_v�ty
http://wiki.matfyz.cz.org/wiki/wcs:Vil�m_Mathesius
http://wiki.matfyz.cz.org/wiki/wcs:Jan_Firbas
http://wiki.matfyz.cz.org/wiki/#Kontrastivn.C3.AD_zapojen.C3.AD
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Aktuální £len¥ní a význam

Aktuální £len¥ní úzce souvisí s funkcí sd¥lení, projevuje se ale r·znými formami (povrchovými strukturami v¥ty); jedna
forma m·ºe vyjad°ovat naopak více r·zných aktuálních £len¥ní, a£ to není tak £asté:

P°.: "Why do we dress boys in blue and girls in red?""Because they can't dress themselves."

Aktuální £len¥ní pat°í do popisu významové stavby v¥ty, v praºském popisu na tektogramatickou rovinu, protoºe
jeho zm¥na m·ºe zm¥nit význam celé v¥ty, kdyº dojde ke zm¥n¥ presupozice � nutn¥ p°edpokládané skute£nosti, aby
m¥la v¥ta smysl:

P°.: The king of France didn't visit the exhibition. / The exhibition was not visited by the king of
France. � první varianta presuponuje existenci výstavy i krále, kdeºto pro druhou nemusí francouzský král exis-
tovat.

P°.: Aspo¬ dva jazyky zná v této místnosti kaºdý. / Kaºdý v této místnosti zná aspo¬ dva jazyky. �
První v¥ta presuponuje dva stejné jazyky, ale druhá uº ne.

Aktuálním £len¥ním lze také m¥nit dosah negace (scope of negation) (negace m·ºe být bu¤ v základu, nebo v
jád°e � potom se vztahuje na p°ísudek jen tehdy, je-li ten také v jád°e):

P°. (1): Moje sestra nehubovala bratra kv·li ²patné známce= nehubovala v·bec / hubovala n¥koho jiného
/ hubovala bratra kv·li n¥£emu jinému. � moje sestra nem·ºe být dot£eno negací, která je v jádru; stojí
v základu

P°. (2): Jirka nep°i²el, protoºe mu do²ly peníze � ve chvíli, kdy Jirka nep°i²el, ne nap°. protoºe byl
nemocný, ale protoºe mu do²ly peníze, se dostává negace do základu. Je to ale dvojzna£né, m·ºu °íct, ºe
Jirka p°i²el, protoºe cht¥l vid¥t Marii a potom je negace v jádru.

R·zné druhy negace pak ovliv¬ují i presupozici:

P°.: Jirka nezp·sobil na²i poráºku. / Na²i poráºku nezp·sobil Jirka. � první v¥ta je dvojzna£ná, kdeºto
v druhé je jasné, ºe jsme byli poraºeni. Poráºka se tak stává presupozicí.

Aktuální £len¥ní má navíc vliv i na alegaci v¥ty (výrok, který vyplývá z kladné verze v¥ty, ale ze záporné nevyplývá
ani on, ani jeho negace). M·ºe m¥nit presupozici v alegaci a naopak:

P°.: Milanovou dceru v£era vid¥l Jirk·v bratr. / V£era Jirk·v bratr vid¥l Milanovu dceru. � v první
v¥t¥ se presuponuje existence Milanovy dcery a Jirk·v bratr je jen alegován, kdeºto v druhé v¥t¥ tomu je p°esn¥
naopak.

Nejde jen o negace, ale i o kvanti�kátory:

P°.: Praºané v¥t²inou jezdí na Slapy. / Na Slapy jezdí v¥t²inou Praºané. � v první v¥t¥ ne°íkám, kdo
v²echno jezdí na Slapy, ale v druhé ano.

Pro nalezení zm¥ny ve významu p°i zm¥n¥ aktuálního £len¥ní nepot°ebuju ale ani kvanti�kátory:

P°.: Na Morav¥ se mluví £esky. �esky se mluví na Morav¥. � první p°ípad je tzv. exhaustive listing � podávám
úplnou informaci, protoºe na Morav¥ se jinak neº £esky nemluví; druhý ale ne, protoºe �esky se mluví i �echách.

P°.: Dogs must be CARRIED. / DOGS must be carried. � první verze intonace °íká, ºe mám-li psa, musím ho nést,
druhá p°ikazuje nosit s sebou n¥jakého psa.

Za£len¥ní do FGD

Ve FGD se na tektogramatické rovin¥ jednotlivé uzly závislostního stromu °adí podle dynamiky výpov¥di � míry
kontextové zapojenosti (�hloubkový slovosled�). Uzly si nesou informaci, zda jsou:

• kontextov¥ zapojené (contextually bound) (zna£í malým písmenem t)

• nezapojené (not bound) (zna£í se malým f)

Na základ¥ toho m·ºeme popsat, co je topic a co je focus.
Byla vypracovaná i pravidla pro odd¥lení topicu a focusu celé v¥ty (zna£í se velkým T a F) podle t¥chto indikátor·:

1. Za£ne se od ko°ene (slovesa)

2. P°ímé na slovese závislé sloºky vºdy pat°í do T / F vcelku, se v²emi svými £leny dohromady (aº na následující
výjimku)
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Obrázek 18.2: Ukázka topic-focus articulation podle funk£ního generativního popisu

Obrázek 18.3: Pro odd¥lení topicu a focusu v¥ty jsou nutná v²echna 3 pravidla

3. Pokud jsou v²echny p°ímé závislé sloºky kontextov¥ zapojené, sleduje se podstrom poslední z nich (v po°adí
£len· ve v¥t¥), dokud se nenajde nezapojený element. Jeho podstrom je pak focus.

Mít jen první dv¥ pravidla nesta£í (viz obrázek). Také to není jen vým¥na t a f za T a F, to platí jen na první
závislé vrstv¥, dá se to ukázat i na p°íkladu:

P°.: Which schools do your children attend? → All (f) my children (t) attend (t) a private school
(f) in London (f). � v této v¥t¥ je all sice kontextov¥ nezapojené, ale pat°í do T.

V praxi byl tento algoritmus úsp¥²n¥ zkou²en na v¥tách z PDT.

Kontrastivní zapojení a souv¥tí v PDT

Pro popis v PDT musela být teorie trochu roz²í°ena. Byly tam zahrnuty:

1. koordinace klauzí � kaºdá koordinovaná klauze má vlastní aktuální £len¥ní.

2. subordinace � závislé klauze jsou sou£ástí aktuálního £len¥ní hlavní klauze, a£ mají i svoje vlastní pod°ízené
aktuální £len¥ní. Stojí-li pod°ízená klauze v topicu, v¥t²inou jí souv¥tí za£íná, stojí-li ve focusu, souv¥tí jí zpravidla
kon£í.

3. kontrastivní zapojenost � krom¥ t a f se p°idává c pro kontrastivn¥ zapojené v¥tné £leny. c i t pat°í do topicu
(T).

P°.: Kde jsi se setkal se svými spoluºáky? → Jirku (c) jsem vid¥l v divadle (koordinace klauzí), Andulu
(c) na koncert¥.

18.6 Praºský závislostní korpus

Praºský závislostní korpus (ve verzi 2.0) obsahuje necelé 2 milióny token· (novinových £lánk· z �eského národního
korpusu) anotované na základ¥ FGD, z toho asi 800 000 aº do úrovn¥ tektogramatické roviny. Z £asových, �nan£ních a
implementa£ních d·vod· je tam ale n¥kolik rozdíl· oproti p·vodní FGD. Hodn¥ z nich pramení z obráceného pohledu
(analýza místo generování).

Máme t°i roviny popisu + jednu �nultou� (tj. £ty°i):

• w-rovina (slovní, nultá)

• m-rovina (morfologická)

• a-rovina (analytická, p·vodní �v¥tn¥ £lenská�)

• t-rovina (tektogramatická)

http://wiki.matfyz.cz.org/wiki/Pra�sk�_z�vislostn�_korpus
http://wiki.matfyz.cz.org/wiki/#m-rovina
http://wiki.matfyz.cz.org/wiki/#a-rovina
http://wiki.matfyz.cz.org/wiki/#t-rovina
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Nultá rovina obsahuje jen jednotlivá slova (slovní tvary = tokeny � v£etn¥ interpunkce), tak jak ²la za sebou v
novinách. Není to tedy p°esn¥ text z novin, a£ s p·vodními p°eklepy, pro²el uº tokenizací � tedy ani vytvo°ení nulté
roviny není triviální.

Morfologická rovina zhruba odpovídá FGD, tektogramatická taky, ale analytická p·vodní v¥tn¥£lenské moc neod-
povídá. M-rovina a a-rovina si odpovídají slovo od slova. U nulté roviny a a m-roviny nemusí být vztah 1:1 vºdy, kv·li
p°eklep·m (nap°. zapomenutá mezera), ale d¥je se to jen z°ídka, bývá bu¤ 1:m, nebo n:1, kdyº uº (teoreticky vylou£it
m:n nelze).

Anota£ní formát je jazyk PML zaloºený na XML (nade�nované datové typy apod.), zpracovatelný editorem TrEd.
Popis jednotlivých rovin je odd¥lený a roviny jsou provázány odkazy.

m-rovina

Sémata jsou sdruºena ne do morfém· jako ve FGP, ale do slov. Text je rozd¥len na jednotlivé v¥ty; gramatické kategorie
jsou reprezentovány tagy (morfolog. zna£kami). P°eklepy jsou uº opravené. Kaºdý tvar má p°i°azené lemma (slovníkový
tvar), tam je taky rozli²ená homonymie a p°idané poznámky o vytvo°ení slova, nap°. �oºivení� je z �oºivit�.

Morfologické tagy jsou pozi£ní, s celkem 15 moºnými údaji: slovní druh, jemn¥ji ur£ený slovní druh, rod, £íslo, pád,
rod vlastníka, £íslo vlastníka, osoba, £as, stupe¬, negace, slovesný rod + 3 rezervované (z nichº se pouºívá poslední
pro stylistické p°íznaky).

a-rovina

A-rovina uº se skládá ze strom·. Ty mají drobné odli²nosti, nap°. ko°en je speciální, technický, na n¥m teprve závisí
hlavní sloveso (kv·li nev¥tným konstrukcím, parentezím apod.).

Uzly jsou ohodnocené analytickou funkcí, která popisuje syntaktické kategorie (Pred, Pnom (p°ísudek jmenný),
AuxV, Sb, Obj, Atr, Adv, AuxP (p°edloºka), AuxC (pod°adící spojka) atd.). �lenové koordinací, apozicí a parentezí
jsou speciáln¥ ozna£eni a v TrEdu je moºné ur£it efektivního rodi£e nebo efektivní d¥ti kaºdého uzlu.

t-rovina

T-rovina docela dob°e odpovídá tektogramatické rovin¥. Obsahuje tedy i uzly pro nevyjád°ené v¥tné £leny, které jsou
ve významu p°ítomné, neobsahuje uzly pro gramatická slova � jeden uzel tak m·ºe odkazovat k více uzl·m analytické
roviny. Uzl· je n¥kolik typ· � pro b¥ºná (vyjád°ená) slova, pro nevyjád°ená slova, koordinace a apozice, rematizátory
apod.

Uzly mají ur£ený funktor (tj. druh aktantu nebo volného dopln¥ní, pro n¥které existuje dal²í, uº²í klasi�kace), udání
kontextové zapojenosti a hloubkového slovosledu a nesou gramatické informace, jejichº skladba závisí na hloubkovém
slovním druhu (vid, stupe¬ adjektiva, modalita, rod, negace, iterativnost d¥je, zdvo°ilost, ...). Uzel hlavního slovesa má
ur£enou i v¥tnou modalitu (oznamovací, tázací...). Navíc jsou ur£eny koreference � odkazy (nap°. zájmen) k objekt·m
d°íve zmín¥ným v textu.

Kaºdý uzel má ur£ené tektogramatické lemma, které ale n¥kdy neodpovídá teorii z implementa£ních d·vod·.
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Státnice I3: Formální sémantika

Formální sémantika:

• interdisciplinární sm¥r, ve kterém se spojili formáln¥ orientovaní lingvisté, �losofové, logikové, i n¥kte°í odborníci
z oblasti computer science

• souvisí s rozvojem intenzionální sémantiky a vznikem dal²ích formáln¥-sémantických systém·, které reagovaly
na diskuse o jejích omezeních

19.1 Úvod

• Chomsky � inicioval interakci mezi lingvistikou a matematikou

• otázka, zda by bylo moºné aplikovat matematické metody, které se ukázaly uºite£né pro analýzu syntaxe, také
na sémantiku

• Syntax: zabývá se výrazy a jejich skladbou vs Sémantika: studuje významy, u nichº je zásadn¥ problematické
se shodnout by´ i jen na tom, £ím vlastn¥ jsou, natoº pak na tom, jak je uchopit

• první pokusy o matematické uchopení sémantiky p°irozeného jazyka

� generativní sémantika Lako�a a McCawleyho
� teorie J.J. Katze a P. Postala
� logická forma (Chomsky, Jackendo�)
� v �echách se v rámci Sgallovy varianty generativní gramatiky, funk£ního generativního popisu, rozvinula
koncepce tektogramatiky

� kritika od �losof· a logik·, ºe sémantika n¥jak zásadn¥ souvisí s pravdivostí a pravdivostními podmínkami,
které vý²e jmenované p°ístupy nepostihují � jenom p°eklady z jednoho jazyka (toho p°irozeného) do jazyka
jiného, jakési stromov²tiny

• Teorie sémantiky formálních jazyk·

� vycházely z propojení významu s pravdou
� na sklonku devatenáctého století jeden ze zakladatel· moderní logiky, n¥mecký matematik a �losof Gottlob
Frege nastínil, jakým zp·sobem by mohla logika význam matematicky zachytit. Alfred Tarski, Rudolf
Carnap a dal²í je potom v podstat¥ jenom zaintegrovali do rozvíjející se formální logiky.

� z hlediska teorií p°irozeného jazyka byl problém ve dvou v¥cech:
1. jazyky, se kterými logici b¥ºn¥ pracovali a pro které budovali své formální teorie sémantiky, m¥ly ve

srovnání s p°irozeným jazykem p°íli² jednoduchou syntaktickou strukturu
2. sémantika, kterou byly opat°ovány, nebylo moºné povaºovat za realistickou explikaci význam·, jaké

mají výrazy v p°irozeném jazyce
� kolem roku 1970 se objevily formální jazyky, jejichº sémantika jiº nebyla z hlediska explikace sémantiky
jazyka p°irozeného tak nepouºitelná jako sémantika standardní logiky
∗ modální logiky � logiky moºnosti a nutnosti
∗ intenzionální logika � opírá se o pojem moºného sv¥ta
· americký logik Richard Montague
· £eský logik Pavel Tichý
· zákldní my²lenka: matematizace významu
· zapojením moºných sv¥t· p°echod od extenzionálního k intenzionálnímu modelu sémantiky p°iro-
zeného jazyka
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http://wiki.matfyz.cz.org/wiki/wen:Gottlob_Frege
http://wiki.matfyz.cz.org/wiki/wen:Gottlob_Frege
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19.2 Extenzionální model významu

Principy extenzionální sémantiky

• funkcionální koncepce sémantiky

Freg·v manévr

• významy n¥kterých druh· výraz· by bylo moºné explikovat jako ur£ité funkce v matematickém slova smyslu

• podm¥t obvykle ozna£uje n¥jakou v¥c: nap°. podm¥t �Gottlob Frege� ozna£uje Gottloba Frega

• (oznamovací) v¥ta ozna£uje svou pravdivostní hodnotu: v¥ta �Gottlob Frege je dramatik� ozna£uje nepravdu
(Frege nebyl dramatik)

• predikát P spolu s podm¥tem N1 vytvo°í n¥jakou v¥tu V1, s podm¥tem N2 vytvo°í V2

P +N1 = V1 �být dramatikem� + �Frege� = �Frege je dramatikem�

P +N2 = V2

�být dramatikem� + �prezident �R� = �Prezident �R je dramatikem� (za dob Václava Havla)

• predikát P m·°eme vid¥t jako prost°edek p°i°azení v¥ty V1 podm¥tu N1

P : N1 → V1 �být dramatikem�: �Frege� → �Frege je dramatikem�

N2 → V2 �prezident �R� → �Prezident �R je dramatikem�

• denotát ‖Y‖ � to, co je ozna£ováno výrazem Y

||P || : ||N1|| → ||V1||

||N2|| → ||V2||

‖být dramatikem‖: ‖Frege‖ → ‖Frege je dramatikem‖

‖prezident �R‖ → ‖Prezident �R je dramatikem‖

• denotáty podm¥t· jsou jimi pojmenovávané v¥ci a denotáty výrok· jejich pravdivostní hodnoty

� ‖být dramatikem‖ je funkce, která p°i°azuje osob¥ Gottlobu Fregovi pravdivostní hodnotu nepravda (N) a
Václavu Havlovi pravda (P)

• zobecn¥ní Fregova manévru na spojky nebo p°íslovce

� spojka z°ejm¥ `vyrábí' v¥tu z dvojice v¥t � její denotát tedy m·ºeme ztotoºnit s funkcí, p°i°azující prav-
divostní hodnoty dvojicím pravdivostních hodnot

∗ ‖a‖ bude p°i°azovat P pouze dvojici < P,P >, zatímco ‖nebo‖ bude p°i°azovat P kaºdé dvojici krom¥
< N,N >

� p°íslovce se spojují s (unárními) predikáty v komplexní (unární) predikáty

Extenze a Intenze

POZOR: fregovské denotáty jist¥ nejsou p°ijatelnými explikáty význam· v intuitivním slova smyslu

• významem v¥ty by byla její pravdivostní hodnota a v²echny pravdivé v¥ty by tudíº m¥ly stejný význam

• proto Frege zavedl pojmy význam (ve form¥ denotát·) vs smysl (intuitivní smysl slova)

• pozd¥ji byly tyto dva pojmy nahrazeny pojmy extenze (význam) a intenze (smysl)
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Moºný sv¥t

• znát intenzi výrazu znamená být schopen ur£it jeho extenzi v kaºdém moºném sv¥t¥

• intenzi výrazu tedy m·ºeme obecn¥ ztotoºnit s funkcí, p°i°azující kaºdému moºnému sv¥tu extenzi tohoto výrazu
v tomto moºném sv¥t¥

� intenzí výroku je funkce, která kaºdému moºnému sv¥tu p°i°adí pravdivostní hodnotu tohoto výroku v
tomto moºném sv¥t¥

� intenzí singulární fráze je funkce, která kaºdému moºnému sv¥tu p°i°adí objekt ozna£ovaný touto frází v
tomto moºném sv¥t¥

� intenzí predikativní fráze je funkce, která kaºdému moºnému sv¥tu p°i°adí t°ídu objekt·, o kterých je tento
predikát pravdivý v tomto moºném sv¥t¥

Model jazyka odpovídající standardnímu predikátovému po£tu

Sémantický model jazyka je tvo°en £ty°mi komponentami:

1. slovník

2. syntaktická pravidla

3. p°i°azení denotát· slov·m

4. pravidla pro to, jak �po£ítat� denotáty sloºených výraz· z denotát· jejich sloºek

V²echna pravidla bodu 4 mají tvar `vezmi denotát jedné sloºky a aplikuj ho na denotáty t¥ch ostatních`

Kategoriální gramatika a teorie typ·

Kategoriální gramatika

• zobecn¥ní Fregova manévru (funk£ní aplikace)

• jazyk, jehoº v²echna pravidla fungují jako funk£ní aplikace

• máme-li gramatické pravidlo, které kombinuje výrazy kategorií K1 ... Kn ve výraz kategorie K, pak denotáty
výraz· jedné z kategorií K1...Kn, °ekn¥me Ki, musí být funkcemi aplikovatelnými na denotáty výraz· zbylých
kategorií K1, ...,Ki−1,Ki+1, ...,Kn

• kategorii Ki budeme ozna£ovat indexem K/K1, ...,Ki−1,Ki+1, ...,Kn

Teorie typ·

• kategorie výrok· a term· budeme ozna£ovat V a T

• pak bude kategorie predikát· ozna£ena jako V/T (predikát pot°ebuje term, aby vytvo°il výrok)

• spojky a £i nebo m·ºeme nahlédnout výrazy kategorie V/V,V a p°íslovce jako výrazy kategorie (V/T)/(V/T)

Komponenty kategoriální gramatiky

1. Slovník

• soubor KAT primitivních kategorií (nap°. kategorií V a T)

• dal²í gramatické kategorie dostaneme pomocí operace lomítka

� kdykoli jsou K1 a K2 gramatickými kategoriemi, je gramatickou kategorií i K1/K2

• kaºdá kategorie pak obsahuje nejvý²e kone£ný po£et slov

2. Syntax

• kaºdé slovo kategorie K je výrazem kategorie K

• pravidlo pro kombinaci výraz·:

� je-li Y výraz kategorie K1/K2 a je-li Z výraz kategorie K2, je Y(Z) výrazem kategorie K1

3. Denotáty slov
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• kaºdé primitivní kategorii K je dána mnoºina DK , tzv. doména kategorie K

� doménou DT p°i°azenou kategorii T m·ºe být n¥jaká daná mnoºina individuí D
� doménou DV p°i°azenou kategorii V mnoºina {P,N} dvou pravdivostních hodnot

• p°i°azení roz²í°íme na v²echny kategorie tak, ºe za DB/A vezmeme mnoºinu v²ech funkcí z DA do DB ,
kterou budeme zna£it [DA ⇒ DB ]

4. Denotáty sloºených výraz·

• denotát ‖Y(Z)‖ sloºeného výrazu Y(Z) je dán jako hodnota ‖Y‖(‖Z‖) aplikace funkce ‖Y‖ na argument
‖Z‖

Lambda-abstrakce a lambda-kategoriální gramatika

• vezmeme n¥jaký sloºený výraz a �ud¥láme do n¥j díru�, tj. odstraníme z n¥j n¥jakou sloºku a nahradíme ji
n¥jakým formálním symbolem, t°eba písmenem x

� z výroku dramatik(Frege) m·ºeme ud¥lat matrici dramatik(x)

• matrice dramatik(x) m·ºe být chápána jako p°edpis funkce λx.dramatik(x), pro kterou platí f(‖ Z ‖) =‖
Y x←Z ‖, kde Y x←Z zna£í variantu výrazu Y, ve které byl symbol x nahrazen výrazem Z

• pravidlo nahrazení sloºit¥j²ího výrazu (λx.Y )(Z) jednodu²²ím Y x←Z nazýváme pravidlem lambda-konverze

• kategoriální gramatice obohacené o pravidlo lambda-konverze budeme °íkat lambda-kategoriální gramatika

19.3 Intenzionální model významu

Meze extenzionální sémantiky, modální logika a pojem moºného sv¥ta

• výroky Praha je m¥sto a Havel je dramatik jsou oba pravdivé a mají tedy tutéº extenzi, av²ak jist¥ nemají tentýº
význam

� a£koli mají stejnou pravdivostní hodnotu, je moºné, aby ji stejnou nem¥li. Mohl by jist¥ existovat sv¥t, ve
kterém by Havel byl dramatik, ale Praha byla pouhou vesnicí, £i sv¥t, kde by Praha byla m¥stem, ale Havel
byl t°eba hospodským

• intenze výrazu je funkce, která kaºdému moºnému sv¥tu p°i°adí extenzi tohoto výrazu v tomto moºném sv¥t¥

Extenze vs. intenze

• nyní namísto extenzí, které jsme pot°ebovali v rámci extenzionální sémantiky, pot°ebujeme funkce, které mají
za de�ni£ní obor mnoºinu v²ech moºných sv¥t· a za obory hodnot extenze

� namísto objekt· zDT pot°ebujeme objekty [MS ⇒ DT ] (kde MS je mnoºina v²ech moºných sv¥t·), namísto
[DT ⇒ DV ] pot°ebujeme [MS ⇒ [DT ⇒ DV ]]

• denotát jednoduché v¥ty bude výsledkem pon¥kud komplikovan¥j²í operace s denotáty jejích £ástí (kde w je
moºný sv¥t):

‖P(T)‖(w) = (‖P‖(w))(‖T‖(w))

• n¥kdy je pot°eba k výpo£tu denotátu komplexního výrazu v daném moºném sv¥t¥ pot°eba nejenom extenze jeho
komponent v tomto moºném sv¥t¥. Nap°. ve v¥t¥

Frege hledá prezidenta �R

• Frege m·ºe jist¥ hledat prezidenta �R i v moºném sv¥t¥, ve kterém ºádný takový prezident neexistuje (p°ed-
stavme si nap°íklad, ºe �esko je v tomto sv¥t¥ monarchií, coº ov²em Frege neví)

• na predikát hledat m·ºeme nahlédnout nikoli jako vztah mezi extenzemi (individui), ale jako vztah mezi extenzí a
intenzí, takºe ‖Hledat(N1,N2)‖(w) nebude (‖Hledat‖(w))(‖N1‖(w),‖N1‖(w)), ale (‖Hledat‖(w))(‖N1‖(w),‖N1‖)

• rozli²ení dvou typ· postavení (supozic) výroku:

1. de re

� výraz, který je sou£ástí n¥jakého výroku a p°ispívá k pravdivostní hodnot¥ tohoto výroku v kaºdém
moºném sv¥t¥ jen svou extenzí

2. de dicto

� v ostatních p°ípadech, nap°. výraz prezident �R je jako p°edm¥t slovesa hledat v supozici de dicto
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Montaguova intenzionální logika

• výrazy mají intenze navíc krom¥ svých standardních denotát·

• výraz kategorie K má p°i°azen jednak prvek DK (denotát £i extenzi) a jednak prvek [MS ⇒ DK ] (smysl £i
intenzi)

Tichého intenzionální logika a dvousortová teorie typ·

• soubor základních kategorií extenzionálního lambda-kategoriálního jazyka, který je v typickém p°ípad¥ tvo°en
kategoriemi V a T, je obohacen o kvazikategorii S, které bude jako doména odpovídat mnoºina MS moºných
sv¥t·

• výrazy, které byly p°i standardní analýze analyzovány jako kategorie K, jsou analyzovány jako kategorie K/S

• £ili výrazy p°ímo denotují intenze

19.4 �Hyperintenzionální� modely významu

Domn¥nkové v¥ty a intenzionální izomor�smus

• problém s dom¥nkovými v¥tami jako

Frege se domnívá, ºe jedna a jedna jsou dv¥ (1)

• v¥ta jedna a jedna jsou dv¥ je matematickou pravdou a protoºe matematické pravdy nezávisejí na stavu sv¥ta,
bude extenzí této v¥ty v kaºdém moºném sv¥t¥ pravdivostní hodnota P; a její intenzí tedy bude konstantní
funkce p°i°azující P kaºdému moºnému sv¥tu

• tatáº funkce ale z°ejm¥ bude intenzí jakékoli matematické pravdy, nap°.

Existuje nekone£n¥ mnoho prvo£ísel

• takºe podle intenzionální analýzy by nemohlo nastat, ºe by byla nap°íklad v¥ta (1) pravdivá, zatímco v¥ta (2)
nepravdivá

Frege se domnívá, ºe existuje nekone£n¥ mnoho prvo£ísel (2)

• to se zdá být v rozporu s intuicí: zdá se, ºe Frege m·ºe (v n¥jakém jiném moºném sv¥t¥, kdyº ne v tom na²em)
docela dob°e v¥d¥t, ºe jedna a jedna jsou dv¥, a sou£asn¥ se myln¥ domnívat, ºe prvo£ísel je jenom kone£n¥
mnoho

• °e²ení pomocí hyperintenzionální sémantiky

� jemn¥j²í sémantická analýza

� my²lenka, ºe je-li intenze výrazu výsledkem n¥jaké kombinace intenzí jeho £ástí, pak bychom význam v intu-
itivním slova smyslu nem¥li explikovat jako výslednou intenzi, ale jako n¥jakou formu zachycení samotného
procesu kombinace

Teorie strukturovaných význam·

• nejjednodu²²í variantou realizace hyperintenzionální sémantiky

• ztotoºn¥ní denotátu sloºeného výrazu s uspo°ádanou n-ticí tvo°enou denotáty jeho £ástí

Tichého konstrukce

• n-tice jsou jakési konstrukce`, které mají primárn¥ co d¥lat nikoli s tím, jak se v¥ci spojují v rámci sv¥ta, ale
spí²e s tím, jak uºivatelé jazyka kombinují významy £ástí ve významy celk·
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Situa£ní sémantika

19.5 Dynamické modely významu

Problémy anaforické reference

• význam zájmen, nap°. on

• individuum, které zájmeno pojmenovává, není ur£eno moºným sv¥tem, ale spí²e kontextem

• dynamická sémantika postavena na pojmu kontextu £i informa£ního stavu

• výroky v jejím rámci jsou chápány jako denotující nikoli pravdivostní hodnoty £i funkce z moºných sv¥t· do
pravdivostních hodnot, ale funkce z informa£ních stav· do informa£ních stav·, tzv. p°echody (updates)

Teorie reprezentace diskurzu (DRT)

• opírá se o struktury podobné situacím, nazývané struktury reprezentace diskurzu, av²ak soust°edí se p°edev²ím
na jejich kinematiku`

• v rámci DRT jsou kontexty £i informa£ní stavy uchopeny jako reprezentované situace` a v¥ta je chápána jako
prost°edek p°ebudování takové reprezentace na n¥jakou reprezentaci bohat²í

Dynamická logika

• van Benthem (1997)

19.6 Vybrané speciáln¥j²í problémy sémantiky

R·zný po£et dopln¥ní slovesa

• obecn¥ lze jednoduchou v¥tu nahlédnout jako sloveso (které m·ºe být modi�kováno r·znými p°íslove£nými
ur£eními`) spojené s r·znými druhy jmenných dopln¥ní (podm¥tem, `p°edm¥ty`)

• po£et jmenných dopln¥ní slovesa se m·ºe v¥tu od v¥ty m¥nit (p°i£emº absence n¥kterých z nich m·ºe znamenat
absenci p°íslu²ných argument· na úrovni sémantiky, zatímco absence jiných jenom jejich nevyjád°enost)

Karel p°edná²í poslucha£·m báse¬ (3)
Karel p°edná²í poslucha£·m (4)
Karel p°edná²í báse¬ (5)

• n¥kolik moºností reprezentace

1. spojuje-li se totéº sloveso s r·zným po£ten argument·, jde o p°ípad homonynie a je tedy v po°ádku, ºe pro
jeho analýzu musíme v kaºdém p°ípad¥ pouºít jiný predikát (s jinou aritou)

2. m·ºeme pracovat s formálním jazykem, jehoº predikáty mohou mít prom¥nný po£et argument· (nebo jejichº
argumenty nejsou p°ímo ozna£eními individuí, ale ozna£eními t°eba mnoºin individuí)

3. strom znázor¬ující strukturu v¥ty p°evést na logickou formuli takovým zp·sobem, ºe by se uzly staly termy
a ozna£ení hran by se stalo predikáty

� z v¥ty (5) by se stalo Act(Prednaset,Karel) ∧Obj(Prednaset,Basen)

Východisko a jádro v¥ty

• z hlediska dynamiky diskurzu je ve v¥t¥ t°eba rozli²it £ást, kterou se v¥ta `ukotvuje v kontextu` (východisko, to
jest speci�kace toho, o £em se hovo°í) od £ásti, která p°iná²í skute£n¥ novou informaci (jádro výpov¥di, to jest
vyjád°ení toho, co se o tom °íká)

• pro východisko v¥ty je charakteristický p°edpoklad existence

� �eský král je logik � spí²e neº nepravda je tato v¥ta ne úpln¥ smysluplný výrok, protoºe není jasné, o £em
se v·bec mluví (�esko nemá krále)

• pro jádro je zase charakteristický p°edpoklad reprezentativnosti

� pokud bude odpov¥d na otázku Kde se mluví N¥mecky? t°eba V Hamburku, bude to odpov¥¤, která sice
není nesprávná, ale není reprezentativní (n¥mecky se mluví i na jiných místech, nap°. v Mnichov¥)
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19.7 Odkazy

• stru£ná skripta k p°edm¥tu Úvod do teoretické sémantiky jsou ve Studnici
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Kapitola 20

Státnice I3: Jazykové korpusy a lingvistická

anotace

20.1 Zdroje dat

• strojov¥ £itelné soubory dat

� noviny, sborníky, romány, technická dokumentace, dialogy, internet, ...

� závisí na úkolu, který chci °e²it

� £ím v¥t²í, tím lep²í

Kódování znak·

• sou£asné po£íta£e jsou £íslicové � v²echno (program, data) je reprezentováno jako £íslo

• pro práci s textem je pot°eba zavést konvenci pro transformaci £íslo ↔ znak abecedy

Základní pojmy:

• znak (character)

� abstraktní pojem

� nemá sám o sob¥ ºádnou £íselnou reprezentaci ani pevnou gra�ckou podobu � nap°. velké písmeno A s
£árkou

• repertoár znak· (character repertoire)

� mnoºina znak·

� otázka identity: stejn¥ vypadající znaky mohou být povaºovány za logicky odli²né (A v latince a alfabet¥)

• kódování (encoding)

� algoritmus pro p°evod posloupnosti znak· na posloupnost oktet·

• kódová pozice znaku (code position)

� £íselná reprezentace znaku (nezáporné celé £íslo)

• kódování (character code)

� 1-1 relace mezi prvky repertoáru znak· a nezápornými celými £ísly

• glyf

� vizuální prezentace znaku

• font

� repertoár glyf· pro mnoºinu znak·

117
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ASCII

• American Standard Code for Information Interchange (od 1950's)

• sedm bit· � hodnoty 0-127

• 0-31,127 � kontrolní znaky (Escape, Line Feed)

• 32-126 � mezera, speciální znaky, £íslice, velká a malá písmena latinky:

! " # $ % & ' ( ) * + , - . / 0 1 2 3 4 5 6 7 8 9 : ; < = > ? @ A B C D E F G H I J K L M N O
P Q R S T U V W X Y Z [ \ ] ^ _ ` a b c d e f g h i j k l m n o p q r s t u v w x y z { | } ~

• výhody:

� velice jednoduché kódování: jeden znak � jedna kódová pozice

� minimální objem: 1 znak � 1 oktet (jeden bit zbyde � oktety 128-255 z·stávají nevyuºité)

• zásadní nevýhoda:

� naprosto nedosta£ující pro repertoáry znak· jiných národních abeced

8-bitová kódování

• pot°eba dal²ích znak· → vznikají nová kódování obsahující ASCII jako podmnoºinu a navíc vyuºívají oktety
128-255 (stále platí jeden znak � jeden oktet)

• International Standard Organisation vydává skupinu standardních kódování pro n¥které skupiny jazk· � rodina
ISO 8859 (1980's)

• ISO 8859-1 (ISO Latin 1) � západoevropské jazyky

• u £e²tiny a ostatních st°edo- a východoevropských jazyk· vládne anarchie:

� ISO 8859-2 (ISO Latin 2)

� Windows-1250

� Koi-8

� Brat°i Kameni£tí

� vlastní �standardy� IBM, Apple

Unicode

• jediné °e²ení: víceoktetová kódování (neplatí ale mýtus, ºe Unicode je 16-bitové kódování!!!)

• 1991 � Unicode Consortium vytvá°í normu Unicode (resp. ISO 10646), která ur£uje repertoár znak· a jejich
kódové pozice

• v sou£asnosti 30 sv¥tových abeced uºívaných v n¥kolika stovkách jazyk·, cca 40000 znak· � arab²tina, sanskrt,
£ín²tina, japon²tina, korej²tina, ... (ambice: 250 abeced pro n¥kolik tisíc jazyk·)

• znaky v Unicode: �LATIN CAPITAL LETTER A WITH ACUTE�

• r·zné typy fyzické reprezentace kód·:

� UTF-8

∗ prom¥nná délka: 1-6 oktet· na znak (pouºitých max. 4)
∗ v prvním oktetu posloupnosti ur£uje po£et bit· zleva po první nulu celkový po£et oktet·
∗ dal²í byty zápisu stejného znaku vºdy za£ínají 10xxxxxx, jiný byte je za£átek zápisu dal²ího znaku
∗ výhoda: znaky ASCII se v UTF-8 kódují stejn¥ → kompatibilita
∗ výhoda pro £e²tinu: v²echny znaky £eské abecedy se kódují jedním nebo dv¥ma oktety

� UTF-16 � kaºdý znak v BMP (Basic Multilingual Plane) je reprezentován dv¥ma oktety; ostatní znaky
jsou reprezentovány £ty°mi oktety

� UTF-32 � kaºdý znak jsou £ty°i oktety

• problémy Unicode v porovnání s 8-bitovými kódováními:

� °et¥zcová ekvivalence vizuáln¥ totoºných znak· r·zných abeced: nap°. A v latince, azbuce a alfabet¥

� abecední °azení: nap°. �LATIN CAPITAL LETTER A WITH ACUTE� vs. �LATIN CAPITAL LETTER
A WITH GRAVE�
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Jiná °e²ení

• transliterace

• escape notation � znaky mimo kódování, které je k dispozici, mohou být nahrazeny dohodnutou posloupností
znak· (r·zné pro r·zné systémy)

Ä: \�{A} (TeX) &amp;Auml; (HTML)

20.2 Anotace

• p°idávání vybrané lingvistické informace k jiº existujícímu korpusu

• (semi)automatická nebo ru£ní

• n¥kolik fází zpracování

1. shromáºd¥ní materiálu � skenování + OCR, WWW jako korpus

2. konverze + £i²t¥ní � jednotný formát a kódování

3. klasi�kace dokument·

4. segmentace dokumentu � hranice v¥t, hranice slov (tokenizace; problém co je slovo � £íselné výrazy, jazyky
bez mezer)

• textová reprezentace: jednoduchá implementace, uloºené p°ímo v nízkoúrov¬ovém datovém formátu

• gra�cká reprezentace: intuitivn¥j²í (minimáln¥ pro lingvisty)

� pot°eba speciálních nástroj· pro anotaci, správu dat, dávkové zpracování p°íkaz·

• tým lidí, kte°í provádí anotaci

� vedoucí (rozd¥luje úkoly, najímá lidi)

� editor (£lov¥k) pro tvorbu anota£ních pravidel

� lingvista pro °e²ení lingvistických jev·

� anotáto°i � nejpo£etn¥j²í skupina

� technická podpora/programátor

� kontrola dat

20.3 Datové formáty

Rozmanitost datových formát·

• rozmanitost datových zdroj· vedla k rozmanitosti datových formát·

• postupn¥ ale dochází ke konvergenci k XML

Ukázky r·zných formát·

• Negra Treebank � tabulka (odkazy na syntaktické rodi£e)

%% word tag morph edge parent
#BOS 1 1 985275570 1
Mögen VMFIN 3.Pl.Pres.Konj HD 508
Puristen NN Masc.Nom.Pl.* NK 505
aller PIDAT *.Gen.Pl NK 500
Musikbereiche NN Masc.Gen.Pl.* NK 500

• Penn Treebank � závorková notace strom·

( (S (NP-SBJ The proposed changes)
(ADVP also)
(VP would

(VP allow
(S (NP-SBJ executives)

(VP to
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(VP report
(NP (NP exercises)

(PP of
(NP options)))

(ADVP-TMP (ADVP later)
and
(ADVP less often)))))))

.))

• WordNet � databáze s odkazy na ID p°íbuzných pojm· (ukázka: index a datový °ádek)

entrance v 2 3 @ ~ + 2 0 01806505 00020926

00044113 04 n 05 entrance 0 entering 0 entry 0 ingress 0 incoming 0 012 @ 00043484 n 0000 + 01958650 v 0301
+ 01958650 v 0201 + 01671620 v 0201 + 01958650 v 0101 ~ 00044454 n 0000 ~ 00044639 n 0000 ~ 00044745 n 0000
~ 00044898 n 0000 ~ 00045146 n 0000 ~ 00046615 n 0000 ~ 01178182 n 0000 | the act of entering; "she made a grand entrance"

• Valen£ní slovník VALLEX

* HLÁSIT
~ ned: hlásit
+ ACT(1;obl) ADDR(3;opt) PAT(o+6;opt) EFF(4,jak,ºe;obl) LOC(;typ)

-synon: oznámit
-example: hlásit n¥komu o n¥£em zprávu
-reciprex: hlásili si navzájem o sob? nové zprávy
-reciprocity: ACT-ADDR-PAT
-use: prim
-class: communication
-freq: 8;9

~ ned: hlásit
+ ACT(1;obl) ADDR(3;opt) PAT(na+4;opt) EFF(4,jak,?e;obl) LOC(;typ)

-synon: udat
-example: hlásit na n¥j, ºe p°echovává zakázané knihy
-reciprocity: ACT-ADDR-PAT
-use: posun
-class: communication
-freq: 3

PDT

• Praºský závislostní korpus (Prague Dependency Treebank)

• p·vodn¥ vlastní formáty

� CSTS (Czech Sentence Tree Structure) � hlavní formát PDT 1.0, zaloºený na SGML

∗ p·vodn¥ pouze morfologická rovina, pozd. i analytická rovina
∗ struktura zachycena pomocí odkaz·

< s id="ln95048:053-p6s48">
<f cap>�erný<l>£erný-1_^(barva)

<t>AAMS1----1A----<A>Sb<r>1<g>3
<f>se<l>se_^(zvr._zájmeno/£ástice)

<t>P7-X4----------<A>AuxT<r>2<g>3
<f>vzdal<l>vzdát

<t>VpYS---XR-AA---<A>Pred<r>3<g>0
<d>.<l>.

<t>Z:-------------<A>AuxK<r>4<g>0

• � FS (Feature Structures)

∗ pro analytickou a morfologickou rovinu, dvojice atribut � hodnota
∗ zachycení struktury pomocí závorek � nutná linearizace stromu
∗ problémy p°i p°esouvání uzlu z konce v¥ty na za£átek dal²í v¥ty (p°i oprav¥ chyb v segmentaci) �
nutno p°epo£ítat celou strukturu

http://ufal.mff.cuni.cz/pdt2.0/
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[#10,AuxS,#10,SENT,0,0](
[vzdal,Pred,vzdát_se,PRED,3,3,0](

[�erný,Sb,£erný,ACT,1,1,3],
[se,AuxT,se,2,2,3,hide]

),[.,AuxK,&Period;,4,4,0,hide]
)

• pozd¥ji p°echod na formát PML

� reprezentace pomocí XML

� obecný jazyk poskytující nástroje k popisu omezení a vlastností svých aplikací pomocí PML schématu
(popis toho, co se m·ºe v instancích vyskytovat, jaká je struktura, role)

� PML instance

∗ hlavi£ka: odkaz na externí schéma nebo schéma samo
∗ dal²í odkazy na externí soubory
∗ ostatní prvky podle p°íslu²ného schématu

<?xml version="1.0"?>
<annotation xmlns="http://ufal.mff.cuni.cz/pdt/pml/">
<head>

<schema href="example1_schema.xml"/>
</head>
<meta>

<annotator>Jan Novak</annotator>
<datetime>Sun May 1 18:56:55 2005</datetime>

</meta>
<trees>

<LM ord="2">
<func>Pred</func>
<form>loves</form>
<governs>

<LM ord="1">
<func>Subj</func>
<form>John</form>

</LM>
<LM ord="3">

<func>Obj</func>
<form>Mary</form>

</LM>
</governs>

...

XML

• GML (Generalized Markup Language), SGML (Standard GML), HTML, XML

• well-formed (odpovídá XML) vs valid (odpovídá druhu konkrétního dokumentu) dokument � validace pomocí
DTD de�nic

• jmenné prostory, XPath, XSL + XSLT

• API pro XML: SAX, DOM

20.4 Typologie korpus·

• korpus � strukturovaný, uni�kovaný a (£asto téº ozna£kovaný) rozsáhlý soubor jazykových dat

• korpusová lingvistika

� zabývá se studiem jazyka a obsahuje v²echny procesy týkající se zpracování, pouºívání a analýzy psaných a
mluvených (strojov¥ £itelných) korpus·

� relativn¥ moderní pojem, který ozna£uje p°ístup zaloºený na p°íkladech pouºítí jazyka v �reálném sv¥t¥�

• kritéria klasi�kace korpusu
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� médium � ti²t¥ný, elektronický text, digitalizovaná °e£, video

� metoda tvrby � vyváºený (je v·bec moºné vytvo°it vyváºený korpus?) vs speciální (oborový)

� jazykové prom¥nné

∗ jednojazy£ný vs. mnohojazy£ný
∗ p·vodní text vs. p°eklady z cizího jazyka
∗ rodilý mluv£í vs. nerodilý mluv£í

� jazykový vývoj � synchronní vs. diachronní

� prostý vs. anotovaný

Korpusy

Jednojazy£né korpusy

• Brown Corpus � 1 MW (1964)

� d¥rné ²títky, publikovaná statistika, pozd¥ji otagován; výb¥r amerických text· z r. 1961

• British National Corpus � 100 MW (1994)

� 100 MW soubor psaného (90 procent) a mluveného (10 procent) jazyka obsahující sou£asnou britskou
angli£tinu, morfologická anotace

• Deutsches Referenzkorpus/Cosmas IDS-Mannheim (2004)

� >4 GW sou£asné psané n¥m£iny (bez anotace);

� automatická lematizace, databanka kookurencí � p°edp°ipravený seznam výskytových vzor· pro cca 220000
lemmat

• �eský národní korpus

� diachronní £ást 13-19.století � DIAKORP

� Synchronní £ást � cca od 1900

� psaný jazyk � 100MW v SYN 2000/2005 (�vyváºený�), 700MW SYN2009PUB (pouze publicistika)

� mluvený jazyk � Praºský mluvený korpus (PMK), Brn¥nský mluvený korpus (BMK)

� dialekty

Paralelní korpusy

• text a jeho p°ekladové ekvivalenty v jednom nebo n¥kolika jazycích (hub language)

• p°idaná hodnota � párování (alignment)

• InterCorp (Ú�NK)

� £e²tina + cca 20 evropských jazyk·, n¥které z nich s morfologickou anotací

• MULTEXT-EAST

� Multilingual Text Tools and Corpora for Central and Eastern European Languages

� p°eklad �1984� od George Orwella, kolem 100kW

� bulhar²tina, £e²tina, eston²tina, ma¤ar²tina, rumun²tina, slovin²tina a angli£tina (hub language) (a nedávno
také chorvat²tina, litev²tina, rumun²tina, ru²tina)

� manuáln¥ ov¥°ené zarovnání v¥t

• Europarl

� texty extrahované ze sborník· Evropského parlamentu

� 11 paralelních jazyk·: Romanic (French, Italian, Spanish, Portuguese), Germanic (English, Dutch, German,
Danish, Swedish), Greek and Finnish

� aº 50 MW na jazyk

• JRC-Acquis

� Dokumenty evropská komise, 23 jazyk·

http://www.natcorp.ox.ac.uk/
http://www.ids-mannheim.de/kl/projekte/korpora/
http://corpora.ids-mannheim.de/ccdb/
http://ucnk.ff.cuni.cz/
http://ucnk.ff.cuni.cz/intercorp-info.php
http://nl.ijs.si/ME/
http://www.statmt.org/europarl/
http://wt.jrc.it/lt/Acquis/
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� Automatický alignment, £asto dost hrubý

• PCEDT

� £eský p°eklad 21,600 anglických v¥t z £ásti obsahující texty z Wall Street Journal z Penn Treebank 3 korpusu

� automatická morfologická anotace a parsování na analytickou a tektogramatickou úrove¬

• CzEng

� £esko-anglický automaticky anotovaný korpus (8 MS, cca 80 MW)

� cca polovina textu jsou �lmové titulky (3 MS); zbytek pak legislativa EU (1,5 MS), technická dokumentace
(1 MS), romány (1 MS), paralelní webové stránky (0,5 MS), novinové £lánky

Treebanky

• treebank

� databáze syntaktických strom·

� korpus obsahující informaci o morfologické a syntaktické (a n¥kdy i sémantické) struktu°e

Penn Treebank

• obsahuje 1,5 MW anglických novinových £lánk·

• syntax bezprost°edních sloºek

PropBank / NomBank

• p°idání sémantické vrstvy jako nadstavby nad Penn Treebank � propozice (predikát a argumenty) pro slovesa,
resp. substantiva

Ukázka anotace: Mr.Bush met him privately, in the White House, on Thursday.
Rel: met
Arg0: Mr.Bush
Arg1: him
ArgM-MNR: privately
ArgM-LOC: in the White House
ArgM-TMP: on Thursday

NEGRA

Obrázek 20.1: P°íklad stromu z NEGRA Treebank

• 350 kW novinových text· v n¥m£in¥, syntaktická anotace podobná PTB

Tiger

• 700 kW novinových text· v n¥m£in¥

• v¥t²í velikost neº NEGRA treebank, jiná lematizace a morfologie, sekundární hrany (koordinace)

BulTreeBank

• bulhar²tina (200 kW) anotovaná pomocí HPSG formalismu � sloºkové stromy

http://ufal.ms.mff.cuni.cz/pcedt/
http://ufal.mff.cuni.cz/czeng/czeng09/
http://www.cis.upenn.edu/~treebank/home.html
http://verbs.colorado.edu/~mpalmer/projects/ace.html
http://nlp.cs.nyu.edu/meyers/NomBank.html
http://www.coli.uni-saarland.de/projects/sfb378/negra-corpus/
http://www.ims.uni-stuttgart.de/projekte/TIGER/TIGERCorpus/
http://www.bultreebank.org/
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Obrázek 20.2: P°íklad stromu z Tiger Treebank se sekundárními hranami

• 4 typy prvk·: lexikální (N, V, Prep, ...), frázové (VPAdjunct, NPComplement,...) , funkcionální (Conj, Con-
gArg,...) , textové (vlastní °et¥zce)

Szeged Treebank

• syntaktické struktury vyvinuté pro ma¤ar²tinu

• 1,2 MW, ru£ní morfologická disambiguace a syntaktická anotace

Penn Chinese Treebank
Praºský závislostní korpus

• neboli Prague Dependency Treebank (PZK, PDT)

• obsahuje velké mnoºství £eských text· dopln¥ných rozsáhlou a provázanou morfologickou (2 MW), syntaktickou
(1,5 MW) a sémantickou (0,8 MW) anotací

• na sémantické rovin¥ jsou navíc anotovány aktuální £len¥ní v¥ty a koreferen£ní vztahy

20.5 Po£íta£ová lexikogra�e

• vytvá°ení strojov¥ £itelných slovník· za ú£elem jejich vyuºití v r·zných úlohách NLP

• ru£ní tvorba nebo automatická extrakce

• problémy p°i tvorb¥ slovník·:

� neúplnost slovníku � opomenutí nebo p°ehlédnutí n¥kterého hesla

� jaký zvolit p°ístup k vlastním jmén·m � vynechat nebo zahrnout?

� ghost words � neexistující slova, ve slovníku omylem (p°. Dord = density ('D or d'))

� rozli²ení významu hesel (P.Hanks: A serious problem for computer applications is that dictionaries compiled
for human users focus on giving lists of meanings for each entry, without saying much about how one meaning
may be distinguished from another in text.)

• rozli²ování hesel

� homogra�e � vlastnost dvou nebo více termín·, které mají stejnou gra�ckou formu, ale rozdílnou výslov-
nost � nap°. pro-udit vs. proud-it

� polysémie� jednomu lexému odpovídají dva nebo více význam· (v souvislosti s jejich výskytem v r·zných
kontextech), nap°. vy²el z místnosti vs. vy²el z p°edpokladu

� homonymie � ²et°it (= spo°it) vs. ²et°it (= zji²´ovat)

� pozor � homonymie a polysémine nejsou to samé!

� P.Hanks: No generally agreed criteria exist for what counts as a sense, or for how to distinguish one sense
from another

http://www.inf.u-szeged.hu/projectdirs/hlt/index_en.html
http://www.cis.upenn.edu/~chinese/ctb.html
http://ufal.mff.cuni.cz/pdt2.0/
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Slovníky

• Longman Dictionary of Contemporary English (LDOCE) � three-level embedded structure for sense distinctions
(homographs,senses,optional subsenses)

• Roget's Thesaurus (1852)

• Cambridge International Dictionary of English

• COBUILD English Language Dictionary

• WordNet

• VerbNet

� nejv¥t²í on-line slovník anglických sloves

� rysy: hierarchický, doménov¥ nezávislý (vyváºený), ²iroké pokrytí

� propojení do PropBank (90% pokrytí), WordNetu, FrameNetu

Obrázek 20.3: Rozdíly v anotaci mezi ProbBank a FrameNet.

• FrameNet

� on-line zdroj anglických slov � slovesa, podstatná jména, p°ídavná jména, p°edloºky

� cílem je dokumentovat sémantické a syntaktické moºnosti kombinace moºných význam· jednotlivých slov

� sémantické rámce, sémantické role

• PDT-VALLEX

� valen£ní rámce / významy pro slovesa, podstatná jména a p°ídavná jména

� významy, které se vyskytly v textech v PDT (bottom-up p°ístup � d·raz na pokrytí textu)

• VALLEX

� valen£ní slovník jako zdroj syntakticko-sémantické informace

� valen£ní rámce / významy pro slovesa � komplexní zpracování sloves (v²echny významy daného slovesa �
top-down p°ístup)

20.6 Wordnety

Princeton WordNet

• lexikální sémantická sí´ strukturovaná okolo pojmu synset

• synset � soubor literál· se stejným slovním druhem zam¥nitelných v ur£itém kontextu (mnoºina synonym)

• inspirován psycholingvistickou teorií lidské lexikální pam¥ti

• p°íli² detailní pro b¥ºné NLP úlohy

• vztahy mezi synsety: homonymie, hyperonymie, meronymie, ...

http://verbs.colorado.edu/~mpalmer/projects/verbnet.html
http://framenet.icsi.berkeley.edu/
http://ufal.mff.cuni.cz/vallex/
http://www.cis.upenn.edu/~treebank/home.html0
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EuroWordNet

• vícejazy£ná databáze obsahující n¥kolik jednojazy£ných wordnet· strukturovaných podobným zp·sobem jako
Princeton WordNet

• angli£tina, holand²tina, n¥m£ina, ²pan¥l²tina, francouz²tina, ital²tina, £e²tina, eston²tina

Sense tagged corpora

• sense tagging � p°i°azování významu z n¥jakého slovníku slov·m v textu

� je pot°eba n¥jaký sense-enumerative slovník, který zachycuje v²echny moºné významy slova

• úloha WSD � word sense disambiguation

• interest corpus

� 2 kS obsahující slovo interest

• SENSEVAL

� organizace po°ádající vyhodnocovací sout¥ºe pro WSD (word sense disambiguation) systémy

• SEMCOR

� více neº 200 kW z anglického Brownova korpusu s ozna£kovaným významem podle Princeton WordNetu
1.6

20.7 Poznámky

• kW, MW, GW � tisíce, miliony, miliardy slov

• kS, MS, GS � tisíce, miliony, miliardy v¥t

http://www.cis.upenn.edu/~treebank/home.html1
http://www.senseval.org/
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Státnice I3: Metody strojového u£ení

21.1 Úvod

Formáln¥ se strojové u£ení de�nuje následovn¥: Po£íta£ se u£í °e²it úlohu t°ídy T se zku²eností E a úsp¥²ností m¥°enou
kritériem P , jestliºe se jeho úsp¥²nost se vzr·stající zku²eností zvy²uje.

P°.: T = parsing, E = treebank, P po£et správn¥ ur£ených hran.

Je t°eba ur£it druh znalostí, které se bude po£íta£ u£it, a jejich reprezentaci a navrhnout konkrétní algoritmus
u£ení. Typicky se jedná o aproximaci n¥jaké cílové funkce, která realizuje úkol, jenº chceme po£íta£ nau£it (reálná
funkce � regrese, diskrétní � klasi�kace).

Zku²enost m·ºe být p°ímá (zápis pravidel) a nep°ímá (�dobré� postupy na základ¥ trénovacích dat). U£ení m·ºe
být supervised (s u£itelem, kdy E = trénovací data), semi-supervised (systém generuje postupy a n¥co je známkuje)
nebo ne°ízené.

21.2 U£ení zaloºené na konceptu

U£ení se koncept· lze de�novat jako získání vymezení n¥jakého konceptu na základ¥ vzorku pozitivních a negativních
trénovacích p°íklad· (instancí) � trénovacích dat D = 〈xi, yi〉ni=1, kde X = x1, x2, . . . xn jsou atributy a y1 . . . yn ∈
Y = {0, 1} je klasi�kace instancí. Snaºíme se najít cílovou funkci c : X → Y, c(xi) = yi. Hledáme ji nad prostorem
hypotéz (modelem) H; tj. hledáme h ∈ H : h(xi) = c(xi) ∀i ∈ 1, . . . n.

U£ení se koncept· m·ºeme chápat jako vyhledávání. V mnoºin¥ hypotéz se nachází prostor moºností (version space)
� podmnoºina hypotéz konzistentních s trénovacími daty (mnoºina cílových funkcí, které klasi�kují trénovací data
správn¥) V SH,D a v této podmnoºin¥ se n¥kde nachází optimální hypotéza. Pomocí strojového u£ení se jí p°ibliºujeme,
od startovací hypotézy se postupn¥ dostaneme do n¥£eho, co je konzistentní s trénovacími daty, ale ne nutn¥ k optimu.

Hledáme takovou hypotézu, která by odpovídala cílové funkci na v²ech trénovacích p°íkladech: h ∈ H : ∀x ∈
X : h(x) = c(x). Hypotéza, která je �vhodn¥ dobrou� aproximací cílové funkce nad trénovacími daty, bude i �vhodn¥
dobrou� aproximací nad ostatními daty.

Uspo°ádání hypotéz

Zvolme si reprezentaci hypotéz jako n-tici �povolených� hodnot prom¥nných z trénovacích p°íklad·, p°i£emº pro
hypotézu m·ºe být hodnotou:

• Speci�cká hodnota dané prom¥nné (tj. povolená je jedna hodnota)

• �?� (tj. na hodnot¥ této prom¥nné nezáleºí, povolené je v²echno)

• �∅� (tj. nevyhovuje ºádná hodnota této prom¥nné)

Pokud instance x vyhovuje v²emi svými hodnotami prom¥nných povoleným hodnotám pro hypotézu h, potom
h(x) = 1, tj. hypotéza h klasi�kuje x jako pozitivní p°íklad.

Potom nejobecn¥j²í hypotéza je taková, která cokoliv klasi�kuje jako pozitivní p°ípad, tj. (?, ?, ?, . . . , ?) a nejspeci�£t¥j²í
hypotéza taková, která v²e klasi�kuje jako negativní, tj. (∅, ∅, . . . , ∅).

Pro prohledávání prostoru hypotéz máme vodítko: uspo°ádání podle speci�£nosti.

• Hypotéza h ∈ H je obecn¥j²í neº hypotéza j ∈ H (h ≥g j), práv¥ kdyº ∀x ∈ X : j(x) = 1⇒ h(x) = 1 (m·ºeme
°íct, ºe j je speci�£t¥j²í neº h). Relace ≥g je £áste£né uspo°ádání nad prostorem H.

• Hypotéza h ∈ H je striktn¥ obecn¥j²í neº j ∈ H (h >g j), pokud h je obecn¥j²í neº j, ale j není obecn¥j²í neº h.

Je²t¥ de�nujme hranici obecnosti (general boundary) G vzhledem k H a D jako mnoºinu nejobecn¥j²ích hypotéz
z H konzistentních s D. Proti tomu Hranice speci�£nosti (speci�c boundary) S vzhledem k H a D je mnoºina
nejspeci�£t¥j²ích hypotéz z H konzistentních s D.

127
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Algoritmus Find-S

Nalezne nejspeci�£t¥j²í hypotézu, která je²t¥ vyhovuje trénovacím dat·m.

1. Vezmi nejspeci�£t¥j²í hypotézu h ∈ H

2. ∀x pozitivní trénovací p°íklad a ∀ai atribut reprezentace h: pokud hodnota ai u x neodpovídá h, nahra¤ hodnotu
ai v h nejbliº²í obecnou hodnotou, která odpovídá x

3. Po projití v²ech pozitivních p°íklad· vra´ upravené h

Find-S vrátí nejspeci�£t¥j²í hypotézu konzistentní s pozitivními trénovacími p°íklady. Za p°edpoklad·, ºe prohledá-
vaný soubor hypotéz obsahuje cílovou funkci c a trénovací data neobsahují chyby, bude nalezená hypotéza konzistentní
i s negativními trénovacími p°íklady, tj. s celými trénovacími daty.

Je-li víc správných hypotéz, nalezneme takto jen jednu z nich, navíc neodhalíme nekonzistenci trénovacích dat.
Nemusí existovat ani jen jedna nejspeci�£t¥j²í hypotéza.

Problém nalezení v²ech konzistentních hypotéz °e²í algoritmus Candidate-Elimination.

Algoritmus Candidate-Elimination

Algoritmus pracuje s prostorem moºností, ur£eným hranicí obecnosti a hranicí speci�£nosti. To je moºné proto, ºe
platí následující v¥ta:

V¥ta o reprezentaci prostoru moºností: V SH,D = {h ∈ H : ∃s ∈ S, ∃g ∈ G : (g ≥g h ≥g s)}.
Postup algoritmu:

1. Do G,S p°i°a¤ mnoºinu nejobecn¥j²ích, resp. nejspeci�£t¥j²ích hypotéz z H

2. Postupuj p°es trénovací p°íklady d ∈ D:

3. Je-li p°íklad d ∈ D pozitivní:

(a) Odstra¬ z G hypotézy nekonzistentní s d.

(b) Kaºdou s d nekonzistentní hypotézu z S odstra¬ a p°idej do S její minimální zobecn¥ní konzistentní s d,
pro které existuje n¥jaká obecn¥j²í hypotéza v G. Odstra¬ pak z S hypotézy, které jsou obecn¥j²í neº jiné
hypotézy v S.

4. Je-li p°íklad d ∈ D negativní:

(a) Odstra¬ z S hypotézy nekonzistentní s d.

(b) Kaºdou s d nekonzistentní hypotézu z G odstra¬ a p°idej do G její minimální specializaci konzistentní s d,
pro kterou existuje n¥jaká speci�£t¥j²í hypotéza v S. Odstra¬ pak z G hypotézy, které jsou speci�£t¥j²í neº
jiné hypotézy v G.

5. Na konci vra´ G,S jako reprezentaci prostoru moºností.

Induktivní p°edpoklad

R·zné algoritmy r·zným zp·sobem zobec¬ují údaje získané z trénovacích dat, aby byly schopny klasi�kovat i d°íve
nevid¥né p°íklady. Pro zachycení této strategie de�nujme:

• Je-li algoritmus L natrénovaný na datech Dc schopný klasi�kovat instanci xi, je tato klasi�kace (ozn. L(xi, Dc))
induktivn¥ odvoditelná z oné instance a trénovacích dat. Pí²eme (Dc ∧ xi) . L(xi, Dc). To ale je²t¥ neznamená,
ºe je z instance a dat dokazatelná � algoritmus v sob¥ m·ºe obsahovat navíc induktivní p°edpoklad.

• Induktivní p°edpoklad (inductive bias) algoritmu L je minimální mnoºina tvrzení B taková, ºe pro libovolnou
cílovou funkci c de�novanou nad instancemi X a odp. trénovací data Dc platí: ∀xi ∈ X : (B∧Dc∧xi) ` L(xi, Dc),
tj. klasi�kace xi algoritmem L natrénovaným na Dc je dokazatelná z instance, trénovacích dat a induktivního
p°edpokladu.

Algoritmus Candidate-Elimination p°edpokládá, ºe cílovou funkci lze popsat pomocí na²í zvolené reprezentace, tj.
nachází se v na²em prostoru hypotéz: B = {c ∈ H}. Bude-li tento p°edpoklad spln¥n, pak najde optimální hypotézu. Je
jasné, ºe tento p°edpoklad spln¥n nebude, kdyº nap°. dv¥ konkrétní hodnoty n¥jakého atributu budou ur£ovat pozitivní
p°ípady a zbytek negativní. Find-S oproti Candidate-Elimination je²t¥ navíc p°edpokládá, ºe v²echny p°íklady jsou
negativní, pokud jejich prot¥j²ek nep°iná²í novou znalost.

Kdybychom zvolili reprezentaci hypotéz disjunkcemi v²ech moºných hodnot atribut·, tj. nechali induktivní p°edpo-
klad prázdný, Candidate-Elimination nebude schopný zobec¬ovat za hranici trénovacích p°íklad· (nalezená hypotéza
bude £ist¥ disjunkcí v²ech trénovacích p°íklad·).

Pro algoritmy u£ení je tedy t°eba uvaºovat, jak silné mají induk£ní p°edpoklady. Ty jsou n¥kdy velice striktní, jako
v p°ípad¥ Candidate-Elimination, n¥kdy znamenají jen preferenci ur£itého typu hypotéz (nap°. co nejkrat²ích, podle
kritéria Occamovy b°itvy).
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21.3 Rozhodovací stromy

Rozhodovací stromy jsou induktivní algoritmy, vytvo°ené ke klasi�kaci instancí, které popisují pomocí �disjunkce
konjunkcí�. M·ºeme je pouºít, kdyº instance jsou popsány atributy a hodnotami a cílová funkce je diskrétní. V
trénovacích datech m·ºou být i chyby nebo nevypln¥né atributy.

Cílová funkce je tu reprezentována práv¥ rozhodovacím stromem (sekvencí rozhodnutí if-then-else), klasi�kace
se provádí pr·chodem stromu od ko°ene k list·m, p°i£emº se v kaºdém uzlu testuje hodnota jednoho atributu instance
a na jejím základ¥ se ur£í dal²í sm¥r (zvolí se hrana). Kaºdý list ur£uje klasi�kaci instance.

ID3 algoritmus

ID3 je algoritmus, který vytvá°í rozhodovací stromy na základ¥ trénovacích dat. Postupuje top-down � konstruuje
strom od ko°ene. V kaºdém uzlu si klade otázku: Který atribut je nejlep²í pro tento uzel? a °e²í ji statistickým testem
na základ¥ maximální entropie. Po£et v¥tví vedoucích z uzlu je po£et moºných hodnot atributu, takºe ho známe hned
po vytvo°ení uzlu. Trénovací data jsou p°i vytvá°ení d¥lena podle atribut· v daném uzlu.

Pracuje rekurzivn¥:

1. Vy°e²í singulární p°ípady:

(a) V²echna trénovací data jsou pozitivní p°ípady / negativní p°ípady: vytvo°í jednouzlové stromy s (+) nebo
(-).

(b) Nemáme (uº) ºádné atributy: vytvo°í jednouzlový strom s (nej£ast¥j²í hodnota cíl. funkce v relevantní £ásti
trénovacích dat).

2. Vybere atribut A, který nejlépe klasi�kuje trénovací data a:

(a) Pro kaºdou jeho moºnou hodnotu ud¥lá poduzel, rozd¥lí trénovací data podle t¥chto hodnot.

(b) Máme-li pro danou hodnotu atributu trénovací data, volá se rekurzivn¥ (na danou £ást trénovacích dat a
atributy s vynechaným A).

(c) Pokud nejsou trénovací data, vloºí list s (nej£ast¥j²í hodnota cíl. funkce v celých trénovacích datech).

3. Vrátí výsledný (pod)strom.

Prochází se celý hypothesis space, ale hladovým zp·sobem bez backtrackingu. Výstupem je 1 rozhodovací strom,
tj. jedna hypotéza.

Výb¥r nejlep²ího atributu probíhá na základ¥ informa£ního zisku. Který atribut má nejvy²²í informa£ní zisk (míra
o£ekávaného sníºení entropie, vlastn¥ vzájemná informace cílové klasi�kace a atributu), ten je vybrán. Platí: G(D,A) =

H(D)−
∑
v∈values(A)(

|Dv|
|D| ·H(Dv)), kde:

• G(D,A) je informa£ní zisk pro data D a atribut A,

• H(D) je entropie dat D vzhledem k cílové funkci,

• Dv jsou data, která mají hodnotu atributu A rovnou v.

ID3 prochází úplný prostor hypotéz tím, ºe za£íná od nejjednodu²²í a postupn¥ ji zesloºi´uje, netestuje ale zda-
leka v²echny moºnosti. Na rozdíl od p°edchozích algoritm· v kaºdém kroku uvaºuje celá trénovací data. Induktivní
p°edpoklad ID3 je (p°ibliºn¥) preference krat²ích strom·.

Vylep²ení ID3 (zhruba odpovídá algoritmu C4.5)

Jedním z moºných problém· je over�tting, tj. p°íli²né p°izp·sobení se trénovacím dat·m. �ekneme, ºe hypotéza h ∈ H
over�tuje trénovací data, pokud existuje hypotéza h′ ∈ H taková, ºe h má men²í chybu neº h′ na trénovacích datech,
ale na celé distribuci instancí je to naopak.

Vyvarovat se over�ttingu lze pro°ezáváním (pruning) � nahrazením n¥kterých podstrom· listem s nej£ast¥j²í hod-
notou cílové funkce na trénovacích datech. Lze provád¥t bu¤ rovnou zastavením tvorby stromu d°ív, neº dosáhne
ideální klasi�kace trénovacích dat, nebo zp¥tn¥ strom zjednodu²it za pouºití heldout dat pro validaci p°i trénování
(reduced error pruning).

Sloºit¥j²í je strategie rule-post-pruning spo£ívá v následujícím postupu:

1. Vytvo°ení rozhodovacího stromu.

2. Jeho p°evedení na pravidla (po£et pravidel = po£et list·), kdy 1 pravidlo je 1 cesta od listu ke ko°eni.

3. Pro kaºdé pravidlo zahodit ty podmínky, jejichº vyhozením se p°esnost pravidla zlep²í.

4. Pravidla set°ídit podle p°esnosti na trénovacích datech, reálná data klasi�kovat pouºitím pravidel v tomto po°adí.
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Proti pro°ezávání nad stromem nemusíme vyhazovat jen z konce stromu, máme jemn¥j²í rozli²ení.
Je-li n¥který atribut A spojitý (ale cílové ohodnocení stále diskrétní), lze ho p°evést na diskrétní nalezením jednoho

p°ed¥lu, pro který dostaneme nejvy²²í informa£ní zisk.
Má-li atribut více hodnot (nap°. n¥jaké datum), informa£ní zisk ho bude preferovat, coº £asto vede k vytvo°ení

stromu hloubky 1, který funguje jen na trénovací data. Musíme pak zm¥nit test výb¥ru atribut·, místo zisku informace
pouºíváme nap°. ziskový pom¥r (gain ratio):

• Roz²t¥pení informace (split information): SI(D,A) = −
∑
v∈values(A)

|Dv|
|D| log2( |Dv||D| )

• Ziskový pom¥r: GR(D,A) = G(D,A)
SI(D,A) , kde G(D,A) je informa£ní zisk pro trénovací data D a atribut A

Jsou i jiné alternativní zp·soby výb¥ru nejlep²ího atributu, nap°. distance-based measure, kdy se vybírá atribut,
který d¥lí data co nejrovnom¥rn¥ji podle n¥jaké metriky (sm¥rodatná odchylka, Gini koe�cient).

Neznáme-li hodnotu n¥kterého z atribut·, m·ºeme mu p°i°adit nej£ast¥j²í hodnotu, nebo rozhodování rozd¥lit
podle v²ech moºných hodnot a na konci ud¥lat pr·m¥r výsledk· váºený podle jejich pravd¥podobnosti výskytu.

Pokud jsou n¥které atributy d·leºit¥j²í neº jiné, zavádí se cena atributu (cost of the attribute) a jiné kritérium
výb¥ru atributu.

21.4 Neuronové sít¥

Vznik neuronových sítí je motivován biologicky, funkcí mozku jako spojení mnoha neuron·. Um¥lé neuronové sít¥
ale jsou pon¥kud jednodu²²í � jedná se o propojenou mnoºinu jednotek (neuron·), z nichº kaºdá z n¥kolika reálných
hodnot na vstupu vydá jednu reálnou hodnotu na výsupu. �ivé neurony proti tomu vydávají mnohem sloºit¥j²í
elektrické signály.

Neuronová sí´ bývá typicky zapojená jako orientovaný acyklický graf, ale nemusí to být nutné. Tady se ale omezíme
jen na takové sít¥, protoºe na n¥ známe jednoduchý algoritmus trénování � backpropagation.

Neuronové sít¥ jsou vhodné pro sloºitá a potenciáln¥ za²um¥ná vstupní data, jako nap°. vstupy z kamer a mikrofon·
(rozpoznávání °e£i, rozpoznávání obli£ej· apod.). Jsou ale pouºitélná i pro data se symbolickou reprezentací, kde
dosahují výsledk· srovnatelných s rozhodovacími stromy. Cílová funkce m·ºe být reálná i diskrétní a m·ºe jít i o
vektor hodnot. Trénování zpravidla trvá dlouho, ale klasi�kace nových instancí je velmi rychlá. Natrénované hodnoty
se £asto nedají dob°e interpretovat, ale fungují.

Perceptron

Perceptron je vlastn¥ jeden druh neuronu £asto pouºívaného v neuronových sítích. Jde o jednotku, která ze vstupu
x1, . . . , xn spo£ítá hodnotu výstupu o(x1, . . . , xn). Podle druhu výpo£tu rozli²ujeme :

• Lineární perceptron, který po£ítá lineární kombinaci vstup· na základ¥ natrénovaných vah � w0+w1x1+. . . wnxn.
M·ºeme p°idat x0 = 1 a zapsat jeho výpo£et jako o(~x) = ~w · ~x.

• (Základní) prahový perceptron, který po£ítá funkci o(~x) = sgn(~w · ~x) a vrací diskrétní hodnoty −1, 1.

• Sigmoidovou jednotku, který pouºívá sigmoidovou (logistickou) funkci σ(y) = 1
1+e−y a po£ítá o(~x) = σ(~w · ~x). I

kdyº funguje na stejném principu jako dva p°edchozí a vlastn¥ dává podobné výsledky jako prahový perceptron
(její obor hodnot je interval [−1, 1]), podle jména se mezi perceptrony nepo£ítá.

Jak je vid¥t, prostor hypotéz perceptronu je mnoºina v²ech moºných reálných vah (H = {~w|~w ∈ Rn+1}).
Uvaºujme nyní prahový perceptron. Ten se vlastn¥ dá povaºovat za reprezentaci �rozhodující nadroviny� v n-

dimenzionálním prostoru instancí (to jsou vlastn¥ body v n-rozm¥rném prostoru). Vrací 1 pro body, které leºí na
jedné stran¥ nadroviny a −1 pro ty na druhé stran¥. To ale znamená, ºe správn¥ umí klasi�kovat jen problémy, kde
opravdu pozitivní a negativní p°íklady jdou odd¥lit nadrovinou. Takovým problém·m (a mnoºin¥ p°íklad·) se °íká
lineárn¥ separovatelné.

P°. Perceptron se umí nau£it booleovské funkce AND a OR, ale neumí XOR, protoºe není lineárn¥ separovatelná.

Následují dv¥ moºnosti, jak perceptron natrénovat. Dal²í alternativou by bylo i lineární programování, ale to
funguje jen v lineárn¥ separovatelném p°ípad¥ a navíc se nedá pouºít jako základ pro sloºit¥j²í sít¥.

Perceptron Training Rule

Nejjednodu²²ím zp·sobem, jak natrénovat váhy (prahového) perceptronu, je pouºít perceptron training rule � za£neme
s náhodnými vahami a iterativn¥ zkou²íme klasi�kovat trénovací p°íklady a jakmile dojde ke ²patné klasi�kaci, váhy
zm¥níme. Formáln¥ v kaºdém kroku provedeme:

wi := wi + ∆wi, kde ∆wi = η(t− o)xi

http://wiki.matfyz.cz.org/wiki/wen:Gini_coefficient
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Hodnota o je výstup perceptronu a t správná klasi�kace. Hodnot¥ η °íkáme learning rate � ur£uje, jak ost°e nové
p°íklady ovliv¬ují p·vodní hodnoty vah. V¥t²inou je nastavená na n¥jakou malou hodnotu, m·ºeme ji i sniºovat s
po£tem iterací.

V p°ípad¥, ºe trénovací p°íklady jsou lineárn¥ separovatelné, takovýto algoritmus po kone£ném po£tu iterací dojde
k vektoru vah, se kterým perceptron správn¥ klasi�kuje v²echny trénovací p°íklady.

Gradient Descent (Delta Rule)

Jiný zp·sob je gradient descent (klesání podle gradientu). Uvaºujme nyní lineární perceptron, abychom mohli snadno
derivovat. Stanovíme si funkci, která hodnotí trénovací chybu hypotézy (tj. vektoru vah) E(~w) a iterativn¥ budeme
hledat, kterým sm¥rem jde gradient a vydáme se p°esn¥ opa£ným (tj. proti sm¥ru nejv¥t²ího r·stu funkce). Tak
dojdeme pro �hezké funkce� do místa, kde je gradient nulový a tedy je tam (bohuºel jen lokální) minimum chybové
funkce. Pro lineárn¥ separovatelné trénovací instance bychom se m¥li dostat k nulové chyb¥, ale i pro neseparovatelné
dostaneme (snad) to nejlep²í, co m·ºeme. Velmi vhodnou funkcí trénovací chyby je:

E(~w) = 1
2

∑
d∈D(td − od)2, kde D jsou trénovací data a td, od skute£ná hodnota a výstup perceptronu jako v

p°edchozí sekci.

Potom metoda gradient descent postupuje stejn¥ iterativn¥ jako v p°edchozím p°ípad¥:

wi := wi + ∆wi, kde ∆wi = −η∇E(~w) (bereme záporný gradient, takºe jdeme opa£ným sm¥rem)

Pokud si upravovací pravidlo rozloºíme na jednotlivé sloºky, m·ºeme vypo£ítat:

∆wi = −η ∂E∂wi a
∂E
∂wi

= ∂
∂wi

1
2

∑
d∈D(td − od)2 = 1

2

∑
d∈D 2(td − od) ∂

∂wi
(td − ~w · ~xd) =

∑
d∈D(td − od)(−xid)

xid zna£í vstup xi v trénovacím p°íkladu D. Dosazení do p·vodní rovnice dává pravidlo:

∆wi = η
∑
d∈D

(td − od)xid

Pro zrychlení výpo£tu a sníºení rizika �zamrznutí� v lokálním minimu se pouºívá stochastická aproximace (inkrementální
nebo stochastický gradient descent), kdy váhy upravuji ne podle gradientu na celých trénovacích datech, ale jen s p°i-
hlédnutím k jednomu trénovacímu p°íkladu :

∆wi = η(t− o)xi
Protoºe prahový perceptron £ist¥ vrací znaménko výstupu lineárního perceptronu, je moºné perceptron natrénovat

touto metodou jako lineární a pak pouºít prahy (ale pozor, neminimalizujeme po£et ²patn¥ klasi�kovaných p°íklad·
prahového perceptronu, ale sumu chyby lineárního perceptronu, coº nemusí vést ke stejným výsledk·m).

Neuronová sí´

Perceptrony se dají spojovat do sítí a potom jsou schopny se nau£it i lineárn¥ neseparovatelné problémy (to ale
neplatí o lineárních perceptronech � lineární kombinace lineárních kombinací je po°ád lineární kombinace). Protoºe
sí´ovat lineární perceptrony tedy nemá smysl a prahové perceptrony pouºívají funkci, která se nedá dob°e derivovat,
pouºijeme sigmoidové jednotky. Derivace sigmoidové funkce je totiº σ′(y) = σ(y)(1−σ(y)). N¥kdy se pouºívá i varianta
sigmoidové funkce s e−k·y nebo funkce tanh.

Takovéto jednotky m·ºeme tedy zasadit do sít¥ ve tvaru acyklického grafu. Trénování vah ale pak bude sloºit¥j²í,
pouºívá se na to algoritmus backpropagation.

Algoritmus backpropagation

Máme-li pevn¥ dánu mnoºinu jednotek a jejich spojení, která má libovolný po£et vstup· a výstup·, m·ºeme natrénovat
váhy kaºdého vstupu pomocí algoritmu backpropagation. Pouºíváme p°itom stejných my²lenek jako u gradient descent,
kdyº se snaºíme minimalizovat chybovou funkci:

E(~w) = 1
2

∑
d∈D

∑
k∈Out(tkd − okd)2 � jde o stejnou funkci jako p°edtím, jen upravenou pro mnoºinu výstup· Out.

Stejn¥ jako p°edtím prohlédáváme prostor hypotéz de�novaný v²emi moºnými vektory vah a máme garantovanou
konvergenci k lokálnímu minimu chybové funkce. Algoritmus vypadá (ve stochastické aproximaci) následovn¥ (xji je
vstup z i-té jednotky do j-té a wji odpovídající váha):

1. Inicializuje v²echny váhy malými náhodnými £ísly

2. Dokud není spln¥na n¥jaká podmínka konvergence, opakuje (pro jednotlivé trénovací p°íklady 〈~x,~t〉, m·ºe je
procházet i víckrát):

(a) Propaguje vstup dop°edu sítí � vloºí ~x na vstup a spo£ítá výstup ou z kaºdé jednotky u v síti
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(b) Propaguje chyby a úpravy vektor· vah zpátky:

i. Pro kaºdou výstupní jednotku k spo£te chybu δk = ok(1− ok)(tk − ok)

ii. Pro kaºdou vnit°ní (skrytou) jednotku h spo£te chybu δh = oh(1− oh)
∑
j∈Downstream(h) wjhδj

iii. Upraví v²echny váhy v síti wji = wji + ∆wji, kde ∆wji = ηδjxji

Downstream(h) zna£í v²echny jednotky, jejichº vstupy jsou p°ímo napojené na výstup jednotky u. Pokud jednotky
nejsou spojené cyklicky, lze najít takové po°adí jednotek, ve kterém lze spo£ítat hodnotu δh pro v²echny.

Pro upravovací pravidla vycházíme z gradientové metody, která by pro sloºit¥j²í sí´ m¥la ve stochastické variant¥
být ∆wji = −η ∂Ed∂wji

pro na²i chybovou funkci de�novanou výstupem pro instanci d.

• Protoºe wji ovliv¬uje zbytek sít¥ jen prost°ednictvím uzlu j, m·ºeme pouºít °etízkové pravidlo a ∂Ed
∂wji

=
∂Ed
∂In(j)

∂In(j)
∂wji

= ∂Ed
∂In(j)xji, kde In(j) =

∑
i∈Upstream(j) wjixji a Upstream(j) jsou v²echny jednotky, jejichº výstupy

jsou napojené na vstup j-té jednotky. De�nujeme δj = − ∂Ed
∂In(j) .

• Pro výstupní jednotky z podobné úvahy vyplyne, ºe ∂Ed
∂In(j) = ∂Ed

∂oj

∂oj
∂In(j) a z toho � z de�nice chybové funkce

(v²echny £ásti její sumy krom j-tého výstupu budou mít nulové derivace) a z de�nice sigmoidové funkce (oj =
σ(In(j))) � spo£teme δj = (tj − oj)oj(1− oj).

• Podobn¥ i pro skryté jednotky ∂Ed
∂In(j) =

∑
k∈Downstream(j)

∂Ed
∂In(k)

∂In(k)
∂oj

∂oj
∂In(j) , protoºe skrytá jednotka ovliv¬uje

chybu jen p°es své p°ímé výstupy; dostáváme rekurentní vzorec. Protoºe jediný vstup do k, který se m¥ní v
závislosti na j, je wkjxkj , ale vlastn¥ xkj = oj , je

∂In(k)
∂oj

= wkj . Poslední £len °etízku spo£teme stejn¥ jako pro
výstupní jednotky a z toho δj = oj(1− oj)

∑
k∈Downstream(j) δkwkj .

Vlastnosti neuronových sítí

Induktivní p°edpoklad algoritmu backpropagation se dá stanovit p°esn¥ jen t¥ºko, intuitivn¥ jde ale o cca lineární
interpolaci mezi trénovacími p°íklady jako body n-rozm¥rného prostoru.

Garance pouze lokálního minima v praxi aº tolik nevadí � díky tomu, ºe máme víc vah, je také mén¥ pravd¥podobné,
ºe bude lokální minimum ve v²ech rozm¥rech vektoru. Inicializujeme-li malými hodnotami vah, bude výstup díky
vlastnostem sigmoidové funkce p°ibliºn¥ lineární kombinace, aº se zvý²ením vah dostaneme výraznou nelinearitu.

Varianta algoritmu je²t¥ p°idává moment (α) a úprava vah £áste£n¥ závisí na p°edchozí iteraci, £ímº se snaºí
p°edejít zamrznutí v lokálním minimu (má pak ur£itou �setrva£nost�):

∆wji(n) = ηδjxji + α∆wji(n− 1)

M·ºeme zkusit také natrénovat více sítí s lehce odli²nými po£áte£ními vahami a vybrat si tu nejlep²í.
Neuronová sí´ rozd¥lená do vrstev, v rámci nichº nejsou spoje, je schopná:

• S dv¥ma vrstvami p°esn¥ simulovat libovolnou boolovskou funkci (aº na to, ºe po£et pot°ebných jednotek m·ºe
být aº exponenciální v po£tu vstup·)

• Spojité funkce lze aproximovat dv¥ma vrstvami do libovolné p°esnosti, kdyº první vrstva jsou sigmoidy a druhá
lineární perceptrony.

• Libovolná funkce je aproximovatelná t°ema vrstvami � dv¥ma sigmoidovými a jednou lineární.

Konvergence a over�tting

Neuronová sí´ má velkou volnost v nastavování vah, proto m·ºe aº p°íli² p°esn¥ aproximovat trénovací data, £ímº se
ztrácí pouºitelnost na data nová. Podmínku konvergence je t°eba volit �rozumn¥�:

• Samotné £ekání, aº zm¥ny vah budou dostate£n¥ malé, v¥t²inou nesta£í.

• Je vhodné nap°. penalizovat p°íli² velké váhy (po kaºdé iteraci je tro²ku sniºovat), £ímº podporujeme �lineárn¥j²í�
rozhodovací funkce.

• Velmi úsp¥²né je krom¥ trénování zárove¬ testovat sí´ na dal²í datové mnoºin¥ a pamatovat si váhy, které na ní
m¥ly nejmen²í chybu. Pokud se chyba na této mnoºin¥ výrazn¥ zvý²í oproti nejlep²í hodnot¥, trénování skon£í a
vezmeme váhy s nejmen²í chybou na ladící mnoºin¥.

• P°edchozí metodu lze provád¥t i k°íºovou validací (rozd¥lím trénovací data na k mnoºin a pouºiji v kaºdém
kroku k − 1 z nich na trénování a zbylou na testování)
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21.5 U£ení zaloºené na p°íkladech

Hlavní my²lenka u£ení zaloºeného na p°íkladech (instance-based learning) zní: který trénovací p°íklad je nejbliº²í
aktuální testovací instanci? V pam¥ti vºdy uchováváme v²echny trénovací p°íklady, kdykoliv lze p°idat dal²í a pro
kaºdý testovací p°íklad v nich hledám ty nejpodobn¥j²í. Proto je nutné zavést míru závislosti p°íklad·. Lze nap°.
pouºít euklidovskou míru d(x, y) =

√∑n
i=1(ai(x)− ai(y))2, ale není to nutné. Cílová funkce m·ºe být diskrétní (s def.

oborem V = {v1, . . . , vn}) nebo spojitá.

K-nearest neighbor

K-nearest neighbor nebo k-nn je algoritmus typu instance-based learning. Po£ítám s uloºenými trénovacími daty E v
pam¥ti. Postup pro n¥jakou testovací instanci xq:

• Je-li xq ∈ E, potom mám p°ímo hodnocení.

• Jinak najdu k nejbliº²ích x1, . . . , xk ∈ E a:

� Pro diskrétní cílovou funkci f̂(xq) = argmaxv∈V
∑k
i=1 δ(v, f(xi)), kde δ = 1 pro stejné hodnoty argument·,

a 0 pro r·zné (tj. p°i°adím xq takovou hodnotu, kterou má nejvíce z on¥ch k soused·).

� Pro spojitou cílovou funkci f̂(xq) =
∑k
i=1 f(xi)

k , tj. ud¥lám pr·m¥r hodnocení.

K-nn nikdy nepo£ítá explicitní obecnou hypotézu, pracuje jen v kontextu. Pro k = 1 de facto odpovídá Voronoi
diagramu. Vylep²ením m·ºe být váºení podle vzdáleností (distance-weighted k-nn), kde:

• V diskrétním p°ípad¥ f̂(xq) = argmaxv∈V
∑k
i=1 wi · δ(v, f(xi)), kde navíc wi = 1

d(xq,xi)2
.

• Ve spojitém p°ípad¥ f̂(xq) =
∑k
i=1 wif(xi)∑k

i=1 wi
.

Díky váºení m·ºeme takhle jít dokonce p°es celá trénovací data (globální (Shepardova) metoda).
Algoritmus je robustní vzhledem k ²umu v trénovacích datech. Problémem je pomalý výpo£et vzdáleností ke v²em

trénovacím dat·m, pro zrychlení se vytvá°í indexy, pomocí k-d strom·. Problém je taky, kdyº mám hodn¥ atribut· a
relevantních jen pár. Pak je metrika vzdáleností zavád¥jící � i kdyº se shodují d·leºité atributy, mohou být od sebe
instance v ostatních atributech �daleko�. �e²ením je váha atribut·.

Lokáln¥ váºená lineární regrese

Lokáln¥ váºená lineární regrese (locally weighted linear regression) je konstrukce lokální aproximace cílové funkce na
okolí kolem testovacího p°íkladu. Pouºívá se £asto ve statistice. Pouºívají se ale i jiné neº lineární funkce. De�nujeme:

• Regrese je aproximace reálné funkce.

• Reziduum je odchylka aproximace od reálné funkce, tj. f̂(x)− f(x).

• Jádro (kernel function) je funkce K vzdálenosti d za ú£elem získání váhy trénovacích p°íklad· wi = K(d(xi, xq)).
�asto je to gaussovská funkce se st°ední hodnotou µ a rozptylem σ2.

Aproximace hodnotící funkce se provádí ve tvaru: f̂(x) = w0 + w1a1(x) + · · · + wnan(x) (kde ai(x) je hodnota
i-tého atributu p°íkladu). Úkolem je pak najít taková wi, která minimalizují chybovou funkci. K tomu slouºí metoda
gradient descent. Chybová funkce se volí tak, aby byla jen lokální, máme tu t°i moºnosti (z nichº ta poslední je
nejvýhodn¥j²í). Nech´ NNk(xq) je mnoºina k nejbliº²ích soused· xq:

1. E1(xq) = 1
2

∑
x∈NNk(xq)

(f̂(x)− f(x))2

2. E2(xq) = 1
2

∑
x∈D(f̂(x)−f(x))2 ·K(d(xq, x)) � nejp°esn¥j²í, ale výpo£etní sloºitost závisí na velikosti trénovacích

dat |D|.

3. E3(xq) = 1
2

∑
x∈NNk(xq)

(f̂(x) − f(x))2 ·K(d(xq, x)) � toto je vhodná aproximace druhého p°ístupu, výpo£etní
sloºitost závisí jen na k.

21.6 Vyhodnocování hypotéz

Hypotéza, kterou nám vydá algoritmus u£ení, nemusí být vhodná. Je proto pot°eba um¥t hypotézy ov¥°ovat a p°ípadn¥
porovnávat � ostatn¥ i n¥které algoritmy u£ení (jako rule-post-pruning u rozhodovacích strom·) v sob¥ porovnávání
hypotéz p°ímo obsahují.

http://wiki.matfyz.cz.org/wiki/#Gradient_Descent_(Delta_Rule)
http://wiki.matfyz.cz.org/wiki/#Vylep�en�_ID3_(zhruba_odpov�d�_algoritmu_C4.5)
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Statistická formalizace pro diskrétní hypotézy

M¥jme mnoºinu v²ech moºných datových instancí X, kterou budeme povaºovat za náhodnou veli£inu s rozd¥lením D.
Nad instancemi X je de�novaná cílová funkce f , kterou aproximujeme hypotézami.

Pro hypotézu h de�nujme:

• Chybu na datech (sample error) errorS(h) jako £ást vzorku dat S, které h ohodnotí ²patn¥, tj. errorS(h) = r/n
pro r ²patn¥ ohodnocených instací z n celkem.

• Skute£nou chybu (true error) errorD(h) jako pravd¥podobnost p, ºe h ohodnotí ²patn¥ náhodn¥ vybranou instanci
z D.

Chceme znát skute£nou chybu, ale m·ºeme ji jen odhadnout za pomoci chyby na datech. Skute£ná chyba je
vlastn¥ náhodná veli£ina z alternativního rozd¥lení s parameterem p. Na základ¥ náhodného výb¥ru (nezávislých stejn¥
rozd¥lených náhodných veli£in) o velikosti n pak tento parametr odhadujeme. Ná² odhad, funkce náhodného výb¥ru,
je dal²í náhodná veli£ina. U takového odhadu je t°eba dbát na:

• Vychýlení (bias) � je t°eba, aby st°ední hodnota na²eho odhadu se rovnala st°ední hodnot¥ p·vodní náhodné
veli£iny (tj. abychom m¥li nulový bias).

• Rozptyl � £ím men²í rozptyl, tím lep²í odhad, protoºe tak dostáváme men²í o£ekávanou odchylku od skute£né
hodnoty parametru.

Podmínka nezávislosti je d·leºitá, jinak nelze provést nevychýlený odhad (tj. netestovat na trénovacích datech,
protoºe nejsou nezávislá!).

Vezmeme-li n nezávislých pokus·, které s pravd¥podobností p dopadnou ²patn¥, potom po£et r pokus·, které
selhaly, je binomicky rozd¥lená náhodná veli£ina. Odhad p jako r/n je nevychýlený, protoºe st°ední hodnota binomicky
rozd¥lené veli£iny je E(r) = np, tj. E(r/n) = p. Víme, ºe Var(r) = np(1− p). Rozptyl odhadu errorS(h) = r/n potom
je:

Var(errors(h)) =
Var(r)

n2
=
p(1− p)

n
≈ errorS(h)(1− errorS(h))

n
(Oboustranný) interval spolehlivosti (pro danou pravd¥podobnost) ur£uje interval, ve kterém se podle na²eho

odhadu bude s danou pravd¥podobností N nacházet skute£ná hodnota neznámého parametru � je to interval, ve
kterém se na ob¥ strany od na²eho odhadu nachází dané procento pravd¥podobnostní masy z rozd¥lení, které má
ná² odhad. Protoºe to je pro binomické rozd¥lení p°íli² namáhavé ur£it, pom·ºeme si za p°epokladu, ºe ná² vzorek je
dostate£n¥ velký (n > 30), podle Centrální limitní v¥ty aproximací normálním rozd¥lením a platí:

P (errorD(h) ∈
(

errorS(h)± zN
√

errorS(h)(1−errorS(h))
n

)
) = N , kde zN jsou kvantily normálního rozd¥lení.

Typicky se pouºívá N = 0.95. Je moºné pouºívat i jednostranné intervaly spolehlivosti, nap°. pro ov¥°ení, jaká je
pravd¥podobnost, ºe chyba bude v¥t²í neº ur£itá konstanta.

Rozdíl chyby dvou hypotéz

Pro porovnání dvou r·zných hypotéz (nap°. p°i pro°ezávání rozhodovacích strom·) se vlastn¥ odhaduje rozdíl jejich
chyb d ≡ errorD(h1) = errorD(h2). To m·ºeme provést pomocí dvou nezávislých náhodných výb¥r· S1, S2 a d̂ ≡
errorS1

(h1) = errorS2
(h2). d̂ je nevychýlený odhad d.

Pokud uvaºujeme dost velké náhodné výb¥ry S1, S2, m·ºeme povaºovat odhady errorS1
(h1) a errorS2

(h2) za p°i-
bliºn¥ normáln¥ rozd¥lené náhodné veli£iny. Jejich rozdíl pak bude taky normáln¥ rozd¥lený a roztpyl bude odpovídat
sou£tu rozptyl·, coº nám dává i intervaly spolehlivosti. V typickém p°ípad¥ S1 = S2 a pak rozptyl typicky bude men²í
neº tento odhad, ale po°ád je moºné s ním takto po£ítat.

M·ºeme takto i spo£ítat, jaká je pravd¥podobnost, ºe jedna z hypotéz dává v¥t²í chybu � je to P (d > 0) = P (d̂ <

E(d̂) + d̂), coº nám dává jednostranný interval a sta£í ur£it jeho masu pravd¥podobnosti.

Porovnávání algoritm·

Chceme-li porovnat nejen hypotézy, ale který ze dvou algoritm· u£ení LA, LB dosáhne v pr·m¥ru lep²í aproximace
n¥jaké cílové funkce f , musíme odhadnout pr·m¥rný rozdíl výkonu d p°es v²echny n-prvkové trénovací mnoºiny z
distribuce D. V praxi ale máme jen trénovací data S a testovací data T , takºe ná² odhad bude:

d̂ = errorT (LA(S))− errorT (LB(S))

Pro zlep²ení tohoto odhadu se £asto pouºívá k°íºová validace � rozd¥lení dat D do k disjunktivních mnoºin a
provedení k test·, kdy se pokaºdé pouºije jiná z mnoºin jako testovací data v²echny zbylé jako trénovací data. Odhad
chyby d̄ je pr·m¥r chyb d̂i p°es v²ech k mnoºin. Rozptyl tohoto odhadu se stanoví jako výb¥rový rozptyl:

s2
d̄ =

1

k(k − 1)

k∑
i=1

(d̂i − d̄)2

http://wiki.matfyz.cz.org/wiki/wen:Bernoulli_distribution
http://wiki.matfyz.cz.org/wiki/wen:Binomial_distribution
http://wiki.matfyz.cz.org/wiki/wen:Central_limit_theorem
http://wiki.matfyz.cz.org/wiki/wen:Gaussian_distribution
http://wiki.matfyz.cz.org/wiki/wen:Sample_variance
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Interval spolehlivosti tohoto odhadu se pak stanoví jako P (d ∈
(
d̄± tN,k−1sd̄

)
) = N , kde tN,k−1 jsou kvantily t-

rozd¥lení o k − 1 stupních volnosti.
Krom¥ k°íºové validace je také moºné vybírat testovací podmnoºinu z dat, která máme k dispozici, úpln¥ náhodn¥

a opakovat testy libovoln¥krát, ale testovací mnoºiny uº nebudou nezávislé, protoºe se d°ív nebo pozd¥ji stane, ºe
n¥které prvky vyberu víckrát.

21.7 Výpo£etní aspekty strojového u£ení
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Kapitola 22

Státnice I3: Stochastické metody a jejich

aplikace v po£íta£ové lingvistice

22.1 Teorie informace

Pravd¥podobnost

Jev, pravd¥podobnost

Jev A je podmnoºina libovolných výstup· (nap°. n¥jakého experimentu) � sample space Ω. Prostor jev· 2Ω je mnoºina
v²ech moºných jev·.

Pravd¥podobnost je zobrazení p : 2Ω → [0, 1], pro kterou platí:

• p(Ω) = 1,

• pro Ai, i ∈ I takové, ºe Aij ∩Aik = ∅ platí p(∪Ai) =
∑
i p(Ai)

D·sledky � p(∅) = 0, p(Ā) = 1− p(A), A ⊆ B ⇒ p(A) ≤ p(B),
∑
a∈Ω p(a) = 1.

Spojená a podmín¥ná pravd¥podobnost

Spojená (joint) pravd¥podobnost dvou jev· A,B je p(A,B) = p(A ∩ B) . Podmín¥ná pravd¥podobnost (pravd¥po-
dobnost A, jestliºe B uº nastalo) je:

p(A|B) =
p(A,B)

p(B)

P°ímým d·sledkem je °et¥zové pravdilo: p(A1, A2, . . . , An) = p(A1|A2, . . . , An) · p(A2|A3, . . . , An) · · · · · p(An)

Bayesova v¥ta

Bayesova v¥ta vychází z toho, ºe p(A|B) · p(B) = p(B|A) · p(A) coº plyne z p(A,B) = p(B,A). Proto platí:

p(A|B) = p(B|A) · p(A)

p(B)

Pokud p(A|B) = p(B) jsou A a B nezávislé jevy.
Zlaté pravidlo statistického zpracování jazyka se hodí pro zji²t¥ní, který jev A je nejpravd¥podobn¥j²í za p°edpo-

kladu, ºe nastalo B a nelze dob°e odhadnout p(A|B). P°es v²echny jevy A:

arg max
A

p(A|B) = arg max
A

p(B|A) · p(A)

p(B)
= arg max

A
p(B|A)p(A)

Náhodné veli£iny, rozd¥lení

Náhodná veli£ina je funkce X : Ω→ Q (£asto Q ≡ R, nebo jde o spo£etnou mnoºinu pro diskrétní náhodné veli£iny).
St°ední (o£ekáváná) hodnota je pr·m¥r náhodné veli£iny � v diskrétním p°ípad¥ vychází E(X) =

∑
x∈X(Ω) x · pX(x).

Rozd¥lení (distribuce) pravd¥podobnosti potom je funkce pX(x) = p(X = x) def= p(AX), kde AX = {a ∈ Ω|X(a) =
x}.

Spojené rozd¥lení je pX,Y (x, y) a podmín¥né rozd¥lení je pX|Y (x|y). Bayesova v¥ta a °et¥zové pravidlo platí i pro
rozd¥lení.

�astá rozd¥lení pravd¥podobnosti:

• u diskrétních náhodných veli£in je nej£ast¥j²í binomické � p(r|n) =
(
n
r

)
/2n

• u spojitých veli£in normální (Gaussovo) � p(x|µ, σ) = (σ
√

2π)−1 · exp(− (x−µ)2

2σ2 ).

137
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Entropie

Entropie je míra nejistoty. Ozna£uje nejmen²í pr·m¥rný po£et bit· pot°ebný k zakódování �zprávy� � výstupu n¥jaké
náhodné veli£iny. M¥jme pX(x) distribuci náhodné veli£iny X, jejíº hodnoty jsou v mnoºin¥ Ω. Potom se entropie
spo£ítá následovn¥:

H(X) = −
∑
x∈Ω

p(x) log2 p(x)

Jednotky entropie jsou bity (pouºíváme-li dvojkový logaritmus). Alternativní notace: H(X) = Hp(X) = H(p) =
HX(p) = H(pX). Platí, ºe H(p) = 0 pokud známe výsledek p°edem, tj. ∃x ∈ Ω : p(x) = 1 ∧ ∀y ∈ Ω, y 6= x : p(y) = 0.
Horní hranice hodnot není, ale |Ω| = n : H(p) ≤ log2 n.

Alternativní de�nice: protoºe E(X) =
∑
x∈Ω pX(x) · x, platí pro náhodnou veli£inu X → Ω, ºe H(pX) =

−
∑
x∈Ω pX(x) log2 pX(x) =

∑
x∈Ω pX(x) log2( 1

pX(x) ) = E(log2( 1
pX(x) )).

Perplexity je jiné vyjád°ení míry nejistoty � G(p) = 2H(p).

Spojená a podmín¥ná entropie

Spojená entropie dvou náhodných veli£in X → Ω, Y → Ψ se po£ítá tak, ºe povaºujeme (X,Y ) za jeden jev. Potom
H(X,Y ) = −

∑
x∈Ω

∑
y∈Ψ p(x, y) log2 p(x, y).

Podmín¥ná entropie se de�nuje jako H(Y |X) def=
∑
x∈Ω p(x) ·H(Y |X = x). Protoºe p(x) · p(y|x) = p(x, y), dá se to

ekvivalentn¥ zapsat následujícím zp·sobem:

−
∑
x∈Ω

p(x)
∑
y∈Ψ

p(y|x) log2 p(y|x) = −
∑

x∈Ω,y∈Ψ

p(x, y) log2 p(y|x)

Vlastnosti entropie

• Je nezáporná (p(x) ≥ 0, log2 p(x) ≤ 0).

• �et¥zové pravidlo: H(X,Y ) = H(Y |X) +H(X) (z de�nice a vlastností logaritmu)

• Podmín¥ná entropie je men²í nebo rovna neº nepodmín¥ná. Z toho H(X,Y ) ≤ H(X) + H(Y ), rovnost pro
nezávislé jevy.

• H(p) je konkávní funkce (∀x, y ∈ (a, b),∀λ ∈ [0, 1] : f(λx+ (1− λ)y) ≥ λf(x) + (1− λ)f(y)).

Relativní entropie

Kullback-Leibler divergence (distance)/relativní entropie pro odhad pravd¥podobnostního rozd¥lení q a skute£né roz-
d¥lení p nad stejným sample space Ω je:

D(p||q) =
∑
x∈Ω

p(x) log2

(
p(x)

q(x)

)
= Ep log2

(
p(x)

q(x)

)

Tato funkce není symetrická a nespl¬uje trojúhelníkovou nerovnost, ale je dobré jí uvaºovat jako vzdálenost. Po£et
bit· pro zakódování dat z p, pouºíváme-li q, lze vyjád°it jako H(p) +D(p||q).

Vlastnosti relativní entropie

Informa£ní nerovnost:
D(p||q) ≥ 0

D·kaz plyne z Jensenovy nerovnosti � pro p(x), náhodnou veli£inuX on Ω a konvexní funkci f platí, ºe f
(∑

x∈Ω p(x) · x
)
≤∑

x∈Ω p(x)f(x). Jensenovu nerovnost lze ov¥°it indukcí nad |Ω| za pouºití de�nice konvexity funkce. Pak sta£í vzít
0 = − log 1 = − log

∑
x∈Ω q(x) = − log

∑
x∈Ω p(x) q(x)

p(x) a pouºít Jensenovu nerovnost.
Dále platí:

• Platí nerovnost sumy logaritm· pro ri, si ≥ 0:
∑n
i=1(ri log

(
ri
si

)
) ≤ (

∑n
i=1 ri) · log

(∑n
i=1 ri∑n
i=1 si

)
. Z toho D(p||q) je

konvexní v p, q.

• Pro rozd¥lení p a rovnom¥rné rozd¥lení u nad Ω platí: H(p) ≤ log2 |Ω|, H(X) = log2 |Ω| − D(p||u), H(p) je
konkávní.
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Vzájmená informace

Vzájemná informace dvou náhodných veli£in X,Y je:

I(X,Y ) = D(p(x, y)||p(x)p(y))

M¥°í, kolik v pr·m¥ru Y p°ispívá k zjednodu²ení predikce X (o kolik bit· se sníºí entropie), nebo o kolik se p(x, y)
odchyluje od p(x) · p(y). Alternativní zápis je:

I(X,Y ) =
∑
x∈Ω

∑
y∈Ψ

p(x, y) log2

(
p(x, y)

p(x) · p(y)

)

Platí:
I(X,Y ) = H(X)−H(X|Y ) = H(Y )−H(Y |X)

Protoºe p(x, y)/p(x) v p°edchozím vzorci se dá díky de�nici podmín¥né pravd¥podobnosti vy£lenit jako −H(Y |X),
zbývající 1/p(x) se dá p°epsat na rozdíl dvou logartim· a

∑
y∈Ψ p(x, y) = p(x) z n¥j dá H(X).

Dal²í vlastnosti:

• I(X,Y ) = H(X) +H(Y )−H(X,Y )

• I(X,X) = H(X) (protoºe H(X|X) = 0)

• I(X,Y ) = I(Y,X)

• I(X,Y ) ≥ 0 (z Informa£ní nerovnosti)

K°íºová entropie

Odhadujeme skute£né rozd¥lení pravd¥podobnosti r rozd¥lením p (na základ¥ vzorku pozorování T ) a pot°ebujeme
znát p°esnost aproximace. Nemáme skute£né p, takºe ho simulujeme dal²í mnoºinou vzork· T ′ (s rozd¥lením p′).
K°íºová entropie se pak vypo£ítá jako:

Hp′(p) = −
∑
x∈Ω

p′(x) log2 p(x)

V praxi se více pouºívá podmín¥ná k°íºová entropie. Testujeme rozd¥lení p(y|x) proti p′(x, y) (z nezávislých dat
T ′):

Hp′(p) = −
∑
y∈Ψ

x∈Ω

p′(x, y) log2 p(y|x) = − 1

|T ′|

|T ′|∑
i=1

log2 p(yi|xi)

K°íºová entropie Hp′(p) m·ºe být niº²í, vy²²í neº i rovna entropii odhadu rozd¥lení H(p). Pouºívá se k porovnávání
odhad· � lep²í odhad má niº²í k°íºovou entropii na testovacích datech.

22.2 Bayesovské u£ení

Bayesovské u£ení je jiný p°ístup k odhadování pravd¥podobnosti jev· neº na základ¥ frekvence výskytu: pouºíváme
navíc apriorní p°edpoklad (nap°. p°edpoklad známého rozd¥lení náhodné veli£iny apod.), který na základ¥ pozorova-
ných dat upravujeme. Hledaný jev (hypotéza) p°itom m·ºe být nap°. klasi�ka£ní funkce strojového u£ení nebo n¥jaký
neznámý parametr pravd¥podobnostního modelu. Úpln¥ p°esn¥ odpovídá Zlatému pravidlu NLP.

De�nujeme:

• p(h) � apriorní pravd¥podobnost jevu h. Toto je ná² apriorní p°edpoklad, nezávisí na datech.

• p(D) � pravd¥podobnost výskytu pozorovaných dat D bez znalosti pravd¥podobnosti jev· (na²testí díky Zla-
tému pravidlu není moc pot°eba ji znát).

• p(D|h) � podmín¥ná pravd¥podobnost výskytu dat D, nastal-li jev h.

• p(h|D) � aposteriorní pravd¥podobnost, pravd¥podobnost jevu h za p°edpokladu, ºe máme pozorovaná data D.

Zajímá nás práv¥ p(h|D) . Z Bayesovy v¥ty plyne, ºe p(h|D) = p(D|h)p(h)
p(D) .



140 KAPITOLA 22. STOCHASTICKÉ METODY

Hledáme-li jev s maximální aposteriorní pravd¥podobností (maximální aposteriorní hypotézu), pak m·ºeme podle
Zlatého pravidla pouºít vzorec:

hMAP = arg max
h∈H

p(D|h)p(h)

Pokud jsou apriorní pravd¥podobnosti v²ech jev· stejné (tj. apriorní p°edpoklad je rovnom¥rné rozd¥lení), pak
maximáln¥ vhodná hypotéza (maximum likelihood hypothesis) je:

hML = arg max
h∈H

p(D|h)

Bayesovské rozhodovací pravidlo (nebo optimální bayesovské rozhodnutí) velí vybrat práv¥ hMAP ze v²ech moº-
ných hypotéz.

P°íklad

M¥jme medicínský diagnostický test, který pro ur£ité onemocn¥ní vyjde pozitivn¥ (•) nebo negativn¥ (◦), a dva jevy
(hypotézy) � pacient bu¤ má (h+ ) nebo nemá (h− ) danou nemoc. Apriorní p°edpoklad je, ºe 0.8% populace má
tuto nemoc.

Testy mají omezenou spolehlivost:

platí h+ platí h−
pozitivní test (◦) 98% 3%
negativní test (•) 2% 97%

Potom u pacienta s pozitivním výsledkem testu (tj. pozorovaných dat D ) najdeme hMAP :

1. pravd¥podobnost, ºe tento pacient má danou nemoc je p(•|h+)p(h+) = 0.98 · 0.008 = 0.0078

2. pravd¥podobnost, ºe tento pacient nemá tuto nemoc je p(•|h−)p(h−) = 0.03 · 0.992 = 0.0298

A tedy hMAP = h− . I kdyº takto p°esný test vyjde pozitivní, je u málo £astého onemocn¥ní velká ²ance, ºe jde o
planý poplach. V praxi se proto testy opakují.

Vztah k u£ení zaloºenému na konceptech

M¥jme problém strojového u£ení, kdy hledané hypotézy h ∈ H p°edstavují funkce klasi�kující data D a my chceme
z nich vybrat tu nejlep²í. Pouºijme bayesovské u£ení tímto brutáln¥ neefektivním zp·sobem:

1. Spo£teme p(h|D) = p(D|h)p(h)
p(D) pro kaºdé h ∈ H .

2. Najdeme hMAP = arg maxh∈H p(h|D) .

P°edpokládejme, ºe ºádná z hypotéz není pravd¥podobn¥j²í neº jiná (coº typicky p°edpokládat musíme). Dále
uvaºujeme, ºe p(D|h) bude 1 , pokud klasi�kace hypotézou h souhlasí s ohodnocením dat a 0 jinak.

Odhady velikostí pravd¥podobností dojdeme k tomu, ºe jakákoliv hypotéza, která je konzistentní s trénovacími
daty (tj. tato funkce by trénovací data klasi�kovala správn¥), je hMAP . Tedy mnoho algoritm· strojového u£ení,
které takové hypotézy hledají, je efektivn¥j²í variantou bayesovského u£ení.

Souvislost s minimální délkou popisu

Bayesovské u£ení spl¬uje podmínku Occamovy b°itvy, neboli minimální délky popisu (minimum descripton length),
tedy nalezení co nejkrat²ího modelu hMDL pro danou situaci. Platí totiº:

hMAP = argmaxh∈Hp(D|h)p(h) = argmaxh∈H log2 p(D|h) + log2 p(h) =

hMAP = argminh∈H − log2 p(D|h)− log2 p(h)

A to se dá interpretovat jako preference nejkrat²í hypotézy s ohledem na speci�cký systém reprezentace hypotéz a dat.
Pokud ozna£íme LC(i) po£et bit· pot°ebných k zakódování zprávy i v kódování C , pak se dá vzorec p°epsat jako:

hMAP = argminhLCh(h) + LCD|h(D|h)

Pouºijeme-li optimální kódování prostoru hypotéz i dat s ohledem na hypotézu h, pak hMAP = hMDL .

http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�#�vod_---_u�en�_zalo�en�_na_konceptu


22.3. HIDDEN MARKOV MODELS 141

Optimální bayesovská klasi�kace

Ve strojovém u£ení £asto není t°eba vybrat nejlep²í hypotézu hMAP , ale postupn¥ po jednom klasi�kovat nové p°íklady
z dat. Máme-li moºné hodnoty yj ∈ Y , pak je bayesovská pravd¥podobnost t¥cthto hodnot dána vztahem:

p(yj |D,x) =
∑
hi∈H

p(yj |hi)p(hi|D,x)

Optimální bayesovská klasi�kace (optimální bayesovské u£ení) je to yj , pro kterou je p(yj |D,x) maximální, tedy
argmax .

Tato metoda maximalizuje pravd¥podobnost, ºe nová data budou klasi�kována správn¥, jsou-li dána trénovací
data, prostor hypotéz a apriorních pravd¥podobnosti.

Bayes·v optimální klasi�kátor poskytuje sice nejlep²í moºné výsledky z trénovacích dat, ale je výpo£etn¥ náro£ný.
To motivuje pouºití Gibbsova algoritmu:

1. Vybere se náhodn¥ h ∈ H, ale vzhledem k distribuci aposteriorních pravd¥podobností nad H.

2. h se pouºije k predikci klasi�kace nové instance.

Dá se dokázat, ºe klasi�ka£ní chyba Gibbsova algoritmu je men²í neº dvojnásobek chyby optimálního bayesovského
u£ení.

Naive Bayes Classi�er

Naivní bayesovský klasi�kátor je rychlá a relativn¥ úsp¥²ná metoda strojového u£ení. M¥jme data, jejichº instance lze
popsat n -ticí hodnot atribut· ai, . . . an a jejich klasi�kaci, jeº nabývá hodnot yi ∈ Y .

Naivní bayesovský klasi�kátor p°edpokládá nezávislost hodnot jednotlivých atribut·, tedy:

p(a1, . . . , an|y) =

n∏
i=1

p(ai|y)

Ve výsledku z b¥ºného bayesovského p°ístupu dostaneme:

yNBC = argmaxy∈Y p(y)
∏n
i=1 p(ai|y) (a p(y) odhadneme jako relativní frekvence na trénovacích datech)

Je-li spln¥n p°edpoklad o podmín¥né nezávislosti hodnot atribut·, je yNBC = yMAP . To sice v praxi spln¥no
nebývá, ale p°esto lze dosáhnout dobrých výsledk·.

22.3 Hidden Markov Models

Skrytý Markov·v model je uºite£ný prost°edek k predikci dat na základ¥ omezené historie p°edchozích výstup·. Dá
se aplikovat nap°. na jazykové modelování p°i statistickém p°ekladu nebo na morfologické zna£kování.

Markov·v proces

M¥jme posloupnost náhodných veli£in {Xi}Ti=0 (obecn¥ aº do ∞ ) a stavový prostor S = {s0, . . . , sN} . Potom
posloupnost {Xi} nazveme Markov·v °et¥zec (proces), pokud spl¬uje Markovovu vlastnost:

P (Xi+1 = sj |Xi = si, Xi−1 = si−1, . . . X0 = s0) = P (Xi+1 = sj |Xi = si) ∀i ∈ {0, . . . T}

P°itom musí pro kaºdé i ∈ {0, . . . T} platit P (Xi = si, Xi−1 = si−1, . . . , X0 = i0) > 0 . Mám tu tedy omezenou historii
a rozd¥lení pravd¥podobnosti p°echod· z jednotlivých stav· se s £asem nem¥ní.

Formáln¥, abychom mohli mít závislost na více p°edchozích stavech, m·ºeme si nade�novat nové stavy jako uspo-
°ádané n -tice stav· p·vodních (a nastavit pravd¥podobnosti u nenavazujících na 0 ). Takovému Markovovu procesu
se °íká Markov·v proces n -tého °ádu. Máme tu vlastn¥ aproximaci °et¥zového pravidla:

P (s1, . . . , sT ) =

T∏
i=1

p(si|s1, . . . , si−1) ≈
T∏
i=1

p(si|si−n+1, . . . , si−1)

Markov·v proces lze zapsat bu¤ p°echodovou maticí, kde na pozici i, j se nachází pravd¥podobnost p°echodu ze
stavu si do sj , nebo stavovým diagramem � grafem. Odpovídá to vlastn¥ nedeterministickému kone£nému automatu.

http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Strojov�_p�eklad#Statistick�_strojov�_p�eklad_---_phrase-based
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Automatick�_anal�za_jazyka#Morphology_&_Tagging
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Obrázek 22.1: Skrytý Markov·v model � nejsloºit¥j²í varianta

Skrytý Markov·v Model

Nyní uvaºujme sloºit¥j²í p°ípad, kdy jednotlivé stavy Markovova procesu generují pozorovatelný výstup (znaky n¥jaké
kone£né abecedy), ale stavy samy a pravd¥podobnosti p°echodu nám jsou neznámé. Takové modely nazveme skryté
Markovovy modely (HMM). Uvaºuje se n¥kolik (postupn¥ £ím dál tím sloºit¥j²ích) variant:

1. Kaºdý z výstupních symbol· je generován jen v jednom stavu

2. R·zné stavy m·ºou generovat shodné symboly

3. Generování symbol· se provádí ne ve stavech, ale p°i p°echodu (tj. závisí na dvojicích stav·)

4. P°i kaºdém p°echodu mohou být s r·znou pravd¥podobností vygenerovány r·zné symboly (tj. pro kaºdou dvojici
stav· mám rozd¥lení pravd¥podobnosti výstupních symbol·)

Formáln¥ se HMM de�nují jako p¥tice 〈S, s0, Y, PS , PY 〉 , kde:

• S = {s0, . . . , sN} je mnoºina stav·, s0 je po£áte£ní stav

• Y = {y0, . . . , yV } je abeceda výstupních symbol·

• PS(sj |si) je mnoºina pravd¥podobnostních rozd¥lení p°echod· mezi stavy

• PY (yk|si, sj) je mnoºina rozd¥lení pravd¥podobností výstupu jednotlivých symbol· abecedy pro kaºdý p°echod

HMM m·ºeme reprezentovat maticí p°echodu a mnoºinou |Y | matic, které pro kaºdý symbol udávají pravd¥po-
dobnost jeho vygenerování p°i v²ech stavových p°echodech.

Hlavní pouºití HMM je:

• Spo£tení pravd¥podobnosti dané posloupnosti vygenerovaných symbol·

• Spo£tení nejpravd¥podobn¥j²í sekvence stav·, která vygenerovala danou posloupnost symbol·

Trellis a forward/backward algoritmus

Uvaºujme nyní HMM, kde se výstupní symboly generují ve stavech a kaºdý stav generuje jeden symbol (ale více
stav· m·ºe generovat shodné symboly) . Pro spo£tení pravd¥podobnosti posloupnosti výstupních znak· Y, |Y | = k
vytvo°íme speciální graf � trellis, který modeluje chování p·vodního HMM.

Stavy trellisu odpovídají stav·m HMM v kaºdém kroku generování, tj. místo stav· s0, s1, . . . , sN máme stavy
s0,0, s1,0, . . . , sN,0, s0,1, . . . , sN,k−1. Pravd¥podobnosti p°echod· jsou vzaty z p·vodního HMM. Uvaºujeme ov²em jen
stavy, které mohly vygenerovat sekvenci Y , ostatní nejsou uºite£né.

Navíc si pro kaºdý nový stav stanovíme hodnotu α , která udává pravd¥podobnost, ºe se HMM v daný £as nacházel
v daném stavu, je-li dána posloupnost Y . Ta se spo£ítá následovn¥:

α(s•,t+1) =
∑
si⇒yi PS(s•|si)α(si,t) (pro n¥jaký stav s• ⇒ yi+1 a t ∈ {0, . . . k − 2} , symbol "⇒ "zde zna£í

"generuje")

Potom pravd¥podobnost posloupnosti Y je sou£et hodnot α ve stavech odpovídajících poslednímu kroku, které
mohly vygenerovat poslední symbol. P°i praktickém výpo£tu pravd¥podobnosti Y sta£í, abychom drºeli v pam¥ti dva
kroky výpo£tu, tj. maximáln¥ dvojnásobek stav·, neº m¥l p·vodní HMM. Máme tedy algoritmus s výpo£etní sloºitostí
|S|2|Y | a pam¥´ovou sloºitostí 2|S| , formáln¥ nazývaný forward algoritmus.
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Obrázek 22.2: HMM a jeho rozvití do trellisu. Stavy, které mohly vygenerovat výstupní sekvenci, jsou vyzna£eny
barevn¥ a opat°eny hodnotou α.

Pro variantu HMM, kde se výstupní symboly emitují p°i p°echodech, m·ºeme pracovat podobn¥, jen vzorec pro
α bude následující:

α(s•,t+1) =
∑

(si,s•)⇒yi

PS(s•|si)PY (yi|si, s•)α(si,t)

Je z°ejmé, ºe takhle lze postupovat ob¥ma sm¥ry (£ímº dostáváme backward algoritmus). P°i implementaci je t°eba
dát pozor na normalizaci, abychom nepo£ítali s p°íli² malými £ísly a nedo²lo k podte£ení. Výhodné je nap°. po£ítat
α v logaritmech.

Viterbi

Uvaºujme te¤ dal²í problém nad HMM. Pro danou posloupnost výstupních symbol· Y, |Y | = k chceme najít nej-
pravd¥podobn¥j²í sekvenci stav· Sbest , která ji vygenerovala. Platí:

Sbest = arg max
S

P (S|Y ) = arg max
S

P (S, Y )

Protoºe P (Y ) je dané a tedy �xované. Potom z Markovovy vlastnosti plyne:

Sbest = arg max
S

P (S, Y ) = arg max
S

P (s0, . . . , sk, y0, . . . , yk−1) = arg max
S

k−1∏
i=0

PS(si+1|si)PY (yi|si, si+1)

Uvaºujme op¥t trellis, kde místo hodnot α budeme po£ítat hodnoty v , udávající pravd¥podobnost nejpravd¥po-
dobn¥j²í sekvence stav·, která v zavedla HMM v daný £as do daného stavu, je-li dáno Y :

v(s•,t+1) = max
(si,s•)⇒yi

PS(s•|si)PY (yi|si, s•)v(si,t)

Viterbiho algoritmus na základ¥ této rekurentní rovnice postupn¥ po£ítá v (tedy jde o dynamické programování) a v
kaºdém stavu trellisu si pamatuje odkaz na nejpravd¥podobn¥j²ího p°edch·dce. Po projití celé posloupnosti výstupních
symbol· pak m·ºe zp¥tn¥ získat nejpravd¥podobn¥j²í posloupnost skrytých stav·. V tomto p°ípad¥ je uº nutné trellis
uchovávat v pam¥ti.

Existuje i varianta Viterbiho algoritmu, která hledá n nejpravd¥podobn¥j²ích posloupností skrytých stav·. Pro tu
je t°eba uchovávat v kaºdém stavu trellisu n nejpravd¥podobn¥j²ích p°edch·dc·. P°i pr·chodu zp¥t stále uchováváme
n nejlep²ích kandidát·.

Samoz°ejm¥ i tady je t°eba pamatovat na normalizace a je moºné pouºít pro°ezávání (s prahovou hodnotou bu¤
pro v , nebo pro pravd¥podobnost p°echodu, nebo uchovávat jen daný po£et stav·).

http://wiki.matfyz.cz.org/wiki/#Trellis_a_forward/backward_algoritmus
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Baum-Welch

Dal²ím problémem na HMM je odhadnutí neznámých pravd¥podobností PS a PY na základ¥ posloupnosti výstupních
symbol· Y , tj. spo£tení arg maxPS ,PY P (Y |PS , PY ) . Globální maximum efektivn¥ nalézt neumíme, takºe se musíme
spokojit s lokálním.

K tomu se op¥t pouºije trellis a Baum-Welch·v algoritmus, speci�cký typ EM-algoritmu (expectation-maximization).
Ten postupuje následovn¥:

1. Inicializuje PS a PY na n¥jaké po£áte£ní hodnoty

2. Expectation (estimation) step: spo£ítá pravd¥podobnost dat na základ¥ p·vodních odhad· PS , PY

(a) Spo£ítá forward pravd¥podobnosti α (tj. aplikuje forward algoritmus, ale v pam¥ti drºí celý trellis)

(b) Spo£ítá (obdobn¥) backward pravd¥podobnosti β

3. Maximization step: spo£ítá nové odhady pravd¥podobností PS , PY :

(a) Pro v²echny dvojice stav· i generované symboly � c(s•, s◦, y) =
∑k−1
i=0,(s•,s◦)⇒y α(s•,i)PS(s◦|s•)PY (y|s•, s◦)β(s◦,i+1)

(b) Pro v²echny dvojice stav· � c(s•, s◦) =
∑
y∈Y c(s•, s◦, y)

(c) Pro v²echny stavy � c(s) =
∑
s′∈S c(s, s

′)

(d) Nové pravd¥podobnosti: P ′S(s′|s) = c(s,s′)
c(s) , P ′Y (y|s, s′) = c(s,s′,y)

c(s,s′)

4. Opakuje po£ítání odhad·, dokud neza£ne konvergovat.

I tady je t°eba normalizovat, navíc pokud máme n¥jaké aspo¬ hrubé odhady pravd¥podobností (hlavn¥ PY ),
výsledek bude mnohem lep²í.

22.4 Algoritmy u£ení a zpracování, aplikace v lingvistice

Sem z°ejm¥ pat°í n¥co z otázky o strojovém u£ení. P°idávám je²t¥ dv¥ v¥ci, které tam nejsou a v lingvistice se pouºívají.
Aplikace je moºné vid¥t t°eba v analýze jazyka.

EM-Algoritmus

EM (expectation-maximization) algoritmus je obecný postup iterativního odhadu neznámých parametr· n¥jakého
modelu, který se pouºívá nap°. v Baum-Welchov¥ algoritmu z p°edchozí sekce.

M¥jme pozorovaná dataX = {x1, . . . , xm}. Uvaºujme je²t¥ dal²í, nepozorovaná data Z = {z1, . . . , zm} nad stejnými
jevy, které popisuje X. Ta lze povaºovat za náhodnou veli£inu, potom celková data Y = X ∪ Z jsou také náhodná
veli£ina, jejíº rozd¥lení je ur£eno známými hodnotami X a rozd¥lením Z.

Cílem EM algoritmu je maximalizace pravd¥podobnosti výskytu trénovacích dat za daných parametr· E(lnP (Y |θ))
� tím nalezneme parametry, které odpovídají pozorovaným dat·m. Pouºíváme st°ední hodnotu, protoºe Y je náhodná
veli£ina. Musíme tedy spo£íst st°ední hodnotu p°es její rozd¥lení, které je ale ur£eno parametry θ, jeº neznáme. Proto
de�nujeme rekurentní funkci, která po£ítá pot°ebnou st°ední hodnotu, má-li dány n¥jaké �p°edb¥ºné� parametry θ:

Q(θ′|θ) = E(lnP (Y |θ′)|θ,X)

Celý algoritmus pak postupuje iterací následujících dvou krok·, za p°edpokladu, ºe nastavíme po£áte£ní θ0:

• Expectation/Estimation � spo£ítá se o£ekávaná hodnota Q(θn+1|θn) = E(lnP (Y |θn+1)|θn, X)

• Maximization � vybere se takové θn+1, které maximalizuje funkci Q(θn+1|θn): θn+1 = arg maxθn+1
Q(θn+1|θn)

Je-li funkce Q spojitá, je zaru£eno, ºe EM algoritmus v kaºdém kroku zvý²í její hodnotu a bude konvergovat ke
stacionárnímu bodu v¥rohodnostní funkce P (Y |θ) (tj. k lokálnímu maximu).

Maximum Entropy

Modely maximální entropie (maximum entropy, MaxEnt) jsou pro zpracování jazyka jedny z nejpouºívan¥j²ích. Jejich
základní ideou je najít podmín¥né rozd¥lení pravd¥podobnosti, které má, za daných podmínek, maximální entropii.
To odpovídá principu Occamovy b°itvy � najít co nejjednodu²²í popis na základ¥ toho, co známe. Takový popis se
co nejvíce blíºí rovnom¥rnému rozd¥lení a tedy má co nejvy²²í entropii. Základní forma takového modelu, snaºíme-li
se p°edpovídat n¥jaký jev y ∈ Y na základ¥ kontextu x ∈ X, jako nap°. morfologický tag n¥jakého slova na základ¥
vlastností okolního textu, vypadá následovn¥:

qθ(y|x) =
exp(θT f(x, y))∑

y′∈Y exp(θT f(x, y′))

http://wiki.matfyz.cz.org/wiki/#Trellis_a_forward/backward_algoritmus
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Metody_strojov�ho_u�en�
http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Automatick�_anal�za_jazyka
http://wiki.matfyz.cz.org/wiki/#Baum-Welch
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Funkce f p°edstavuje N -dimenzionální vektor rys· (jakýchkoli binárních klasi�kací okolního textu) a θ odpovídající
vektor vah. Jmenovatel tohoto zlomku, tj. suma p°es v²echna moºná ohodnocení, má v praxi pouze normaliza£ní funkci.

Váhy modelu se potom odhadují tak, aby splnily podmínku maximální entropie, coº je ekvivalentní minimali-
zaci relativní entropie na²eho modelu qθ vzhledem k empirickému rozd¥lení pravd¥podobnosti p pozorovanému na
trénovacích datech (o£ekávaná frekvence výskytu jednotlivých vlastností), nebo maximalizaci jeho aposteriorní prav-
d¥podobnosti (podmín¥né pravd¥podobnosti, jsou-li dána trénovací data), která se v¥t²inou popisuje pomocí logartimu
v¥rohodnostní funkce:

min
θ
D(p||qθ) = min

θ

∑
y,x

p(y, x) log
p(y|x)

qθ(y|x)
= max

θ
L(θ) = max

θ

∑
y,x

p(y, x) log qθ(y|x)

Hledání maxima logaritmické v¥rohodnostní funkce se v¥t²inou provádí gradientovou metodou.
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Státnice I3: Návrh a vyhodnocování

lingvistických experiment·

23.1 Úvod

• protoºe NLP pouºívá ve velké mí°e stochastické metody, zam¥°íme se hlavn¥ na experimenty testující ú£innost
t¥chto metod

• p°edtím, neº je moºné pouºít n¥jakou stochastickou metodu v praxi (a otesovat její ú£innost), je nutné ji
natrénovat na trénovacích datech

� trénování závisí na dané metod¥, ale v¥t²inou spo£ívá ve spo£ítání pravd¥podobností pouºitých v metod¥
� £asto se odhadují pomocí relativních frekvencí získaných z trénovacích dat

• následn¥ (pokud to daná metoda vyºaduje) je pot°eba metodu p°ízp·sobit povaze dat (tzn. upravit její parametry,
pokud existují), abychom maximalizovali její u£innost

� parametry optimalizujeme na development datech

• následn¥ je moºné metodu otestovat pomocí vhodných metrik na testovacích datech

23.2 P°íprava dat

• pot°ebujeme anotovaná data, u kterých ru£n¥ ozna£íme správný výsledek experimentu � nap°. ru£n¥ p°i°azené
tagy slov pro tagging

• data je nutno rozd¥lit na 3 £ásti

� training data � nejv¥t²í, slouºí k odhadnutí pravd¥podobností; z velké £ásti ur£ují výsledek stochastické
metody

� development data � malá sada dat, která slouºí k optimalizaci parametr· dané metody/modelu

� test data

∗ slouºí pro ohodnocení kvality dané metody za pouºití vyhodnocovací metriky
∗ nesmí být obsaºeny v trénovacích a development datech, aby mohla být metoda objektivn¥ ohodnocena

• pro nestochastické metody sta£í pouze testovací data pro vyhodnocení

23.3 Standardní evalua£ní metriky

Evaluation

• test against evaluation test data � comparing the output of my parser to manually corrected data, done by
someone else and in advance, independent of my algorithms

• rules:

1. should be automatic (if possible) � avoid subjective evaluation (but in e.g. SMT this is inevitable)

2. never tune the system using test data (use a small part of training data for this)

3. use standard metrics (if possible)
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Hodnocení 1-1 metod

• pro kaºdou vstupní jednotku vygeneruju jednu výstupní jednotku � nap°. tagging: kaºdému slovu p°i°adím tag

• error rate

• accuracy

Hodnocení 1-n metod

• délka vstupu a výstupu se m·ºe li²it � nap°. strojový p°eklad: výstupní v¥ta m·ºe mít jinou délku neº vstupní
v¥ta

• precision

• recall

• f-measure

Metriky strojového p°ekladu

• BLEU

• NIST

• METEOR

� upravená f-measure s d·razem na recall (precision:recall � 1:9)

� párování slov na 3 úrovních: 1) slovní forma, 2) ko°en slova, 3) WordNet synonymum

• PER (Position independent Error Rate), WER (Word Error Rate), TER (Translation Edit Rate), CDER

23.4 Typy evaluace podle úloh

http://wiki.matfyz.cz.org/wiki/wen:NIST_(metric)
http://wiki.matfyz.cz.org/wiki/wen:METEOR
http://wiki.matfyz.cz.org/wiki/wen:Word_error_rate
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Státnice I3: Automatická analýza jazyka

24.1 Morphology & Tagging

• Task, formally: A+ → T (simpli�ed), split morphology & tagging (disambiguation): A+ → 2(L,C1,C2,...,Cn) → T .
Tagging must look at context.

• Tagset: in�uenced by linguistics as well as technical decisions.

� Tag � n-tuple of grammar information, often thought of as a �at list.

� Eng. tagsets � 45 (PTB), 87 (Brown), presentation: short names.

� Other: bigger tagsets � only positional tags, size: up to 10k.

• Tagging inside morphology: �rst, �nd the right tag, then the morphological categories:A+ → T → (L,C1, . . . , Cn).

� Doable for poor �ection languages only.

� Possibly only decrease the ambiguity for the purposes of tagging (i.e. morphology doesn't have to be so
precise).

• Lemmatization: normally a part of morphology, sometimes (for searching) done separately.

� Stem � simple code for Eng., no need of a dictionary, now out-dated.

• Possible methods for morphology:

� Word lists: lists of possible tags for each word form in a language

∗ Works well for Eng. (avg. ca. 2.5 tags/word), not so good for Cze. (avg. ca. 12-15 tags/word).

� Direct coding: splitting into morphemes (problem: split and �nd possible combinations)

� Finite State Machinery (FSM)

� CFG, DATR, Uni�cation: better for generation than analysis

Finite State Machinery

Finite-State-Automata

• Smarter word form lists: compression of a long word list into a compact automaton.

� Trie + Grammar information, minimize the automaton (automaton reduction)

� Need to minimize the automaton & not overgenerate

Two-Level-Morphology

• phonology + morphotactics, two-level rules, converted to FSA

• solves e.g. Eng. doubling (stopping), Ger. umlaut, Cze. �ský� �>pl. �£tí� etc.

• Finite State Transducer: an automaton, where the input symbols are tuples

� run modes: check (for a sequence of pairs, gives out Y/N) + analysis (computes the �resolved� (upper)
member of the pair for a sequence of �surface� symbols) + synthesis (the other way round)

� used mostly for analysis

� ususaly, one writes small independent rules (watch out for collisions), one FST for one rule � they're run in
parallel and all must hold
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http://wiki.matfyz.cz.org/wiki/wen:DATR
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� zero-symbols, one side only, check for max. count for a language

� we may eliminate zero-symbols using ordinary FSA on lexicon entries (upper layer alphabet; pre�xes:
according to them, the possible endings are treated specially)

• FSTs + FSAs may be combined, concatenated; the result is always an FST

Two-level morphology: analysis

1. initialize paths P := {}

2. read input surface symbols, one at a time, repeat (this loop consumes one char of the input):

(a) at each symbol, until max. consecutive zeroes for given language reached, repeat (this loop just adds one
possible zero):

i. generate all lexical (upper-level) symbols possibly corresponding to zero (+all possible zeroes on surface)
ii. prolong all paths in P by all such possible (x : 0) pairs (big expansion)
iii. check each new path extension against the phonological FST and lexical FSA (lexical symbols only),

delete impossible path pre�xes.

(b) generate all possible lexical symbols (get from all FSTs) for the current input symbol, create pairs

(c) extend all paths with the pairs

(d) check all paths (next step in FST/FSA) and delete the impossible ones

3. collect lexical �glosses� from all surviving paths

Rule-Based Tagging

• Rules using: word forms/tags/tag sets for context and current position, combinations

� If-then / regular expression style (blocking negative)

� Implementation: FSA, for all rules � intersection

� algorithm � similar to Viterbi (dynamic programming: if the FSA rejects a path, throw it away)

� May even work, sometimes does not disambiguate enough

• Tagging by parsing: write rules for syntactic analysis and get morphological analysis as a by-product

� in a way, this is the linguistically correct approach

� better, cleaner rules

� more di�cult than tagging itself, nobody has ever done it right

HMM Tagging

• probabilistic methods, also applies to feature-based

• noisy channel: input (tags) -> output (words), goal: discover channel input given the output.

� p(T |W ) = p(W |T ) · p(T )
p(W ) , arg maxT p(T |W ) = arg maxT p(W |T )p(T ).

• two models � simpli�cation:

� tags depend on limited history (4-5 grams)

� word depends on tag only (1 gram!)

• almost the general HMM

� output words emitted by states (not arcs), states are (n− 1)-tuples of tags for an n-gram tag model

� (S, s0, Y, PS , PY ) � set of states, initial state, output alphabet (words), set of prob. distributions of transi-
tions, set of prob. distributions for emissions

• supervised learning: use MLE, smoothing:

� p(w|t) � �add 1� for all possible tag+word pairs using a prede�ned dictionary (i.e. some 0's kept: p(word|impossible-
tag) = 0)

� p(t|context) � linear interpolation, up to uniform (as for language model)

• old and simple, but still accurate enough (only slower than e.g. neuron networks)
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• may be trained even with unsupervised data: unambiguous words help get the disambiguation for the others
(improvement depends on language and tagset)

� Baum-Welch algorithm, minimizing the entropy; use heldout data

� training always decreases the entropy, smoothing increases it again (in case of no bigger tagged corpus
available, it's a good step to try; supervised is always better)

• Out-of-Vocabulary

� no lists of possible tags

� try all / open class tags (good for non-�ective languages), or:

� try to guess possible tags based on su�x/ending or both ends of the word (e.g. for Cze. � �rst 3 and last 8
letters) � train the classi�er using rare words from the training data only!

• Running the tagger

� Viterbi, remember to handle unknown words, or:

� assign always the best tag at each word, but consider all possibilities for previous tags; introduces some
errors, but might get better accuracy

Transformation-Based Tagging

• Not noisy channel, not probabilistic, but statistical � uses training data (combination of supervised/unsupervi-
sed), learning rules of type context + tag1 : tag1 → tag2

• criterion: accuracy � �objective function�

• training: stepwise greedy-select

� iterate: pre-anotate using current rules (intermediate data), select the rule from the pool of possible ones
(from templates) that contributes best to the improvement of the error rate

� stopping criterion: no or too small improvement possible; prone to overtraining!

� heldout possible (afterwards, remove rules that degrade performance on heldout data)

• rule types: context, lexical (looks at parts of the word)

� application of the rules � left-to-right (a rule may be applied on part of its output) / delayed

• improved version: Fast-TBL(Transformation-Based Learning), there's no parallelized version

• old method (90's � was the best one), faster than HMM

� tested for Cze. in the late 90's, not very good results, too many rules � uncomputable (no way to parallelize
it, the rules are weird in the beggining)

� may be used e.g. for named entity recognition (less rules, more e�ective)

• tagger: input = untagged data + rules from the learner

� applies the rules one-by-one to all the data �> creates n iterations of intermediate data, the last one of
which is the output

• n-best modi�cation (criterion: accuracy + number of tags per word), unsupervised modi�cation (use only unam-
biguous words for evaluation)

Maximum-Entropy Tagging

• using Max. Entropy model

� feature functions � take the data and say Y/N (or give out a real number), weighted (
∑
λ = 1)

� maximize entropy � train the weights

� respect the proportions of counts of features in the data (1's)

� objective function optimization under certain constraints: Lagrange multiplicators

• the only freely adjustable part is the set of features (which is much more than what we may tune in an HMM �
there's only n for n-grams)
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� features may use tags only at positions to the left (and dynamic programming � Viterbi) + words on all
positions, but don't have to do it at all (it's only very useful to do so)

• the model in general: p(y|x) = 1
Z e

∑N
i=1 λifi(y,x), �nd λi satisfying the model and constraints (Ep(fi(y, x)) = di

where di = E′(fi(y, x)) � empirical expectation of the feature frequency)

� for tagging: p(t|x) = 1
Z e

∑N
i=1 λifi(t,x), where t ∈tagset, x context (words and tags, e.g. up to 3 positions L-R

(tags left only))

� features may ask any information from this window

� careful for too many details � it slows things down and there's an imminent danger of overtraining

� best way: select features automatically � we then have a combination of HMM & Transformation-Based
Learning

∗ rules involve tags at previous places and are selected by machine
∗ we still have to de�ne the templates for the features
∗ features are independent �> parallelizable; may be even interesting linguistic phenomena � �nal punctuation
-> mode of the verb etc.

• feature selection

� manually: impossible �> greedy selection: iterative scaling algorithm (O(n2) � still too much)

� limiting the number of features: be reasonable in creating the templates

∗ use contexts which appear in the training data
∗ use only rarer features (max. ca. 10 times in the training data) � too frequent features are probably
too unspeci�c � get rid of them, e.g. if they have a distribution close to uniform (use relative entropy)
∗ do not use all combinations of context

• feature types

� any, even lexical features � words with most errors etc.

• the best way of tagging, the only problem is that we don't know what the optimal features are (the neural
networks/perceptron are the best for Cze.)

Feature-Based Tagging

• idea: save on computing feature weights, select a few but good features

• training criterion: error rate

• model form: same as for maximum entropy p(y|x) = 1
Z(x)e

∑N
i=1 λifi(y,x) � exponential or loglinear model

Tagger Evaluation

• A must: Test data (S), previously unseen, change frequently if possible

• Formally: Out(w) / True(w) � for a given word

� Errors(S) =
∑|S|
i=1 δ(Out(wi) 6= True(wi))

� Correct(S) =
∑|S|
i=1 δ(True(wi) ∈ Out(wi))

� Generated(S) =
∑|S|
i=1 |Out(wi)| � how many outputs the tagger produced (sum over all data)

Metrics

• Error rate: Err(S) = Errors(S) / |S|

• Accuracy: Acc(S) = 1 � Err(S)

• Multiple / no output:

� Recall: R(S) = Correct(S) / |S| � must select the right one (possibly among others)

� Precision: P(S) = Correct(S) / Generated(S) � against too much noise

� no way to improve P + R at the same time, but also no way to tell what's better (depends on the application:
Google � P, Medical test � R)

∗ systems with a big di�erence in P/R are (empirically) worse

� F-Measure: F = 1
α
P + 1−α

R

, usually F = 2PR
R+P (for α = 0.5)
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24.2 Parsing

Chomsky Hierarchy

1. Type 0 Grammars/Languages � α→ β, where α, β are any strings of nonterminals

2. Context-Sensitive Grammars/Languages � αXβ → αγβ, whereX is a nonterminal, α, β, γ any string of terminals
and nonterminals (and γ must not be empty)

3. Context-Free Grammars/Languages � X → γ, where X is a nonterminal and γ is any string of terminals and
nonterminals

4. Regular Grammmars/Languages � X → αY , where X,Y are nonterminals and α a string of terminals, Y might
be missing

Chomsky's Normal Form

• for CFG's � each CFG convertible to normal form

• rules only A→ BC (two nonterminals), A→ γ (one terminal), S → ε (empty string)

Parsing grammars

• Regular Grammars � FSA, constant space, linear time

• CFG � widely used for surface syntax description of natural languages, needed: stack space, O(n3) time �
CKY/CYK algorithm

Shift-Reduce CFG Parsing

• CFG with no empty rules (N → ε) � any CFG may be converted; recursion is OK

• Bottom-up, construction of a push-down automaton (non-deterministic); delay rule acceptance until all of it is
parsed

• Asymptotically slower than CKY, but fast for usual grammars

• Builds upon a state parsing table � graph, edges = transitions (de�ned by one terminal or nonterminal symbol)

� each state: a special function telling if we output the rule number (even more rules � ambiguity) � this is
what separates a shift-reduce parser from an FSA

• lex/yacc / �ex/bison � shift-reduce parser generators

Table construction � dot mechanism

• dots = remember where we are in all the rules which possibly could go through this set, used only for table
construction

1. take the starting rule and add it to the 1st state (put all rules with the starting symbol on left-hand side into
the 1st state, mark the dot at the beginning of the right-hand side of all of them)

2. state expansion: for all nonterminals right after the dot in any rule in this state, add the rewriting rules (in which
the given nonterminal is on the left-hand side) into this state (and do this recursively until there are no more
nonterminals that have not been expanded)

3. construction of following states: for each terminal / nonterminal after the dot, create a new state (if there are
several rules for the same symbol, create only one state over the transition for this symbol)

4. into the new state: add all the rules with the transition symbol just after the dot and move the dot after it +
perform state expansion

5. reduction states: if there is a rule with the dot at the end in the state, this state is a so-called reduction-state �
in this state, the rule that caused the possibility of moving forward shall be printed (such rule has no expansions
�> this leads to �nish)

6. merge identical states: if the created state has the same rules (with dots at the same positions) as another state,
merge the two (otherwise this would never �nish for a recursive grammar; merge only after the whole state has
been created!)

• problems:

http://wiki.matfyz.cz.org/wiki/#Probabilistic_CFG
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� shift-reduce con�ict � a state is ambiguous (there is a rule with the dot at the end + some rules with dots in
the middle � state may be reductional, but doesn't have to) � this leads to backtracking, ambiguous parses

� reduce-reduce con�ict � another kind of ambiguity (more di�erent rules with dot at the end)

� the ambiguity does not occur for special kind of grammars � LR(n): for bottom-up parsing, we only need
to look n symbols ahead to prevent backtracking, LR(0) never get a con�ict in a table

∗ there's no simple algorithm for obtaining the n for which a given grammar is LR(n), but we may try
for all n's

� the algorithm complexity copies the complexity of the grammar � it's only expensive at the points of
ambiguity

Parsing

• using parsing stack for states and backtrack stack for whole parser con�gurations at the points of ambiguity

� backtracking may be implemented in such a way that only the position in the parsing stack and the input
need to be stored on the backtrack stack

1. we have an empty backtrack stack, the 1st state on the parsing stack and the original string at the input

2. from a shift state, follow the transition using the input symbol:

(a) if there is no such transition and there's nothing on the backtrack stack, FAIL; otherwise take something
out of the backtrack stack � keep the stack saved if there still are more possibilities to follow!)

(b) if we �nd the transition, eat one symbol from the input, follow it to the new state and put the state on the
parsing stack

3. if we are in a reduce state:

(a) remove as many elements from the parsing stack as there are on the right-hand side of the rule we're
reducing over

(b) put the nonterminal from the left-hand side of the rule on the input

4. for con�icts: follow the �rst path + save the current con�guration to the backtrack stack

5. PASS condition: empty parsing stack and end of input (possibly continue looking for some other parses if there's
something on the backtrack stack)

Probabilistic CFG

• relations among mother & daughter nodes in terms of derivation probability

• probability of a parse tree: p(T ) =
∏n
i=1 p(r(i)), where p(r(i)) is a probability of a rule used to generate the

sentence of which the tree T is a parse

� probability of a string is not as trivial, as there may be many trees resulting from parsing the string:
p(W ) =

∑n
j=1 p(Tj), where Tj 's are all possible parses of the string W.

• assumptions (very strong!):

� independence of context (neighboring subtrees)

� independence of ancestors (upper levels)

� place independence (regardless where the rule appears in the tree) � similar to time invariance in HMM

• probability of a rule � distribution r(i) : A→ α � 0 ≤ p(r) ≤ 1;
∑
r∈{A→... } p(r) = 1

� may be estimated by MLE from a treebank following a CFG grammar: counting rules & counting non-
terminals

• inside probability: βN (p, q) = p(N →? wpq) (probability that the nonterminal N generates the part of the
sentence wp . . . wq)

� for CFG in Normal Form may be computed recursively: βN (p, q) =
∑
A,B

∑q−1
d=p p(N → A B)βA(p, d)βB(d+

1, q)

Computing string probability � Chart Parsing (CYK algorithm)

• create a table n× n, where n is the length of the string

http://wiki.matfyz.cz.org/wiki/wen:CYK_algorithm
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• initialize on the diagonal, using N → α rules (tuples: nonterminal + probability), compute along the diagonal
towards the upper right corner

� �ll the cell with a nonterminal + probability that the given part of the string, i.e. row = from, col = to, is
generated by the particular rule

� consider more probabilities that lead to the same results & sum them (here: for obtaining the probability
of a string, not parsing)

• for parsing: need to store what was the best (most probable) tree � everything is computable from the table, but
it's slow: usually, you want a list of cells / rules that produced this one

� if the CFG is in Chomsky Normal Form, the reverse computation is much more e�ective

External links

• http://ufal.mff.cuni.cz/~novak/presentPraha/ � slides in Czech

• http://nlp.stanford.edu/fsnlp/pcfg/fsnlp-pcfg-slides.pdf � slides in English

Statistical Parsing

• parsing model: p(s|W ) = p(W,s)
p(W ) = p(s)

p(W ) since p(W, s) = p(s) (where s is a parse and W the corresponding string
� a parse de�nes a sentence!)

� therefore: argmaxsp(s|W ) = argmaxsp(s) � we just select the most probable parse

� similar to language model; we don't consider trees, but all the possible parses

Parser Creation

1. extract (all used) rules from a treebank

2. convert the grammar to the normal form

3. apply this back to the treebank (keep track of which rules were a�ected by the conversion)

4. get the counts of the rules �> probability

5. smoothen

Smoothing

• the extracted rules cover an in�nite number of sentences, but certainly not the whole language

• add poor (missing) rules � get all possible combinations on the right side

� but ensure their probability is really very low!

• there are many ways of smoothing

� e.g. tie several probabilities to one: B → N V �> split to �rst and second nonterminal: p(B → N ?), then:
p(B → N V ) = p(B → N ?) · p(V |N) (only V following N on the right-hand side of any rule, regardless of
the left-hand side)

� or, use some linear combination of similar tied probabilities

� may be combined with the original ones before smoothing

• the smoothing is often tuned on data, the best way is selected according to the performance

• if we don't use Chomsky's Normal Form, we may have much more so�sticated ways of smoothing, perhaps even
re�ecting the linguistic properties of the language, but it'll slow down the process

Lexicalization

• obtain more distinct nonterminals: use lexicalized parse tree (� dependency tree + phrase labels; no lexicalization
needed for dep. trees)

� process of �lling in words that were originally only on the terminal nodes � so that the word is taken from
the head of the phrase

1. pre-terminals (right above the leaves): assign the word below

http://ufal.mff.cuni.cz/~novak/presentPraha/
http://nlp.stanford.edu/fsnlp/pcfg/fsnlp-pcfg-slides.pdf
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2. recursive step (up one level � bottom-up): select one node and copy it up (the �more important one�, eg. the
preposition for PP, the noun for NP; there are no clean rules, it's a linguistic problem)

• increases the number of rules (up to 100k), but helps � the smoothing must be very precise (e.g. using the
non-lexicalized distribution)

� particular words are important for the parsing of the sentence �> CFG development paradigm

• it's possible to use POS-tags with the words, or POS-tags only

• conditional probabilities: there are too many rules, the data are sparse �> we need to simplify � assumptions:

� total independence (p(αB(headB)γ . . . |A(headA)) = p(α|A(headA)) · p(B(headB)|A(headA)) . . .) is too
strong, too inaccurate

� best known heuristics � decomposition: split the right side of the rule into head + left-of-head + right-of-head

∗ technical terminal STOP at both sides of the head (?)
∗ pH(H(headA)|A(headA)), pL(Li(li)|A(headA), H), pR(Ri(ri)|A(headA), H)

� more conditioning � distance: absolute is non-zero ? path goes over verb ? over commas ?

� other: complement/adjunct, subcategorization (?)

Remarks

• parsing is still not solved properly, the results are not su�cient

Dependency parsing

• until 2005, done via phrase-tree parsing, the trees were then converted

• McDonald's Parser

• result: a tree � each word has its parent (or is root)

• initialize: make a total graph, where each edge is rated with a probability (using a perceptron) + �nd the
maximum spanning tree

Parsing Evaluation

Dependency parser metrics:

• dependency recall: RD = Correct(D)/|S|, where Correct(D) is the number of correct dependencies (correct head
/ marked root), |S| is the size of the test data in words

• dependency precision: if output is not a tree � PD = Correct(D)/Generated(D), where Generated(D) is the
number of output dependencies

Parse tree metrics:

• number of nonterminals may not be the same as in the �truth� �> more complicated

• crossing brackets measure: number of crossing brackets between the truth and the result

• labeled precision/recall � usual computation using bracket labels (phrase markers)

� the bigger label coverage, the better � recall

� the less brackets, the better � precision
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Státnice I3: Generování p°irozeného jazyka

25.1 Úvod

Problémy NLG (Natural Language Generation): Jak by m¥ly po£íta£e komunikovat s £lov¥kem? Jaké chování od nich
lidi o£ekávají? (N¥kdy je lep²í vyplivnout graf nebo tabulku.) Co je �srozumitelný� jazyk v dané situaci? Jak p°evést
reprezentaci znalostí (£asto hromada numerických dat) do �lidské podoby� (typicky malý po£et abstraktních pojm·)?

Zahrnuje AI, lingvistické formální modely. Vlastn¥ inverzní k analýze, k porozum¥ní � nejde tu ale o zabývání
se hypotézami, ale výb¥r vhodné strategie sd¥lení. �Dvojsm¥rný� systém se staví dost t¥ºko � analýza musí po£ítat
s nekorektním vstupem, ale ne°e²í srozumitelnost svého výstupu. Reprezentace znalostí v obou typech systém· je
v¥t²inou odli²ná.

Aplikace: v¥t²inou prezentace informací, které vznikají automaticky, p°ípadn¥ (£áste£ná) automatizace rutinní
dokumentace (léka°ské, programátorské atd.). D·leºité, protoºe interní reprezentace databází nejsou £lov¥ku srozumi-
telné.

D·vody pouºití:

• Konzistence text· a dat

• Spln¥ní standard· pro formát výstupu

• Rychlost produkce dokument·

• Mnohojazy£nost

• Lidi to prost¥ nudí, je-li to monotónní úkon.

Historie

Od 50-60. let, v rámci MT systém·, první formální gramatiky pro náhodné generování korektních v¥t. V 70. letech
první pokusy o NLG pro interpretaci dat. Skute£né nasazení systém· v 90. letech.

25.2 Struktura NLG systému

Není úpln¥ ustálená, je mnoho moºností.

• Vstup: zdroj znalostí, komunikativní cíl (konkrétního pouºití � nap°. �shrnout data o po£así za poslední m¥síc�),
uºivatelský model (�charakterizace cílového publika�), historie diskurzu (�co uº bylo °e£eno�)

• Výstup: text (formátování záleºí na aplikaci � £asto nap°. HTML)

Typická základní architektura � pipeline:

• Plánova£ dokumentu (plánova£ textu) (ur£í obsah a strukturu výstupu)

� Vytvá°í obsah (�zprávy�), ur£uje, které z nich je t°eba vypsat pro spln¥ní komunikativního cíle (content
determination � výb¥r relevantních informací)

� Strukturuje výstupní dokument, aby bylo moºné vygenerovat srozumitelný a souvislý text (document
structuring) � podle o£ekávání £tená°e (ºánr), seskupování související informace (nap°. �v²e o teplot¥ napsat
za sebou�)

� Rozd¥lení do v¥t a jazykové otázky se tady zatím ne°e²í

• Mikroplánování (plánova£ v¥t) (jaká slova, syntaktické struktury atp. pouºít)

� N¥kdy je výstupem uº text, n¥kdy mezireprezentace (nap°. speci�kace £asu v¥ty apod.)
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http://wiki.matfyz.cz.org/wiki/wen:Natural_language_generation
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� Lexikalizace (jaká slova a konstrukce pouºít � �pr²elo od 11. do 14. / pr²elo 11.,12.,13.,14.�?), generování
ozna£ení (refering expression generation � jak ozna£ovat entity? � první / následné zmínky)

� Agregace (mapování struktury dokumentu na jazykovou strukturu � co vecpat do které v¥ty/odstavce?) �
nap°. �Minulý m¥síc byl chladný� + �Minulý m¥síc byl suchý� = �Minulý m¥síc byl chladný a suchý�

• Povrchová (lingvistická) realizace (p°evod abstraktní reprezentace pouºité mikroplánova£em do skute£ného
textu)

� Realizace lingvistická i strukturální (formátování textu)

� N¥které systémy (PEBA) mají dost jednoduchou jazykovou realizaci � jde vlastn¥ o ²ablony dopl¬ované
údaji

� Jiné (ModelExplainer) pouºívají abstraktní synt. struktury, hodí se i pro mnohojazy£ný výstup

� Systemic Grammar, Functional Uni�cation Grammar

Datové mezistupn¥:

• Plán dokumentu � typicky stromová struktura, vnit°ní uzly � sturkturní informace, listy � obsah (�zprávy�)

• Speci�kace textu � op¥t stromy, vnit°ní uzly � sturktura textu, listy � v¥ty (�speci�kace frází�)

� Speci�kace fráze: ortogra�cký °et¥zec (v²e vy°e²ené) / canned text (nutné °e²it velká písmena, interpunkci
apod.), abstraktní syntaktická sturktura (lexémy a jejich rysy, závislostn¥ uspo°ádané), lexicalized case
frame (spí²e lexikalizovaný sémantický strom).

25.3 P°íklady NLG systém·

• KPML � obecný NLG systém, Systemic Functional Grammar (pro n¥kolik jazyk·, v£. EN, CZ)

� SFG � výb¥r z alternativ: povrchová realizace je d·sledkem výb¥ru funk£ních rys· (z popisu/taxonomie
celého jazyka � systemic network), znamená projití sítí (krok = výb¥r rysu) bez backtrackingu (kaºdý
p°echod má ur£ité podmínky, napojení = závislost jazyk. element·)

Po£íta£ jako pom·cka

• FoG � generování p°edpov¥di po£así (v Kanad¥ � EN/FR)

• PlanDoc � dokumentace navrhovaných zm¥n v telefonních sítích

• AlethGen � pom·cka p°i psaní odpov¥dí zákazník·m :-)

• Drafter � pom·cka pro psaní manuál· k softwaru

Po£íta£ jako samostatný autor

• IDAS � poskytuje informace o pouºívání p°ístroje na základ¥ reprezentace znalostí

• ModelExplainer � vysv¥tluje strukturu objektov¥-orientovaných program·

• PEBA � popisy taxonomické báze znalostí

• Piglet � vysv¥tluje pacient·m v nemocnici jejich léka°ské zprávy

• STOP � generuje personalizovanou informaci o ²kodlivosti kou°ení :-)

25.4 Evaluace

• Zaloºená na úkolech (jak systém pomáhá £lov¥ku zvládnout daný úkol)

• Lidská (lidi posuzují srozumitelnost)

• BLEU nebo n¥co podobného

http://www.fb10.uni-bremen.de/anglistik/langpro/kpml/README.html
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Státnice I3: Analýza a syntéza mluvené °e£i

26.1 Speech Recognition

• The task of transforming of acoustic signal into text.

• Based on statistical methods

• Constant increase of performance over last decade

• Parameters in�uencing the recognizers performance:

� size of the vocabulary

∗ yes/No recognition

∗ digit recognition � 10 words

∗ large vocabulary � 20,000 to 60,000 words

� �uency of speech

∗ isolated words recognition

∗ continuous speech recognition

� noise to signal ratio

• The following text will focus on Large-Vocabulary Continuous Speech Recognition (although the methods
are applicable universally), the methods shown are speaker independent (The system was not trained on the
person to be recognized)

Speech Recognition Architecture

• Noisy-channel paradigm

• Acoustic input O = o1, o2, o3, ..., ot

� consist of individual �acoustic observations� oi

∗ oi is represented as a feature vector

∗ usually one acoustic observation for each 10ms

• Sentence treated as a string of words W = w1, w2, w3, ..., wn

• Probability model:

W ∗ = arg max
W∈L

P (W |O) = arg max
W∈L

P (O|W )P (W )

P (O)
= arg max

W∈L
P (O|W )P (W )

• P (W ) � the prior probability � computed by language model

• P (O|W ) � the observation likelihood � computed by acoustic model
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Obrázek 26.1: (Speech and Language Processing(draft) � Jurafsky, Martin)

The Hidden Markov Model Applied To Speech

Vezmeme Markov·v model, kde skryté stavy odpovídají hláskám (nebo jejich £ástem) a emitované znaky odpovídají
akustickému pozorování podle akustického modelu. HMM pro analýzu °e£i má ale speciální strukturu:

• Typical feature of ASR HMMs: left-to-right HMM structure

� HMM don't allow transition from states to go to earlier states in the word

� states can transition to themselves or to successive states

∗ transitions from states to themselves are extremely important � durations of phones can vary signi�-
cantly (for example: duration of [aa] phone varies from 7 to 387 miliseconds � 1 to 40 frames)

HMM representation of phone

Obrázek 26.2: (Speech and Language Processing(draft) � Jurafsky, Martin)

• Figure 9.6

� Phones are non-homogeneous over time

∗ Thus there are separate states modelling a beginning, middle, and end of each phone.

HMM representation of word

• pronounciation lexicon needed � tell us for each word what phones it consists of (sometimes multiple variants
of pronounciation)

� pronounciation lexicon of English: CMU dictionary (publicly available)

• Concatenation of HMM representations of phones

Speech recognition HMM

• Figure 9.22:

� Combination of word HMMs

� adde special state modelling silence

� transition from end state to start state � sentence can be constructed out of arbitrary number of words

� transitions from the start state are assigned unigram LM probabilities, higher n-grams also possible

• Figure 9.29:

http://wiki.matfyz.cz.org/wiki/#Feature_Extraction:_MFCC_Vectors
http://www.speech.cs.cmu.edu/cgi-bin/cmudict
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Obrázek 26.3: (Speech and Language Processing(draft) � Jurafsky, Martin)

Obrázek 26.4: (Speech and Language Processing(draft) � Jurafsky, Martin)
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� start state, end state and silence states omitted here for a convinience reason

� Bigram language model used here � probabilities of transitions from the ends to the beginnings of the
words

Feature Extraction: MFCC Vectors

• MFCC � mel frequency cepstral coe�cients � most common feature representation (� spectral features)

Analog-to-Digital Conversion

• sampling

� measuring of the the amplitude of the signal at a particular time

� sampling rate � number of samples per second

� maximum frequency that can be measured is half of the sampling rate

• quantization

� Represenation of real-valued numbers (amplitude measurements) as integer

∗ 8 bits => values from -128 to 127
∗ 16 bits => values from -32768 to 32767

Preemphasis

• boosting of amount of energy in the high frequencies

• improves phone detection accuracy � vy²²í harmonické frekvence jsou pak znateln¥j²í

Windowing

• spectral features are to be extracted from a small segments of speech

� asumption that the signal is stationary on small segment

• (rougly) stationary segments of speech extracted by using a windowing technique

• windowing characterized by

� window's width

� o�set between succesiev windows

� shape of the window

• segments of speech extracted by windowing are called frames

� frame size � number of miliseconds in each frame

� frame shift � miliseconds between the left edges of successive windows

Discrete Fourier Transform (DFT)

• extracts spectral information for the windowed signal

• how much energy each frame contains at di�erent frequency bands

Mel Filter Bank and Log

• human ears less sensitive to higher frequencies (above 1000Hz)

• human hearing is �logaritmic�

� (i.e. for human, distance between 440Hz and 880Hz equals the distance between 880Hz and 1760Hz � in
both examples, the distance is one musical octave)

• these feature of hearing are utilized in speech recognition

• DFT outputs are warped onto the mel scale mel(freq) = 1127 ln(1 + freq
700 )

� Frequency scale divided into bands (frekven£ní pásma)

∗ 10 bands linearly spaced below 1000Hz
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∗ remaining bans spread logarithmically above 1000Hz
� new mel-scaled vectors
∗ energy collected from each frequency band
∗ logarithms of energy values � the human response to signal level is logarithmic

The Cepstrum

brie�y:

• inverse DFT of the MEL scaled signal

• result � (usually 12) cepstral coe�cients for each frame

• motivation � these coe�cients are uncorelated, �they model the vocal tract better�

Deltas and Energy

• So far � 12 cepstral features

• 13th feature � Energy: obtained by suming squares of signal energy for all samples in the given frame

• For each feature:

� delta cepstral coe�cient obtained as a derivation of feature values, computed as

d(t) = c(t+1)−c(t−1)
2

(for particular cepstral value c(t) at time t)
� double delta cepstral coe�cient obtained as a derivation of delta cepstral feature values

MFCC Summary

• 39 MFCC features

12 cepstral coefficients
12 delta cepstral coefficients
12 double delta cepstral coefficients
1 energy coefficient
1 delta energy coefficient
1 double delta energy coefficient

Acoustic Likelihood Computation

• Last chapter � how to obtain feature vectors

• This chapter � how to compute likelihood of these feature vectors given an HMM state

� i.e. how to obtain the emission probabilities

B = bi(ot) = p(ot|qi)

Vector Quantization

• simple method, not used in state of the art systems

• idea: map feature vectors into a small number of classes

• codebook � list of possible classes

• prototype vector � feature vector representing the class

• codebook is created by clustering of all the feature vectors in the training set into the given number of classes

• prototype vector can be chosen as a central point of each cluster

• each incoming feature vector is compared to all prototype vectors, the closest prototype vector is selected, and
the feature vector is replaced by the class label of the selected prototype vector.

• disadvantage of this method: loss of speci�c information about the given feature vector, signi�cant impact on
performance

• advantage: emissions probabilities can be stored for each pair of HMM state and output symbol, Baum-Welch
training conceptually easier
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Gaussian Probability Density Functions

• more adequate method for modelling of emission probabilities

• used in state of the art systems

• for each HMM state, emission probability distribution over the space of possible feature vectors is expressed by
the Gausian Mixture Model (GMM) (tj. jde o sloºení gaussovských funkcí, kaºdá odpovídá skrytému stavu
a je charakterizovaná st°ední hodnotou a rozptylem, ty se získávají z korpusu):

bj(ot) =

M∑
m=1

cjm
1√

2π|Σjm|
exp[(ot − µjm)TΣ−1

jm(ot − µjm)]

µjm - mean of the �m-th� Gaussian of the state �j�

Σjm

� covariance matrix of the m-th Gaussian of the state j

• Estimation of the GMM parameters (mean and covariance matrix) � Baum-Welch algorithm

Search and Decoding

• Bayes probability formula:

W ∗ = arg maxW∈L P (O|W )P (W )

• typically, more complex formula used:

W∗ = arg maxW∈L P (O|W )P (W )LMSFWIPN

� LMSF� language model scaling factor (kv·li tomu, ºe jednotlivé framy v P (O|W ) nejsou nezávislé, musíme
provést vyváºení obou bayesovských komponent)

� WIP word insertion penalty (váºení jazykového modelu má vedlej²í efekt � sniºuje penalizaci za p°íli² mnoho
slov ve v¥t¥, to je nutné kompenzovat)

� N � number of words in sentence

• decoding � Viterbi algorithm

� �nds the most probably sequence of HMM states

� the output sentence can be easily constructed out of this sequence of HMM states

� beam search pruning

∗ at each trellis stage, compute the probability of best state/path D. prune away any state that is less
probable than D ×Θ, where Θ is the beam width (value lower than 1)
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Obrázek 26.5: (Speech and Language Processing (draft) � Jurafsky & Martin)

Embedded Training

• Recall: A � HMM transition probabilities, B � emission probabilities (modeled by GMMs)

• Given: phoneset, pronunciation lexicon and the transcribed wave�les:

� Build a whole sentence HMM for each training sentence (concatenation of HMM for distinct words)

� Initialize A probabilities to 0.5 (for loop-back or for the correct next subphone) or to zero (for all other
transitions)

� Initialize B probabilities by setting the mean and variance for each Gaussian to the global mean and variance
for the entire training set

� Run multiple iterations of the Baum-Welch algorithm

• This process will optimize the A and B probabilities

� i.e. for each HMM state corresponding to a distinct subphone (each phone modelled by 3 subphones), the
probability of loop-back transition and leaving transition is reestimated as well as the parameters of GMM
for the given state.

� phone is modelled by the same parameters independently from which word it occurs in (i.e. same HMM for
phone [a] in every word containing [a] phone) � �(this is not written anywhere in Jurafsky & Martin, but
it seems to be intuitive and it's hopefully true:) )

Evaluation: Word Error Rate

• word error rate: based on how much the word string returned by the recognizer di�ers from a reference
transcription

• based on minimum edit distance in words between the hypothesized and correct string (number of substi-
tutions, insertions and deletions� ' needed to map between these sentences)

Word Error Rate = 100× Insertions + Substitutions + Deletions
Total Words in Correct Transcript
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26.2 Speech Synthesis

Úvod

Základní schéma Text-To-Speech systému

• Text je v¥t²inou n¥jaký spec. p°ípad, nap°. e-maily atp., text i transkripce v¥t²inou v n¥jaké form¥ obsahuje
zna£ky pro suprasegmentální fonémy.

• Syntéza °e£i je jen jedna z £ástí TTS systému, to je nutné rozli²ovat. Jde moºná o nejsloºit¥j²í a nejd·leºit¥j²í
sou£ást, ale její vstup není text.

• Normalizace je n¥kdy nutá provád¥t, n¥kdy ne. Obsahuje nap°. vyházení hlavi£ek z e-mail·, p°íp. p°idání spec.
prozódie pro n¥ atd. Pouºívá se, aby stejný TTS systém mohl být pouºit k r·zným v¥cem (p°edp°ipravení textu
podle jeho o£ekávaného typu).

• Grafém, písmeno, letter je nejmen²í jednotka psané podoby jazyka. S n¥kterými jsou problémy, zda je povaºovat
za jediný grafém (nap°. písmena s diakritikou), ale nám to v¥t²inou bude jedno.

• Hláska, sound je nejmen²í jednotka zvukové podoby jazyka.

• Foném je nejmen²í strukturální jednotka zvukové podoby jazyka, která rozli²uje význam.

• Fonetický p°epis je p°epis zvukové podoby textu, zaznamenávající hlásky, p°íp. suprasegmentální jevy. M·ºe být
postavená na pravidlech nebo na slovníku (ale vºdy se pouºívají oba komponenty, jeden slouºí jako dopln¥k).
Nejv¥t²í problém d¥lá p°epis v jazycích, které nap°. nezna£í samohlásky.

Fonetika a fonologie

Pot°ebujeme jednak popis výslovnosti, jednak popis akustiky (zvukových vln, jimiº se jednotlivé hlásky projevují).
M·ºu mít i popis vnímání (percepce) hlásek, ale ten pro na²e ú£ely není nezbytný.

Hlavní rozdíl mezi fonetikou a fonologií je ten, ºe fonetice jde o vícemén¥ fyzikální akustický popis v²ech zvuk· a
hlásek, kdeºto fonologii zajímá systém, struktura jazyka. Pro fonologický výzkum narozdíl od fonetiky pot°ebujeme
alespo¬ n¥jaké základní informace o daném jazyce.

Akustika

Jednotlivé hlásky jsou sloºené zvuky (vln¥ní vzduchu), obsahující tónové (periodické) a ²umové (neperiodické) sloºky.
Rozli²ujeme je práv¥ podle sloºení jejich zvuku, nap°. konsonanty mají v¥t²í podíl ²umových a vokály tónových sloºek,
konsonanty se dále li²í svou zn¥lostí £i nezn¥lostí jako p°ítomností tónových sloºek.

Hlasové ústrojí se dá zjednodu²en¥ p°edstavit jako zdroj zvuku (hlasivky) a rezonan£ní prostor (nadhrtanové
dutiny). Hlasivky kmitají na n¥jaké základní frekvenci (F0) a v nadhrtanových dutinách se zesilují n¥které harmonické
frekvence.

Zvuk m·ºeme rozloºit na frekven£ní spektrum a zkoumat sílu zastoupení jednotlivých frekvencí v £ase. Provádí se
to b¥ºn¥ na po£íta£i pomocí Fourierovy analýzy, výsledkem je spektrogram.

Výrazn¥ zesílené frekvence £íslujeme F1, F2 atd., a nazýváme formanty. Prvních n¥kolik je zastoupených v signálu
�úmysln¥�, vlivem výslovnosti, p°íli² vysoké frekvence ale uº clov¥k neovlivní. Proto p°i záznamu zvuku snímáme
jen úzké pásmo (nap°. do 5 nebo 9 kHz). Frekvence, které jsou na spektru zvuku �úmysln¥� potla£eny, nazývame
antiformanty.

U konsonant· (hlavn¥ u nezn¥lých) v¥t²inou nehledáme formanty, ale transienty � jde o �p°echody� ve spektru, na
míst¥, kde za£ínají nebo kon£í formanty okolních samohlásek. Místo, kam transienty ukazují (tedy hypotetický bod na
spektru) pro danou souhlásku nazýváme locus. Bod locu je d·leºitý pro rozpoznání nezn¥lých hlásek, povaºuje se za
centrum jejich ²umu.

Samohlásky mají nejvýrazn¥j²í formanty (F1, F2, . . .). Pokud není u n¥jaké hlásky p°ítomna F0 (a tedy ani výrazné
vy²²í formanty), jedná se o nezn¥lou hlásku. Podle ²umu (nekoncentrovaný signál po velké £ásti spektra) se poznají
frikativy (²umové hlásky). Explozivy (záv¥rové hlásky) se poznají okamºikem ticha a následným ²umem exploze.
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Fonetická abeceda IPA

Abeceda IPA slouºí pro fonetickou transkripci, hlavn¥ v jazykov¥ nezávislém prost°edí. N¥které jazyky ji pouºívají
i pro zápis své výslovnosti, v n¥kterých se pouºívají jiné abecedy, protoºe jsou pro n¥ ²ikovn¥j²í (nap°. v £e²tin¥).
Hlásky, kterým je p°i°azena jedna zna£ka, se mohou nap°í£ jazyky li²it � jde jen o aproximaci. Pro odli²ení hlásek v
rámci jednoho jazyka ale v¥t²inou pln¥ dosta£uje.

Vokalický systém

Extremální vokály jsou [i] (jazyk je naho°e vep°edu), [u] (naho°e vzadu), [a] (dole uprost°ed). N¥které zvuky si v
r·zných jazycích více £i mén¥ odpovídají, n¥které jazyky rozli²ují více vokál· neº jiné. Rozli²ení m·ºe být podle
n¥kolika r·zných vlastností najednou (a n¥které jejich kombinace nemusí být povolené).

Obrázek 26.6: První dva formanty £eských samohlásek. V²imn¥te si, ºe zrcadlí místo jejich tvo°ení.

Pro akustický popis pouºíváme tak krátké zvuky, ºe se nezm¥ní pozice jazyka (�statický zvuk�), ale uº se m·ºou
analyzovat frekvence, ze kterých se zvuk skládá. Zajímáme se o lokální maxima frekvencí. Tím nalezneme nejniº²í
lokální maximum � základní frekvenci F0 � a n¥které její vy²²í harmonické frekvence. Podle prvních dvou formant·
F1 a F2 lze samohlásky dob°e odli²it (viz obrázek).

Konsonantický systém

Základní d¥lení konsonant· je na zn¥lé, voiced a nezn¥lé, voiceless. Ty se li²í p°ítomností základního hlasového tónu
(tj. kmitáním hlasivek p°i jejich tvorb¥).

Podle místa artikulace rozli²ujeme mj. labiály (obouretné) hlásky [p, b, m], labiodentály (retozubné) [f, v], dentály
(zubné) [θ, ð], prealveolární [t, d, s, z, ts, dz], postalveoláry [², º], palatály (tvrdopatrové) [¤, ´, ¬], veláry (m¥kkopatrové)
[k, g, ch], glotály (hlasivkové) [h].

Podle zp·sobu tvo°ení rozli²ujeme plozivy, záv¥rové [p, b, t, d, k, g, ´, ¤], nasální, nosové plozivy [n, m, ],
frikativy, ²umové [s, z, ², º, ch, f, v], afrikáty, polozáv¥rové [ts, t², dz, dº], vibranty, trills [r], bokové hlásky, laterály [l],
aproximanty [j, w] (ty se vlastn¥ fyzicky neli²í od samohlásek, jde jen o popis).

Pro akustický popis konsonant· jsou ur£ující transienty a bod locu. Locus se dá zhruba odhadnout podle místa
tvo°ení � £ím zadn¥j²í hláska (£ím blíº je místo tvo°ení hlasivkám), tím vy²²í je locus.

Pro nosovky je charakteristický nasální komponent na frekvenci cca 200-300 Hz (tedy pro vysoké hlasy nevýrazný)
a potla£ení formantu F1 (vzniká antiformant).

Prozódie

Prozódie zahrnuje v²echny vlastnosti, které se projevují nad hranicemi segment·. Sestává z:

• F0 základní tón hlasu, voice pitch

• £asování, timing

• intenzity (není totéº, co hlasitost � je m¥°itelná, hlasitost je dojem; pro TTS ale není tak d·leºitá)

Vºdy tu pracujeme jen s relativními hodnotami a prominencí (zvýrazn¥ním) v n¥které z nich.
Hlásky ve skute£nosti existují aº ve slabikách. Slabika je nejmen²í £ást mluveného textu, která se dá zopakovat

izolovan¥ � konsonant je vºdy závislý na vokálu své slabiky a naopak. Vnímání slabik je jazykov¥ závislé: kdyº de�nuju
slabiku jako �peak in sonority�, bude slovo �lºu� sestávat ze 2 slabik.

Vy²²í jednotka je p°ízvukový takt, fonologické slovo, stress unit. To je skupina slabik, z nichº na jedné je p°ízvuk.
P°ízvuk závisí na konkrétním jazyku a jedná se o kombinaci timingu, intonace i intenzity (prominence v n¥které z
t¥chto hodnot).

Nad úrovní slov rozli²ujeme intona£ní jednotky, intonation contours. Ty jsou relativn¥ nezávislé, mezi nimi má
£lov¥k tendenci d¥lat pauzu v °e£i. Jejich rozli²ení ale není úpln¥ p°esné.
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Nejvy²²í jednotkou je celé vyjád°ení, utterance. Nap°. v dialogu odpovídá v¥t¥, ale m·ºe být i del²í. Finální intonace
vyjád°ení je terminální.

Melodie má v n¥kterých jazycích distinktivní funkci � stejné slabiky s jinou melodií mají jiný význam. Takové
jazyky se nazývají tónové. V¥tná melodie ale m·ºe mít zárove¬ jinou funkci.

Mikroprozódie zahrnuje v²echno, co se d¥je v rámci jedné hlásky, ale je ovliv¬ováno okolím. Má vliv na velkou
prozódii. Je podv¥domá, záleºí i na konkrétních hláskách. Mikroprozodickým fenoménem je nap°. délka hlásky (záleºí
ale na tom, jestli délka hlásky rozli²uje význam). Dal²í je nap°. zm¥na tónu hlasu v rámci jedné hlásky. B¥ºný TTS
systém se mikroprozodií nezabývá, protoºe ji má nahranou ve svém korpusu segment·; prozódií se ale zabývat musí.

Stavba Text-To-Speech systému

Normalizace

N¥kdy se dohromady s normalizací textu d¥lá chunking, tj. rozd¥lení textu na dostate£n¥ malé kousky pro zpracování,
n¥kdy je jako samostatný krok. Data se musí rozd¥lit n¥kde, kde je to moºné (ne nap°. uprost°ed v¥ty).

Fonetický p°epis

Jde o p°epis letter-to-sound, tedy p°episujeme grafémy na hlásky. Odli²ují se dva p°ístupy:

• zaloºený na pravidlech, rule-based

• zaloºený na slovníku, dictionary-based

V dne²ních systémech jsou v podstat¥ vºdy p°ítomna i pravidla i slovník, ale jedna metoda je vºdy primární, druhá
dopl¬ková.

Pro pravidla se de facto dají pouºít regulární výrazy, tj. p°episy se zapojením kontextu na ob¥ strany. V¥t²inou
neoperují p°ímo nad textem, ale nad n¥jakými speciáln¥ vytvo°enými datovými strukturami.

N¥kterými pravidly musí dojít k zjednozna£n¥ní (disambiguization) textu, nap°. r·znou interpunkci apod. je nutné
správn¥ interpretovat � te£ka nap°. m·ºe mít spoustu význam·. N¥kdy se víc hodí (jazykov¥ závislá) pravidla, n¥kdy
zas slovník, nap°. na interpretaci anglického £lenu �the� se hodí hlavn¥ pravidla, ale bez slovníku to také nejde (srov.
�the oak� proti �the one�).

Pravidla m·ºu taky aplikovat bu¤ jedním pr·chodem, nebo opakovan¥. Typické druhy pravidel jsou následující:

1. morfosyntaktická pravidla � jedná se hlavn¥ o ur£ování slovních druh· apod. Pouºívá se p°itom hlavn¥ slovník a
statistické £etnosti nam¥°ené v n¥jakém korpusu. P°íkladem takových pravidel m·ºe být i dopl¬ování samohlásek
v textech psaných souhláskovým písmem.

2. kontextová pravidla � Tato pravidla nap°. rozvíjejí zkratky, p°ibliºují text £tené podob¥.

3. strukturální pravidla � Výstup t¥chto pravidel se pouºívá pro modelování prozódie � jde nap°. o identi�kaci
druh· v¥t, coº umoºní jejich správnou intonaci.

4. pravidla fonetického p°episu (letter-to-sound) � Tady se p°ímo p°evádí pravopis na výslovnost, mohou se pouºívat
r·zná pravidla pro výjimky (nap°. £esky �diagram� zm¥ním na �dyagram�, abych se vyhnul m¥k£ení).

Modelování prozódie

Prozódie je vlastn¥ ovliv¬ovaná �syntaxí�, p°ípadn¥ n¥jakými emocemi, jednotlivostmi mluv£ího, ale ty se vystihnout
nedají. M¥lo by se dávat pozor i na mikroprozódii � tedy vystihnout prozodické fenomény, ale nenechat se zmást
mikroprozodickými.

Intonace b¥hem °e£i odpovídá zm¥nám základní hlasové frekvence (F0), na ostatních prozodických veli£inách je
vícemén¥ nezávislá. Pro modelování intonace je nejznám¥j²í Fudºisakiho model. Ten sestává z phrase commands a
accent commands. První typ pravidel je �trvanliv¥j²í�, p·sobí v podstat¥ na celou v¥tu, vºdy od daného £asu a s danou
amplitudou (zvednutím nebo sníºením F0) a postupn¥ doznívá. Druhý typ má krat²í trvání, má de�novaný £as za£átku
i konce a zase amplitudu. Výsledná F0 v daném £asovém bod¥ se (v logaritmické podob¥) dá vyjád°it jako n¥jaká
suma v²ech command·, které p·sobí, plus základní frekvence.

Prozodické modely je ale nutné nejprve natrénovat. Pot°ebuji tedy prozodický korpus, automatické nástroje na
zpracování a prozodický model. Postup vytvá°ení prozodického inventá°e vypadá pak následovn¥:

Krok trénování, extrakce pravidel probíhá bu¤ automaticky za pomoci neuronové sít¥ (trénování), nebo ru£n¥.
Výsledkem procesu by m¥l být prosodic inventory, tedy sada pravidel, jak upravovat prozodicky signál ve výstupu

z TTS. Je to v¥t²inou malá mnoºina n¥jakých hodnot � t°eba informací o neuronové síti.
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Syntéza °e£i

Pro generování °e£i ze zápisu hlásek se pouºívá n¥jaký zjednodu²ený popis artikulace, podloºený jistými p°edpoklady,
tzv. °e£ový model. Pro syntézu existují dva hlavní druhy � bu¤ copy synthesis, konkatena£ní syntéza, tedy syntéza na
základ¥ kopírování a slepování £ástí °e£ového inventá°e, nebo rule-based synthesis, formant synthesis, syntéza zaloºená
na vytvá°ení sloºeného zvuku za pomoci (frekven£ních) pravidel.

Pravidlová syntéza se pouºívá v¥t²inou jenom v akademickém prost°edí, aº na pom·cky pro hyperrychlé £tení
e-mail·. Projev v¥t²inou není p°íli² p°irozený. P°edpokládáme tu matematický model zjednodu²eného artikula£ního
ústrojí a pravidla, popisující jeho zm¥ny. Ta pak zahrnují formanty samohlásek, transienty konsonant·, p°ítomnost
základního tónu apod., v²echno je v pravidlech relativn¥ p°ímo£a°e. Model se vytvá°í ru£n¥ podle n¥jakého korpusu.

Kvalitu syntézy zaloºená na kopírování ur£uje hlavn¥ kvalita nahrávek v °e£ovém korpusu a také jejich reprezen-
tativita. Korpus m·ºu získat dv¥ma zp·soby � bu¤ nahrávat televizní po°ady, nebo výb¥rem v¥t, které n¥kdo potom
do korpusu p°e£te. Druhým zp·sobem m·ºu lépe pokrýt inventá° cílového jazyka.

Chci mít výsledný korpus malý, aby ho mluv£í mohl p°e£íst najednou a bez zm¥ny podmínek (nap°. únavy hlasu).
Postup je potom následující:

1. identi�kace hlásek � Vyberu si, které hlásky pot°ebuji pro reprezentaci °e£i v daném jazyce.

2. identi�kace fonotaktiky � Zjistím, které kombinace vybraných hlásek se v jazyce v·bec m·ºou vyskytovat, tím
zmen²ím po£et kombinací.

3. kompozice korpusu � Ze v²ech moºných kombinací hlásek, nalezených v p°edchozím kroku, sloºím psanou verzi
korpusu.

4. nahrávání korpusu � Mluv£í p°e£te v²echny v¥ty, vloºené do korpusu. P°itom by m¥l pouºívat monotónní prozódii.
Po nahrávání se vzorky normalizují na stejnou F0.

5. vytvo°ení °e£ového inventá°e � Protoºe pro kaºdou kombinaci hlásek nepot°ebuji více verzí, srovnám v²echny
dostupné a nap°. podle toho, jak moc se jejich F0 blíºila pr·m¥ru, si vyberu tu nejlep²í.

Pro výstup syntézy se nikdy nepouºívají samostatné hlásky, ale vºdy kombinace dvou, t°í nebo více hlásek, dvoj-
hlásky apod. Projevuje se tu totiº d·leºitost koartikulace, navíc konsonanty jen �parazitují� na vokálech, samy stát
nemohou, tedy samotné je extrahovat ani nem·ºu. Pro konkatenaci zvuk· pot°ebuji hlásky �stabilní�, navíc vºdy je
pot°eba n¥jaké vyhlazování zvuku. Tradi£n¥ se v konkatena£ní syntéze pouºívají tzv. diphones, dvojzvuky � druhá
polovina první, první polovina druhé hlásky, n¥kde i del²í úseky.

U sloºit¥j²ích systém· konkatena£ní syntézy nemám v °e£ovém inventá°i pro kaºdý diphone nebo triphone jen jednu
zvukovou podobu, ale vybírám si z n¥kolika moºností pomocí tzv. unit selection algorithm tu nejlep²í pro dané místo
v °e£i. P°itom se zohled¬uje prozódie, diskvali�kují se chyby výslovnosti apod., n¥kdy se tak mohou pouºít i £ásti
slov úpln¥ vcelku (na základ¥ výb¥ru). Pro výb¥r se pouºívá upravený Viterbiho algoritmus (místo pravd¥podobností
p°echodu uvaºuju n¥jaké badness zaloºené na podobné F0, chybách výslovnosti, intenzit¥ a prozódi apod.).

Druhy Text-To-Speech Systém·

Time-Domain Pitch-Synchronous Overlap Add (TD-PSOLA)

Tento systém je p°íkladem konkatenativní syntézy, jde vlastn¥ o velmi jednoduchý p°ípad (dnes uº relativn¥ zastralý,
pouºívaný hlavn¥ v 90. letech). Spo£ívá v tom, ºe kaºdá hláska (jednotka °e£i) je rozd¥lena na framy, krátké zvukové
úseky b¥hem kterých se nem¥ní F0. V kaºdém framu lze pozorovat pitch-periody, tedy jednotlivé kmity hlasu. Ty
dávají moºnost, jak m¥nit F0 bez ohledu na kvalitu zvuku.

Mohu totiº jednotlivé framy skládat p°es sebe a natahovat, pokud je upravím pomocí tzv. windowing funkce (funkce,
která zesílí jen jednu pitch-periodu a postupn¥ signál zeslabuje v jejím okolí aº do ticha). Po pouºití windowing funkce
na kaºdou pitch-periodu pak výsledky m·ºu se£íst p°es sebe i s n¥jakým posunutím. Tím dostanu signál, který m·ºe
mít jinou F0, ale jen neznateln¥ zm¥n¥né vy²²í frekvence (nap°. formanty). N¥kdy pitch-periody nesedí úpln¥ p°esn¥,
ale díky windowing-funkci dojde k vyhlazení. Vyhazováním nebo duplikací pitch-period m·ºu (do ur£ité míry) zvuk
zrychlovat nebo zpomalovat.

Princip TD-PSOLA vypadá sice jednodu²e, nutnou podmínkou jeho pouºití je ale spolehlivý detektor hlasové
frekvence, jinak dochází k chyb¥ fáze, phase mismatch hlasu (pitch-periody se netrefí p°esn¥ doprost°ed kmit·). Na
hranicích jednotlivých diphon· m·ºe dojít i k chyb¥ spektra, spectral mismatch. Mám-li totiº dv¥ poloviny stejné
samohlásky, které se trochu li²í pod vlivem okolí, nedají se slepit úpln¥ p°esv¥d£iv¥. Poslední chybou, která se m·ºe
v TD-PSOLA objevit, je chyba vý²ky hlasu, pitch mismatch. K té dojde, pokud dva p°iléhající segmenty mají p°íli²
odli²né F0 (nesedí p°esn¥ na sebe).

Linear Prediction Coder (LPC) Speech Synthetizer

LPC syntéza vychází z modelu artikula£ního ústrojí. Je to relativn¥ stará technika, její výsledek ale nevypadá p°íli²
p°esv¥d£iv¥. Implementace v hardwaru ale není sloºitá, zvuk je srozumitelný i s minimálním inventá°em.

http://wiki.matfyz.cz.org/wiki/St�tnice_I3:_Stochastick�_metody_a_jejich_aplikace_v_po��ta�ov�_lingvistice#Viterbi
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Hlasové ústrojí si totiº lze p°edstavit jako na jedné stran¥ otev°enou rezona£ní trubici (tube), ve které je na uzav°ené
stran¥ zdroj zvuku (buzzer), který vytvá°í periodický signál. Kdyº se nem¥ní parametry tube ani buzzeru, pak vychýlení
výsledné zvukové vlny v kaºdém okamºiku (podle pot°eb vzorkovací frekvence, krom¥ n¥kolika po£áte£ních vzork·) se
dá predikovat z ur£itého po£tu p°edchozích vzork·.

Pro syntézu tedy vezmu °e£ový inventá° a kaºdou pot°ebnou jednotku rozd¥lím na framy, tedy £asové úseky, kde
jsou zm¥ny artikulace minimální. Pro kaºdý frame potom odhadnu n¥kolik po£áte£ních (nap°. 8) sampl·, aby predikce
vycházela s co nejmen²í chybou. Tyto po£áte£ní parametry se nazývají LPC coe�cients. Odhad se typicky provádí
metodou nejmen²ích £tverc·.

Modelování pak provádím separátním ovládáním vlastností trubice i zdroje zvuku. Nam¥°ené koe�cienty nepouºí-
vám pro generování zvuku p°ímo, protoºe mezi segmenty by vznikaly ostré p°ed¥ly � zvuk se p°edem je²t¥ vyhlazuje.

Problém je se simulací nosových hlásek, protoºe na to aproximace artikula£ního ústrojí prostou trubicí nefunguje.
Pokud bych cht¥l trubici po £ásti délky rozd¥lit, budu mít problém s nalezením po£áte£ních LPC koe�cient·.

Podobná technika (LPC komprese) se pouºívá i v mobilních telefonech, protoºe aproximace parametr· je de facto
druh ztrátové komprese.



Kapitola 27

Státnice I3: Vyhledávání a extrakce

informací

27.1 Informa£ní systémy

• Faktogra�cké vs. dokumentogra�cké

• Zp°ístupn¥ní vs. dodání dokumentu

• Indexace nutná � termy

� °ízená, ne°ízená

� tezaury

• Kritérium predikce + maxima

• Precision, recall

27.2 Vyhledávání v textu

• Triviální algoritmus

• Knuth-Morris-Pratt

• Aho-Corrasicková

27.3 Boolské informa£ní systémy

• Dokument reprezentován mnoºinou term·, které ho vystihují

• Dotazy: AND, OR, NOT, wildcards, víceslovné, proximitní omezení, tezaurus, lemmatizace

• Invertovaný indexový soubor (org. po termech)

• Uspo°ádání výsledk· (DNF, po£et spln¥ných konjunkcí)

• Zp¥tná vazba

27.4 Vektorové informa£ní systémy

• Kaºdý z n dokument reprezentování m-sloºkovým vektorem vah d·leºitostí term· (∈ [0, 1])

• Indexový soubor je matice vah m× n

• Dotaz je taky vektor, vyhodnocení a °azení pomocí:

� základní Sim(~wi, ~q) =
∑n
k=1 wi,kqk

� vylep²ení na délku vektor· (po£et nenulových wk) � d¥lení
∑
wi +

∑
q,
∑
wi +

∑
q − 2

∑
wq nebo√∑

w2
i ·
∑
q2

� jiné � normalizace na jednotkovou délku vektor·
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• Nerozli²uje se disjunkce a konjunkce

• Negace = p°idání záporných vah do dotaz·

• Indexace podle term frequency � TFi,j =
tj∑m
i=1 ti

(podíl po£tu výskyt· daného termu v dokumentu z celk. po£tu
term· v n¥m)

� Normalizovaná NTF = 1
2 + TF

2 max(TF ) (do {0} ∪ [1/2, 1]).

� Inverzní ITFj = log(n/k), pokud se term j vyskytuje v k dokumentech z n.

• Výpo£et vah w = NTF ·ITF
Z (Z je normalizace)

• Matice podobnosti term· � závislost a zastupitelnost term·

27.5 Induktivní systémy

• Dvouvrstvá neuronová sí´ se zp¥tnou aplikací vah (1. vrstva � termy, 2. � dokumenty)

• Laterální inhibice � zabrán¥ní nár·stu vah

27.6 Signaturové systémy

• Uloºení na pomalých médiích � p°edstupe¬ k lep²í metod¥

• Kaºdý dokument i search term má signaturu, která funguje jako maska (pokud je bitový and signatury dokumentu
a termu nenulový, je dokument moºná relevantní a pouºije se k detailnímu hledání)

• P°i°azení signatury � kaºdý term: jedna jedni£ka na n¥jakém míst¥ / hashovací funkce

� Zabrán¥ní p°íli² mnoha jedni£kám v signaturách dokument· � rozd¥lení na bloky (pevné délky nebo pevného
po£tu jedni£ek v signatu°e)

• Wildcardy obecn¥ nejsou moºné, jen s monotónními signaturami

27.7 Roz²í°ená boolská logika

• Reprezentace stejná jako vektorový model

• Dotazy stejné jako s boolskou logikou, ale s váhami (pokud nejsou uvedeny, bere se 1)

• OR � vzdálenost od nulového dokumentu DF = (0, . . . , 0) jako p

√
qpaw

p
i,a+qpbw

p
i,b

qa+qb
(kde qa, qb jsou váhy dotazu)

• AND � vzdál. od jednotkového dokumentu jako 1− p

√
qpa(1−wi,a)p+qpb (1−wi,b)p

qa+qb

• Pro p = 1 je to vlastn¥ vektorový model, pro p→∞ se blíºí k boolskému

27.8 Rozli²ovací hodnoty term· v indexu

• Informace o tom, jak dob°e termy rozli²ují dokumenty � co se stane, kdyº n¥jaký z nich vyhodíme

• Rozli²ovací hodnota DVk = Q(k) −Q, kde Q =
∑n
i=1 Sim(di,C)

n je pr·m¥rná podobnost dokument· s centroidem

(�pr·m¥rným dokumentem� C =
∑n
i=1 di
n ) a Q(k) je totéº, odstraníme-li k-tý dokument.

• Je moºné pouºít jako IFT , má lep²í vlastnosti neº ten logaritmus (viz vý²e)

27.9 P°ibliºné hledání

• Detekce chyb, nalezení blízkých term· ve slovníku:

� Po£et spole£ných digram·

� Hammingova míra (po£et operací replace p°i dopln¥ní slova znakem λ na stejnou délku)

� Levenshteinova míra (po£et operací replace, insert nebo delete)

• Lze pouºít kone£né automaty

http://wiki.matfyz.cz.org/wiki/wen:Hamming_distance
http://wiki.matfyz.cz.org/wiki/wen:Levenshtein_distance
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Státnice I3: Strojový p°eklad

28.1 Pro£ je strojový p°eklad t¥ºký?

• Strukturální rozdíly mezi jazyky

� R·zné zp·soby °azení podm¥tu, slovesa a p°edm¥tu � SVO, SOV, VSO languages

� Head-marking

English: the man's house
Hungarian: az ember háza

the man house-his

• � Pro-drop languages: N¥které jazyky umoº¬ují vynechávání zájmen

• Lexikální rozdíly

� P°eklad homonym: slovo ve zdrojovém jazyce m·ºe mít více význam·, kaºdý význam je pot°eba p°eloºit
jiným slovem cílového jazyka (anglické slovo bass m·ºe ozna£ovat jak hudební nástroj tak i druh ryby,
tomu odpovídají dva r·zné p°eklady do ²pan¥l²tiny)

� polysémie: koruna v £e²tin¥ znamená jak £ást stromu, tak ozdobu hlavy � významy spolu souvisí. V ang-
li£tin¥ ale tahle souvislost není vid¥t a p°ekládá se treetop a crown.

� distinkce jazykového významu: anglické slovo know ozna£uje jak znalost faktu tak i znalost osoby £i místa
a je to jeden význam. Ve francouz²tin¥ odpovídají t¥mto význam·m 2 r·zná slovesa connaitre a savoir.

� Slovo/fráze jednoho jazyka nemusí mít ekvivalent v druhém jazyce.

28.2 Úkoly strojového p°ekladu

Zatím se nepoda°ilo vytvo°it pln¥ automatický systém, který by se mohl m¥°it s ºivými p°ekladateli co se tý£e kvality
p°ekladu. P°esto je strojový p°eklad uºite£ný, pouºívá se pro °e²ení následujících úkol·:

• rough translation � orienta£ní p°eklad nízké kvality (Nap°. Google translate). Cílem je, aby uºivatel neznalý
daného jazyka mohl s ur£itým úsilým porozum¥t obsahu dokumentu/webové stránky.

• computer-aided human translation* � Výstup strojového p°ekladu musí být natolik kvalitní, ºe je pro
p°ekladatele rychlej²í provést drobné zm¥ny ve výstupu MT neº psát vlastní p°eklad od nuly.

• subdomain translation � pln¥ automatický kvalitní p°eklad na velmi omezené domén¥: Nap°. p°eklady p°ed-
pov¥dí po£así � velmi omezená slovní zásoba, omezená mnoºina jazykových konstrukcí. (Dal²í domény: software
manuals, air travel queries, appoitment scheduling, restaurant recommendation).

28.3 P°ekladový trojúhelník (Vauquois triangle)

Toto schéma popisuje MT jako proces, který lze rozd¥lit do t°í krok·:

• Analysis� ligvistická analýza zdrojové v¥ty, m·ºe zahrnovat morfologickou, syntaktickou, sémantickou analýzu.
Ú£elem je vytvo°it lingvistickou reprezentaci zdrojové v¥ty vhodnou pro p°eklad.

• Transfer � P°evod lingvistické reprezentace zdrojové v¥ty do lingvistické reprezentace cílové v¥ty.

• Generation � Vytvo°ení povrchové reprezentace v¥ty v cílovém jazyce.

Trojúhelníkový tvar nazna£uje, ºe p°i hlub²í analýze je transfer jednodu²²í.

173
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Obrázek 28.1: Vauquois triangle

28.4 Metody Evaluace

28.5 Rule-based strojový p°eklad

P°ímý p°eklad

• Analysis � pouze morfologická analýza

• Transfer � P°eklad jednotlivých slov/frází za pomocí dvojjazy£ného slovníku (pravidla ve form¥ Rozhodovacích
strom·), local reordering (zám¥na po°adí slov/frází)

• Generation � morphological generation

//P°íklad: P°eklad slov much a many z angli£tiny do ru²tiny
//
if (preceding word is how)

return skol'ko;
else if (preceding word is as)

return skol'ko zhe;
else if (word is much)
{

if (preceding word is very)
return nil;

else if (following word is a noun)
return mnogo;

}
else
{

if (preceding word is a preposition and following word is a noun)
return mnogii;

else
return mnogo;

}

Rule-based p°eklad se zapojením syntaktické analýzy

V rámci analýzy je proveden syntaktický parsing. Strom zdrojové v¥ty je p°eveden na strom cílové v¥ty pomocí
contrastive knowledge � znalosti rozdíl· mezi jazyky (P°íklad: P°i p°ekladu z SVO jazyka do SOV jazyka bude v
syntaktickém strom¥ prohozeno po°adí uzlu odpovídajícího slovesu s uzlem odpovídajícím p°edm¥tu)

Combined Approach

• Analysis

� Morphological analysis and part-of-speech tagging
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� Chunking of NPs, PPs, and larger phrases

� Shallow dependency parsing (subject, passives, head modi�ers)

• transfer

� Translation of idioms

� Word sense disambiguation

� Assignment of prepositions according to governing verbs

• synthesis

� Lexical translation with a rich bilingual dictionary

� Reorderings

� Morphological generation

P°eklad pomocí sémantické analýzy � Interlingua

Interlingua ozna£uje jazykov¥ nezávislou reprezentaci významu. P°ekladové modely pracující na bázi interlingvy nej-
prve vytvo°í jazykov¥ nezávislou semantickou reprezentaci výchozí v¥ty, na jejím základ¥ pak zkonstruují cílovou v¥tu
(ºádný transfer, pouze analýza a generování). Pouºití v systémech pro p°eklad text· z velmi omezené domény � model
sémantiky lze vytvo°it (p°edpov¥¤ po£así, rezervace letenek atd.)

28.6 Statistický strojový p°eklad � phrase-based

zna£ení: z historických d·vod· E resp. e ozna£uje v¥tu resp. frázi cílového jazyka, F resp. f v¥tu resp. frázi výchozího
jazyka (První p°ekladové systémy: francouz²tina => angli£tina).

• základní model � Noisy-channel model

E∗ = arg max
E

P (E|F ) = arg max
E

P (F |E)P (E)

P (F )
= arg max

E
P (F |E)P (E)

• State of the art systémy pouºívají obecn¥j²í � 'log-linear model'

E∗ = arg max
E

exp[

M∑
m=1

λmhm(E,F )]

hi ozna£uje libovolnou feature function

Feature functions

• Jazykový model P(E): klasický n-gram language model. P°ekladové systémy b¥ºn¥ kombinují více jazykových
model· na r·zných faktorech (slovní formy, lemmata, morfologické tagy...)

hL = log(P (E))

• P°ekladový model P(F|E)

hT = log(P (F |E))

• Word penalty � penalizace hypotéz, které obsahují p°íli² málo/p°íli² hodn¥ slov.

• Unknown-word penalty

• ...atd
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Obrázek 28.2: Translation scenarios (picture by Ond°ej Bojar)

Vícefaktorový p°eklad � více r·zných jazykových model·

• Both input and output words can have more factors (a ty jsou pak pouºity jako featury loglineárního modelu).

• Arbitrary number and order of:

� Mapping steps (red arrows): Translate (phrases of) source factors to target factors.

� Generation steps (blue arrows)

∗ Generate target factors from target factors.

dv¥ → fem-nom; dva → masc-nom

• � ∗ ⇒ Ensures �vertical� coherence.

� Target-side language models (+LM)

∗ Applicable to various target-side factors.
∗ ⇒ Ensures �horizontal� coherence.

P°ekladový model P(F|E)

Úkolem p°ekladového modelu je odhadnout pravd¥podobnost toho, ºe E �generuje� F. Generování se skládá ze t°í
krok·

• Slova z E jsou rozd¥lena do frází e1, e2...eI

• Kaºdá fráze ei je p°eloºena jako fi

• reordering frází fi

Odhad pravd¥podobnosti je zaloºen na

• translation probability: p(fi, ei)

� pravd¥podobnost, ºe ei bude p°eloºena jako fi. (Bayes tu obrátil sm¥r p°ekladu)

� pravd¥podobnost stanovena na základ¥ alignovaného paralelního korpusu (alignment � mapování mezi
frázemi zdrojových a cílových v¥t v paralelním korpusu): p(f, e) = count(f,e)

count(e)

• distortion probability: d(ai − bi−1) = α|ai−bi−1−1|

� ai: po£áte£ní pozice fi

� bi−1: po£áte£ní pozice ei−1

� Neformáln¥: ...�ím víc reorderingu, tím men²í pravd¥podobnost...

P (F |E) =
∏

p(fi, ei)d(ai − bi−1)
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Hledání nejlep²í p°ekladové hypotézy

Dekodér

• Úkolem dekodéru je naléztN-best list nejlep²ích p°ekladových hypotéz na základ¥ pravd¥podobnostního modelu

� Ve fázi dekódování bývá £asto pouºit jednodu²²í pravd¥podobnostní model (pouze podmnoºina v²ech feature
functions) � tzv. generativní model

modely na morfologických faktorech atd...)

• algoritmus: A* search

� jeho varianty pouºívané v MT a speech recognition b¥ºn¥ ozna£ované jako stack decoding

� heuristika: best-�rst search

� beam search pruning

• Popis dekodéru v£etn¥ názorných obrázku je moºné nalézt zde.

Rescoring, Discriminative model

• Na výstupu dekodéru je N nejlep²ích p°ekladových hypotéz podle generativního modelu.

• Tyto hypotézy jsou ohodnoceny pomocí podrobn¥j²ího Diskriminativního modelu (v²echny feature functi-
ons), je vybrána ta nejlep²í

� Motivace: N¥které feature functions není moºné vyhodnocovat pro £áste£né hypotézy nebo by to bylo moc
drahé (£asová náro£nost)

� P°íklad (m·j vlastní):

∗ Generativní model vytvo°í N-best list na základ¥ jazykového modelu P(E) a p°ekladového modelu
P(F|E).
∗ Na v²ech p°ekladových hypotézách bude proveden HMM part-of-speech tagging, pravd¥podobnost ota-
gování

∏n
i=1 P (wi|ti)

∏n
i=1 P (ti|ti−2, ti−1) bude pouºita jako dal²í feature v diskriminativním modelu.

Minimum Error Rate Training (MERT)

Obrázek 28.3: MERT � discriminative training (picture by Phillip Koehn)

• Nalezení optimálních vah λ1...λM pro jednotlivé feature functions.

• Provádí se na held-out datech � £ást paralelního korpusu, která nebyla pouºita p°i trénování modelu.

• Och's minimum error rate training (MERT):

given: sentences with n-best list of translations
iterate n times

randomize starting feature weights
iterate until convergences

https://svn.ms.mff.cuni.cz/projects/NPFL087/export/HEAD/lectures/02-phrase-based-decoding-Koehn.pdf
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for each feature
find best feature weight
update if different from current

return best feature weights found in any iteration

28.7 Alignment

Sentence alignment

• Classical algorithm: Gale and Church (1993).

� Based on similar character length of aligned sentences, no words examined.

� Dynamic-programming search for the best alignment.

� Allows 0 to 2 sentences in a group: 0-1, 1-0, 1-1, 2-1, 1-2, 2-2

Word alignment

• Goal: Given a sentence in two languages, align words (tokens).

� Lexical probabilities: IBM Model 1,

� Expectation-Maximization Loop for IBM1.

� Symmetrization techniques.

� The �standard tool�: GIZA++ (Och and Ney, 2000)

� Details here!

28.8 Evaluace

• evaluace MT je subjektivní a netriviální úkol

• výzkum metodologie evaluace hrál ve vývoji MT vºdy d·leºitou úlohu

�Ru£ní� evaluace

• Kvalitu p°eklad· posuzují dobrovolníci

• Zvlá²´ se hodnotí:

� p°esnost (�delity) � v¥rnost zachycení obsahu sd¥lení

� plynulost (�uency) � zda je v¥ta dob°e srozumitelná, jasná; styl

Vyhodnocení plynulosti

• nejjednodu²²í metoda: dobrovolníci p°i°azují skóre kaºdé v¥t¥ (nap°. od 1 do 5)

• cloze � n¥která slova na výstupu jsou zakryta, dobrovolník má za úkol uhádnout, jaké slovo je zakryto. �ím
v¥t²í plynulost, tím je hádání jednodu²²í

• metoda m¥°ení £asu pot°ebného pro p°e£tení v¥ty � £ím v¥t²í plynulost, tím se v¥ta £te snadn¥ji

Vyhodnocení p°esnosti

• nejjednodu²²í metoda: dobrovolníci p°i°azují skóre kaºdé v¥t¥ (nap°. od 1 do 5)

• kladení otázek týkajících se obsahu textu � dobrovolník má odpovídat pouze na základ¥ informací obsaºených
v p°ekladu

Metody m¥°ení celkové kvality

• v²echny aspekty (plynulost, p°esnost) dohromady

• edit cost of post-editing

� kolik slov je pot°eba upravit, aby bylo dosaºeno p°ekladu rozumné kvality

� kolik je pot°eba stisknutí kláves, aby bylo dosaºeno p°ekladu rozumné kvality

https://svn.ms.mff.cuni.cz/projects/NPFL087/export/HEAD/lectures/03-word-alignment-Koehn.pdf
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Automatická evaluace

• hor²í kvalita, za to v²ak výrazn¥ levn¥j²í a rychlej²í neº manuální evaluace

• díky tomu, ºe se dá automatická evaluace provád¥t rychle a £asto, m·ºe být pouºita pro optimalizaci parametr·
modelu (váhy jednotlivých features jsou nastaveny tak, aby bylo co nejv¥t²í BLEU score na heldout datech),
nebo k posouzení zlep²ení systému p°i zm¥nách v implementaci.

• automatické metriky: BLEU, NIST, TER, METEOR

• v²echny tyto metriky jsou zaloºeny na porovnávání výstupu systému s referen£nímy p°eklady � lidmi vy-
tvo°ené kvalitní p°eklady. Pro kaºdou v¥tu z testovací mnoºiny je k dispozici více referen£ních p°íklad· (v¥ta se
dá obvykle dob°e p°eloºit více zp·soby)

• jednotlivé metriky se od sebe navzájem li²í tím, jak po£ítají podobnost mezi výstupem systému a referen£nímy
p°eklady

BLEU

• nejpouºívan¥j²í metrika

• zaloºená na modi�ed n-gram precision

� unigram precision: Po£ítá se pom¥r, kolik slov z výstupní v¥ty je obsaºeno v n¥jakém referen£ním p°ekladu.

Output: the the the the the the the
Reference 1: the cat is on the mat
Reference 2: there is a cat on the mat

• � V uvedeném p°íklad¥ je unigram precision 7/7 = 1, protoºe v²ech 7 slov se vyskytlo v n¥jakém ref. p°ekladu.

� Uvedený p°íklad poukazuje na problém � vysoké ohodnocení (maximální hodnota precision), p°estoºe je
na výstupu velmi ²patný p°eklad

� problém odstraní modi�ed precission

∗ pro kaºdé slovo výstupní v¥ty se spo£ítá Countclip � upravený po£et výskyt·
· Pokud je po£et výskyt· (Count) slova ve výstupní v¥t¥ men²í nebo roven po£tu výskyt· v n¥kterém
z referen£ních výskyt·, tak Countclip = Count

· V opa£ném p°ípad¥ bude Countclip rovno maximálnímu po£tu výskyt· slova v referen£ních v¥tách

� V uvedeném p°íklad¥ bude modi�ed unigram precision rovna 2/7, Countclip(the je totiº rovno 2. (Ma-
ximální po£et výskyt· slova the v n¥kterém z referen£ních p°eklad· je 2).

• modi�ed n-gram precission pro n-gramy vy²²ích °ád· se ur£uje stejným zp·sobem. Výpo£et modi�ed precision
p°es celou testovací mnoºinu:

pn =
∑
O∈Output

∑
n-gram∈O Countclip(n-gram)∑

O′∈Output

∑
n-gram′∈O′ Countclip(n-gram')

Output: mnoºina výstupních v¥t pro celá testovací data

• penalizace p°íli² krátkých p°eklad·: brevity penalty (BP) (nelze pouºít recall, protoºe máme více referen£ních
p°eklad·)

c: sou£et délek v²ech výstupních v¥t

r: sou£et délek nejpodobn¥j²ích referen£ních p°eklad· k výstupním v¥tám

BP =

{
1 if c > r

e(1−r/c) if c <= r

• BLEU score je de�nováno jako harmonický pr·m¥r modi�ed ungram precision pro n-gramy do °ádu N normali-
zovaného pomocí brevity penalty

BLEU = BP× exp(
1

N

N∑
n=1

log(pn))
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28.9 Historie

• První patenty � uº 1930's: G. Artsrouni � automatický slovník na d¥rné pásce, P. Troyanskii � lidský editor,
vyjad°ující log. formy a synt. funkce, automatický p°eklad a editor, který p°epí²e log. formu cílového jazyka do
textu.

• 1946 � A. D. Booth: automatický slovník, p°eklad slovo od slova, 1949 W. Weaver � informa£ní teorie, desambi-
guace na zákl. kontextu, kryptogra�cké metody, univerzálie

• 1948 � R.M.Richens � slovník s ko°eny, p°edponami a p°íponami zvlá²´

• 1950 � E. Rei�er � preediting a postediting (zjednodu²ení textu pro ú£ely p°ekladu, oprava chyb, které ud¥lal
stroj)

• 1952 � 1. konference na MIT, L. Dostert � pivotní jazyk pro p°eklad do více jazyk·

• 1954 � Georgetownský experiment: Rusko-anglický text o 250 slovech, 6 synt. pravidel, bez negací, slovesa ve 3.
osob¥, málo p°edloºek; byl vid¥t úsp¥ch, zkou²í to dal²í

• 1955 � Anglicko-ruský p°eklad v Moskv¥

• 1956 � První mezinárodní konference

• 1957 � Chomsky: Syntactic Structures

• 1960 � Yehoshua Bar Hillel: �Fully automatic high quality machine translation is not feasible.�, 1966 ALPAC
(Amer. Lang. Processing Advisory committee) � zpráva, která zp·sobila útlum, mimo USA výzkum pokra£oval

Projekty po ALPACu:

• SYSTRAN, Grenoble (GETA), SUSY (Saarbrücken), LOGOS (Texas), TAUM (Montreal), ETAP (Moskva)

TAUM METEO (1976)

• Montreal, p°eklad meteorologických zpráv z angli£tiny do francouz²tiny (wen:TAUM system)

• dob°e de�novaná a správn¥ omezená podmnoºina syntaxe a sémantiky

• vhodná implementace (Q-systémy), systém sám rozpozná, ºe text neumí p°eloºit

• praktická implementace METEO System fungovala aº do 2001 (wen:METEO System)

SYSTRAN

• p°eklad dokument· EU, p°ímý (kaºdý pár zvlá²´, cca 20, uspokojiv¥ jen AJ, FJ, NJ, wen:SYSTRAN)

• data odd¥lena od programu

• °e²eno ad-hoc

EUROTRA

• o�ciální projekt EU v 80. letech, pokus nahradit Systran (72 jazykových pár·, v kaºdé zemi jedno centrum,
wen:Eurotra)

• nezvládnutá modularita (kaºdý si m¥l analyzovat sám, domlouvat se na rozhraní)

• negativní efekt

VERBMOBIL

• N¥mecký nástupce Eurotry, víc jak 30 univerzit; p°eklad mluvené °e£i: domluva obchodník· na p°í²tí sch·zce

• Patent, prezentace na EXPO 2000, pak ticho

http://wiki.matfyz.cz.org/wiki/wen:TAUM_system
http://wiki.matfyz.cz.org/wiki/wen:METEO_System
http://wiki.matfyz.cz.org/wiki/wen:SYSTRAN
http://wiki.matfyz.cz.org/wiki/wen:Eurotra
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28.10 Systémy podporující p°eklad

• Vyuºití d°íve p°eloºených text·, princip p°ekladové pam¥ti (wen: Computer-assisted translation)

• IBM Translation Manager, Déja Vu, SDL TRADOS � prodává se sám systém, pam¥´ si p°ekladatel zajistí sám

• Hledání shodných úsek·, oprava odli²ností

• Zejména pro p°eklady dokumentace k systém·m r·zných verzí

• Dnes se kombinují se statistickým p°ekladem

28.11 �eské systémy

(p°evzano z wiki poznámek Úvod do po£íta£ového zpracování p°irozeného jazyka)
První p°eklad 1957 � jedna v¥ta na SAmo£inném PO£íta£i: "The consonants have not by far been investigated to

the same extent as the vowels.� � �Souhlásky zdaleka nebyly prozkoumány do stejné míry jako samohlásky.� Pozd¥ji
se tu objevily Q-Systémy, takºe se za£aly psát gramatiky.

APA� (80. léta)

• Z. Kirschner, slovník pokrýval oblast vodních pump (dokumentace), cca 1500 slov; Q-systémy

• Transduk£ní slovník pro latinské výrazy: -zation -> -zace, -ic -> ický atd., seznam výjimek

Ruslan (1985-1990)

• P°eklad manuál· sálových po£íta£· z £e²tiny do ru²tiny

• Slovník: cca 8500 slov, transduk£ní slovník (ale p°íbuznosti jazyk· se u n¥j vyuºít nedalo), Q-systémy

• Pouºití synt. transferu, o£ekával se minimální, ale ten stále rostl

• Tehdy na PC 286 trval p°eklad 1 v¥ty asi 4 minuty, dnes 4 vte°iny

• Spec. kódování: há£ek = �3� za písmenem, £árka = �2� za písmenem, krouºek = �7� (-1- $n(5) + $gs(1) + < +
Z3LUT3OUC3KY2 + KU7N3 + U2PE3L + D3A2BELSKE2 + O2DY + . + > -2-).

• P°ed opera£ními zkou²kami vývoj ukon£en

�esílko (od 1998)

• P°eklad p°íbuzných jazyk·, kv·li p°eklad·m dokumentací: lidský p°eklad z angli£tiny do £e²tiny a odtud auto-
maticky do sloven²tiny a pol²tiny. Následn¥ se výsledek opravuje.

• Morfologické slovníky, statistická analýza £e²tiny

• Vyuºívá (v¥t²inou) shodné syntaxe, jsou tu ale odli²né slovníky (a£ jistá pravidelnost) a úpln¥ odli²né tvarosloví

PC Translator

• Komer£ní systém, zaloºený na pravidlech, vyvíjený uº hodn¥ dlouho.

http://wiki.matfyz.cz.org/wiki/wen:_Computer-assisted_translation
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P°íloha A

Document Information & History

A.1 History

This book was created on the Wikibooks project and developed on the project by the contributors listed in Appendix
A.3, page 181. For convenience, this PDF was created for download from the project. The latest Wikibooks version
may be found at http://wiki.matfyz.cz.org/wiki/.

A.2 PDF Information & History

This PDF was complied from LATEX on 10. srpna 2011, based on the 10 August 2011 Wikibooks textbook. The latest
version of the PDF may be found at http://en.wikibooks.org/wiki/Image:.pdf.

A.3 Authors

Michalisek, Rajjo, Stevko, Tuetschek, and anonymous contributors.
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